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Zusammenfassung. In dieser Arbeit werden die Verfahren State Dis-
kretisierung, Tile Coding und Deep Q-Learning im Bezug auf die Losung
des MountainCar-v0 Problem betrachtet. Dazu wird als Grundlage der
Q-Learning Algorithmus genutzt und um diese Verfahren ergénzt. Ziel ist
es, das MountainCar Problem zu 16sen, ohne die Rewards der Umgebung
zu verdndern. Dafiir wurde jedes dieser Verfahren implementiert und an-
hand mehrerer Test die Hyperparameter optimiert. Dabei wurde es bei
allen drei Verfahren erfolgreich geschafft, das Ziel mit dem Mountain-
Car zu erreichen. Am besten hat dabei das Tile Coding abgeschnitten,
bei dem das MountainCar Problem ,offiziell“ nach bereits circa 1000
Episoden mit einer greedy Policy geltst werden konnte. Das zweitbes-
te Ergebnis konnte mit Deep Q-Learning erreicht werden, welches ein
wenig besser als die State Diskretisierung im Bezug auf die Rewards ab-
geschnitten hat. Jedoch konnte bei der State Diskretisierung ein deutlich
stabileres Trainings- und Testverhalten erreicht werden.

Schliisselworter: Reinforcement Learning - MountainCar-v0 - State
Diskretisierung - Tile Coding - Deep Q-Learning

1 Einleitung

1.1 MountainCar-v0 Problem

Das Mountain Car Problem [1] ist ein bekanntes Problem im Bereich Reinforce-
ment Learning. Es handelt sich um eine eindimensionale Strecke, die zwischen
zwei Bergen platziert ist. Das Ziel ist es, die Steigung des rechten Berges hoch-
zufahren. Jedoch ist der Motor des Autos zu schwach, um dies zu aus reiner Mo-
torleistung bewéltigen. Die einzige M6glichkeit ist es demnach, zuerst den linken
Berg riickwirts ein Stiick hochzufahren und dann mit dem geholten Schwung,
zusétzlich zu der Motorleistung, die Steigung des rechten Berges zu iiberwinden.
Die Umgebung besteht aus einem kontinuierlichen Zustandsraum und einem dis-
kreten Aktionsraum. Der Zustand des Autos wird zu jedem Zeitpunkt von einen
Vektor beschrieben, der die Position und Geschwindigkeit des Autos beinhaltet.
Die Position kann Werte im Bereich von [—1.2,0.6], die Geschwindigkeit Werte
im Bereich von [—0.07,0.07] annehmen. Die Position des Ziels in der Umgebung
liegt bei 0.5. Wenn die Position des Autos < 0.5 ist, bekommt das Mountain-
Car einen Reward von -1, wenn das Ziel erreicht wird einen Reward von 0. Die
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Startposition des Autos befindet sich zuféllig in dem Bereich von [—0.6, —0.4],
die Geschwindigkeit betragt Anfangs immer 0. In jedem Schritt kann das Au-
to zwischen 3 Aktionen wihlen: Nach links Beschleunigen (Aktion: 0), garnicht
Beschleunigen (Aktion: 1) oder nach rechts Beschleunigen (Aktion 2). Eine Epi-
sode terminiert, wenn die Position des Autos > 0.5 (Ziel erreicht) ist oder 200
Schritte vergangen sind.

Abb. 1. Visualisierte MountainCar-v0 Umgebung

Die Schwierigkeit des Problems liegt unter anderm in den sparse rewards.
Allgemein wird im Reinforcement Learning das Model abhingig vom Reward
geupdatet. Wenn immer der gleiche Reward (-1) erhalten wird, ist nicht offen-
sichtlich, wie die Parameter des Models geupdated werden sollen. Daher werden
immer zufillige Aktionen ausgefiihrt, bis aus Zufall das Ziel erreicht wird und
das MountainCar einen anderer Reward (0) bekommt, was unter Umstdnden
lange dauern kann. Da der Reward von 0 anfangs sehr selten ist, kann es sein,
dass bis zum Erreichen des Rewards viele Aktionen ausgefiihrt wurden. Daher ist
zunéchst nicht klar, welche Aktionen letztendlich fiir Erfolg verantwortlich wa-
ren, was zu einen erschwerten Trainingsprozess fithrt. Das MountainCar Problem
gilt als gelost, wenn in 100 aufeinanderfolgenden Episoden ein durchschnittlicher
Reward von >= —110 erreicht wird.

1.2 Q-Learning Grundlagen

Q-Learning wurde erstmals 1989 von Watkins [2] vorgestellt. Es ist ein off-policy
TD control Algorithmus mit dem Ziel, in jedem State die beste Action zu wihlen.
Q-Learning wird als Off-Policy bezeichnet, da sich die aktualisierte Policy von
der Verhaltens-Policy unterscheidet. Dazu wird eine Action-Value Funktion ge-
lernt, die eine Vorhersage des mit jeder Aktion a in jedem State s verbundenen
Rewards beinhaltet [3]. Sie ist definiert als:

Q(St, Ay) + Q(Si, Ay) + a[Ryy1 + ymax Q(Si11,a) — Q(S, Ar)] (1)

mit
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— t: Diskreter Zeitschritt ¢t wihrend einer Episode

— S;: State zum Zeitpunkt ¢, typischerweise abhéingig von S;_1 und A;_q

— A;: Aktion zum Zeitpunkt ¢

— «: Lernrate

— Ry41: Reward r zum Zeitpunkt ¢ + 1

— 7: Discount Paramter. Beschreibt, wie viel Einfluss die zukiinftigen Rewards
der Aktionen a auf die Updates des relativen States s haben

— mng(StH, a): Gibt maximalen Wert von Q fiir alle moglichen Aktionen a

im n#chsten State Syy1 zuriick

Der Algorithmus sieht wie folgt aus:

Q-learning (off-policy TD control) for estimating = ~ ,

Algorithm parameters: step size « € (0, 1], small € > 0
Initialize Q(s,a), for all s € 8*,a € A(s), arbitrarily except that Q(terminal,-) =0

Loop for each episode:

Initialize S

Loop for each step of episode:
Choose A from S using policy derived from @ (e.g., e-greedy)
Take action A, observe R, S’
Q(S, A) < Q(S, A) + a[R + ymax, Q(S', a) — Q(S, A)]
S5

until S is terminal

Abb. 2. Q-Learning Algorithmus. Ubernommen von [4], Kapitel 6.5

Um eine Konvergenz zu erreichen, muss sichergestellt werden, dass alle State-
Action Paare oft genug besucht werden und immer weiter geupdated werden [4].

1.3 Policys

Q-Learning ist ein modellfreier Algorithmus. Das bedeutet, dass der Agent die
Umgebung erforscht und von den Rewards der Aktionen lernt, ohne ein internes
Modell zu erlernen. Der Agent kennt zu Beginn den Aktions- und Zustands-
raum und lernt dann durch die Erkundung der Umgebung. Es gibt verschiedene
Ansétze, die Umgebung zu erkunden und eine Balance aus ezploration (eine
zufiillige Aktion ausfithren, um neues zu entdecken) und ezploitation (das aktu-
elle Wissen ausnutzen) herzustellen.

Greedy Policy Eine greedy Policy wiahlt die ndchste Aktion immer anhand
des bereits erlernten Wissens. Dabei wird immer die Aktion mit dem hochsten
erwarteten Reward gewahlt. Das Problem dieser Policy ist, dass der Agent in
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einem suboptimalen Zustand stecken bleiben kann, da er die bestmogliche Aktion
noch nie gesehen hat und diese somit auch nicht mehr durch ezploration finden
wird. Aulerdem kann auf eine Anderung der Umgebung nach gewisser Zeit nicht
gut reagiert werden [5]. Eine greedy Policy kann wie folgt beschrieben werden
[4]:

A; = argmax Q¢ (a) (2)

e-greedy Policy Um eine Balance zwischen exploration und exploitation her-
zustellen, kann eine e-greedy Policy genutzt werden. Mit einer iiber die Zeit
sinkenden Wahrscheinlichkeit e entscheiden wir, wie hiufig eine zuféllige Aktion
ausgefiihrt werden soll, um die Umgebung weiter zu entdecken. Anfangs ist der
Wert von e hoch, beispielsweise 0.9. Daraufthin wird eine zuféllige Zahl in dem
Bereich [0, 1] ausgewéhlt. Ist diese Zahl grofer als e, wird die bestmdgliche Ak-
tion ausgewéhlt, also einer greedy Policy gefolgt. Ist die Zahl kleiner, wird eine
zufillige Aktion des Aktionsraums ausgewéihlt [6]. Die suboptimalen Aktionen
sind bei dieser Auswahl gleich gewichtet. Der Wert fiir € wird mit der Zeit immer
kleiner, weshalb immer héufiger einer greedy Policy gefolgt wird. Im Gegensatz
zu der reinen greedy Policy wird hier den Zustandsraum viel besser erkundet,
weshalb dieses Verhalten zu besserem Erfolg fithrt. Wenn nach einer gewissen
Zeit € = 0 gilt, handelt es sich um eine reine greedy Policy. Um dies zu verhin-
dern, wird ein kleiner e_min Wert gesetzt, z.B. 0.01, damit immer eine kleine
Wahrscheinlichkeit vorhanden ist, die Umgebung weiter zu erkunden. Dies ist
besonders von Vorteil, wenn sich die Umgebung mit der Zeit &ndern sollte. Ein
Beispel fiir eine e-greedy Aktionsauswahl ist in Abbildung 3 zu sehen.

Algorithm 2: Epsilon-Greedy Action Selection
Data: Q: Q-table generated so far, : a small number, S: current
state
Result: Selected action
Function SELECT-ACTION(Q, S, €) is
n < uniform random number between 0 and 1;
if n < € then
| A+ random action from the action space;
else
‘ A+ maxQ(S,.);
end
return selected action A;
end

Abb. 3. Beispel einer e-greedy Aktionsauswahl, Ubernommen von [5]

Boltzmann exploration Policy Anstatt immer die beste oder eine zufillige
Aktion zu wahlen, wird bei der Boltzmann exploration eine Aktion mit einer
gewichteten Wahrscheinlichkeit gewéhlt. Um dies zu erreichen, wird eine softmax
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Funktion fiir die vorhergesagten Werte eines Netzwerkes genutzt. Sie garantiert,
dass die Output-Werte in Summe den Wert ,,1“ ergeben, wobei die Output-Werte
unterschiedlich gewichtet sind, und damit unterschiedliche Wahrscheinlichkeiten
haben. Daher wird die beste Aktion mit einer htheren Wahrscheinlichkeit, aber
nicht garantiert ausgew#hlt. Somit wird die exploration garantiert. Im Gegensatz
zu e-greedy werden hier die suboptimalen Aktionen nicht gleich stark, sondern
anhand ihrer Werte gewichtet. Mit diesem Vorgehen kann die Wahrscheinlichkeit
verringert werden, dass schlechtere Aktionen zufillig ausgefiihrt werden, was ein
Vorteil gegeniiber e-greedy ist.

e o - .

0.79 0.55 -0.17 -0.10

I <~

Abb. 4. Beispel einer Boltzmann Verteilung, Ubernommen von [7]. Die Zahlen be-
schreiben den Q-Value einer Aktion an einem Punkt des Zustandsraums. Die Hohe der
hellblauen Balken beschreibt die Wahrscheinlichkeit, dass diese Aktion gewahlt wird.

1.4 Ziel der Arbeit

Aufgrund der in Unterabschnitt 1.1 genannten Eigenschaften der Umgebung ist
es schwer, das MountainCar zu trainieren. Ziel dieser Arbeit ist es, der Umgebung
bei Verwendung von Q-Learning (Unterabschnitt 1.2), genau ein Verfahren hin-
zuzufiigen, um den Trainingsprozess zu erleichtern. Dazu wird bei allen Verfahren
die Standardumgebung aus dem Open-Al Gym importiert. Diese hinzugefiigten
Verfahren sind Tile Coding, State Diskretisierung und Deep Q-Learning. Mit
diesen Verfahren soll das MountainCar-v0 Problem gelost werden, ohne die Re-
wards der Umgebung zu dndern. Dazu werden diese Verfahren implementiert
und die Ergebnisse miteinander verglichen.

2 Verfahren

Um die Ergebnisse vergleichbar zu machen, werden die Action-Value Funktionen
der Verfahren trainiert und mit Testepisoden, die dem Umfang von 10% der Trai-
nigsepisoden entsprechen, validiert. Bei allen Verfahren werden die Rewards der
Umgebung nicht gedndert. Da das Ergebnis eines Trainings abhéngig von den
Initialwerten der Q-Tabelle und den Gewichten des Netzes sein kann, werden
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alle Verfahren zehn mal trainiert und getestet. In den Graphen der Auswer-
tung ist der Durchschnitt dieser zehn Laufe abgebildet. Fiir eine iibersichtliche
Darstellung der Ergebnisse werden diese in einem einheitlichen Format visuali-
siert. Auflerdem wurde bei allen Graphen eine horizontale Linie bei y = —110
eingefiigt die den Wert représentiert, beim dem das Problem als gelost gilt.

2.1 State Diskretisierung

In Unterabschnitt 1.2 wurde erwdhnt, dass der Q-Learning Algorithmus konver-
giert, wenn jedes State-Action Paar oft genug besucht wurde. Die MountainCar-
v0 Umgebung hat einen kontinuierlichen Zustandsraum, was bedeutet, dass es
theoretisch unendlich viele State-Action Paare gibt. Daher ist es unmdoglich die-
se Bedingung zu erfiillen. Eine Moglichkeit dieses Problem zu l6sen ist, den Zu-
standsraum zu diskretisieren. Dazu kann das erste Elements des Zustandsvektors
auf das niichste Zehntel (z.B. 0.1) und das zweite Element auf das néichste hun-
dertstel (z.B. 0.01) gerundet werden. Darauf hin kann dann das erste Element
mit dem Faktor 10 und das zweite Element mit dem Faktor 100 multipliziert
werden. Dieses Vorgehen reduziert die Anzahl moglicher State-Action Paare von
unendlich vielen auf 855, weshalb es jetzt moglich ist, die Voraussetzung fiir die
Konvergenz zu erfiillen [8].
Die Umsetzung im Code sieht wie folgt aus:

Listing 1.1. State Diskretisierung

# Discretize state

state_adj = (state — env.observation_space.low)
* np.array ([10, 100])

state_adj = np.round(state_adj, 0).astype(int)

# Discretize state?2

state2_adj = (state2 — env.observation_space.low)
* np.array ([10, 100])

state2_adj = np.round(state2_adj, 0).astype(int)

2.2 Tile Coding

Bei kontinuierlichen Zustandsrdumen wird fiir das Lernen der Wertefunktion ei-
ne Form der Funktionsannédherung bendttigt. Dafiir kann Tile Coding verwendet
werden, was bereits in mehreren Reinforcement Learning Systemen erfolgreich
eingesetzt wurde [[9], [10], [11]]. Dabei wird der kontinuierliche Zustandsraum
in sogenannte , Tiles“ partitioniert. Jede Partition wird ,, Tiling“, und jedes Ele-
ment der Partition ,, Tile“ genannt. Die einfachste Form von Tiling in einem zwei-
dimensionalen Zustandsraum ist ein gleichméfliges Gitter, wie in Abbildung 5
aufgezeigt.
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Abb. 5. Mehrere, sich iiberschneidende Tilings in einem begrenzten zweidimensionalen
Raum. Diese Kacheln sind in jeder Dimension um einen einheitlichen Betrag vonein-
ander entfernt. Ubernommen von [4], Figure 9.9

Abbildung 5 ist ein einfaches Beispiel fiir vier Tilings. Der weifle Punkt fallt
genau in ein Tile in jedem der vier Tilings. Diese Tilings entspechen den vier
Features die aktiv werden, wenn dieser Zustand auftritt. Der feature Vektor z(s)
hat eine Komponente fiir jedes Tile in jedem Tiling. In diesem Beispiel gibt es 4
x 4 x 4 = 64 Features von denen alle Null sind, aufler die vier, die dem Zustand
s entsprechen [4]. Aus Abbildung 5 kann erkannt werden, dass Tile Coding mit
nur einem Tile eine einfache Aggregation des Zustands ist, bei dem ein Feature
von dem Tile représentiert wird in welches es féllt. Bei der Nutzung mehrerer
Tilings wird diese Idee erweitert, indem ein Feature durch mehrere Tiles von
mehreren Tilings dargestellt wird. Die Anzahl der aktiven Features entspricht
somit der Anzahl der Tiles. Dies ist leistungsfidhiger, da nun jedes Feature mehre-
re Tiles teilen und gleichzeitig zu mehreren Tiles gehoren kann [12]. Tile Coding
erlaubt somit eine Form der Diskretisierung, wobei die iiberlappenden Tilings
einen bestimmen Grad der Generalisierung garantieren. Der geschétzte Wert ei-
nes Features wird durch die Addition der Gewichte der Tiles ermittelt, in denen
er enthalten ist [13]. Tile Coding hat durch die Verwendung von binéren Feature-
Vektoren auch rechnerische Vorteile. Da jedes Feature entweder Null oder Eins
ist, ist die geschétzte Wertefunktion fast trivial zu berechnen [4].

2.3 Deep Q-Learing

Ein Grund fiir die Entwicklung des Deep Q-Learnings war es mit Umgebungen,
welche einen kontinuierlichen Zustandsraum haben, umgehen zu koénnen. Bei
Deep Q-Learning wird ein neuronales Netz genutzt, um die Q-Value Funktion
zu approximieren. Dabei ist der State die Eingabe des Netzes und der Q-Value
aller moglichen Aktionen die Ausgabe. Deep Q-Learning ersetzt somit die Q
Tabelle mit einem neuronalen Netz. Anstatt ein State-Action Paar einen Value
in der Q-Tabelle zuzuweisen, werden hier die Input-States zu (Action, Q-Value)
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Paaren vom Netz zugewiesen. Ein Vergleich zum Q-Learning ist in Abbildung 6
abgebildet.

‘Q Table
State-Action Value
- 0

_

= R

o|o|o|o|o|o|o|a

Q Learning

Deep Q Learning

Abb. 6. Q-learning vs. Deep Q-learning, Ubernommen von [14]

Da das selbe Netzwerk sowohl den Zielwert (target value) als auch den vorher-
gesagten Wert (predicted value) berechnet, kann es bei diesen Werten zu grofien
Abweichungen kommen. Daher werden zwei neuronale Netze benutzt, das Main-
Netzwerk und das Target-Netzwerk. Diese haben die gleiche Architektur, jedoch
sind die Werte von dem Target-Netzwerk eingefroren [14]. Alle N Schritte wer-
den die Gewichte von Main- zu dem Target-Netzwerk kopiert. Dies fithrt zu
einem stabileren Trainingsprozess und einem effektiveren Lernen [15]. Des Wei-
teren wird ein Memory Buffer implementiert, in dem die bisherigen Erkenntnisse
gespeichert werden. Dieses wird benotigt, um beim Training genug Diversitét fiir
das Netz zu garantieren. Dabei wird ein Batch zufillig aus dem Buffer erstellt,
mit dem das Netz trainiert wird. Dies ist besonders bei Anderungen in der Um-
gebung relevant. Die Loss-Funktion ist der Mean Squared Error (MSE) vom
vorhergesagten Q-Value und dem Ziel Q-Value minus dem tatsédchlichen Wert
Q*. Da es sich jedoch um ein RL Problem handelt, kennen wir den Ziel und
tatsiichlichen Wert nicht. Ausgehend von der Bellmann Gleichung erhalten wir:

Q(St, Ay) < Q(Si, Ay) + af Riq + 7 max Q(Sty1,a) | — Q(St, A)]  (3)

Prediction

Target
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wobei der rot eingerahmte Term das target repréisentiert. Fiir die Werte von
Q(St+1,a) werden die Werte aus dem Target-Netzwerk genutzt. Da R der echte
Reward ohne bias ist, wird das Netzwerk mit Hilfe der backpropagation konver-
gieren [14].

3 Optimierung der Verfahren

3.1 State Diskretisierung

Als Orientierung wurde der Code von Hayes [8] genommen. Fiir die Optimierung
werden verschiedene Lernraten und € — greedy Faktoren getestet. Zuerst werden
fiir drei Lernraten verschiedene € — greedy Faktoren getestet, um den besten
Faktor zu ermitteln. Fiir die Reduktion von € werden die Werte 0.05, 0.005,
0.0005, decay function und episodic decay getestet mit:

episodicdecay = (e_start — e_min)/Episodes (4)

decay function = (e_start*(annealing_stop—min(episode, annealing_stop))+

(e_min * min(episode, annealing_stop)) /annealing_stop (5)

und den Hyperparametern:

Episodes 10000
e_start 0.9
e-min 0.01

annealing_stop|Episodes / 4
ol 0.99

Tabelle 1. Feste Hyperparameter State Diskretisierung

Training Reward vs Episodes Reward vs Test Episodes
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Abb. 7. Trainings- und Testverlauf fiir Lernrate 0.05
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Abb. 8. Trainings- und Testverlauf fiir Lernrate 0.1
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Abb. 9. Trainings- und Testverlauf fiir Lernrate 0.2

Anhand der Graphen aus Abbildung 7 -Abbildung 9 kann erkannt werden,
dass der rote Graph (e — decay = decay function) iiber 10 Trainings- und Test-
zyklen im Durchschnitt bei allen drei Lernraten das beste Ergebnis liefert. Aus-
gehend von dieser Erkenntnis werden dann verschiedene Lernraten mit dem
€ — decay als decay Faktor getestet.
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Training Reward vs Episodes Reward vs Test Episodes
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Abb. 10. Trainings- und Testverlauf bei € — decay = decay function

Ausgehend von diesen Ergebnissen konnte festgestellt werden, dass eine Lern-
rate von 0.1 in Kombination mit einer € — greedy Policy mit € — decay =
decay function das beste Ergebnis fiir dieses Verfahren bei einem Training von
zehntausend Episoden liefert. Diese Kombination wird in Abschnitt 4 mit den
beiden anderen Verfahren verglichen.

3.2 Tile Coding

Als Grundlage fiir das Tile Coding wurde der Code aus einem Github repo-
sitory [16] genommen. Hier werden ebenfalls verschiedene Hyperparameter auf
eine Verbesserung der Ergebnisse getestet. Als Grundlage fiir alle Tests werden
folgende Parameter genutzt:

Tiles 7
Tiles per Tile 14
Number of Tiles 1372
Episodes 10000
e_start 0.9
e_min 0.01
Boltzmann temperature|np.logspace(-1, 1, Episodes)
annealing_stop Episodes / 4
0% 0.99

Tabelle 2. Feste Hyperparameter Tile Coding

Fiir die Optimierung werden dabei drei verschiedene Step-sizes und drei ver-
schiedene Policys getestet. Als Lernraten werden dabei zum einen die Lernrate
aus dem Code von [16] und 2 typische Lernraten fiir das Tile Coding getestet.
Diese sind (0.1/NumTilings) * 3.2 [16], 0.1/NumTilings [17], und 0.1 [18]. Fiir
die verschiedenen Policys werden die greedy Policy, die e-greedy Policy und die
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Boltzmann exploration Policy verwendet. Die vertikalen Linien in den Graphen
beschreiben die durchschnittliche Episode, an der das MountainCar Problem
gelost wurde.

Training Reward vs Episodes oo Reward vs Test Episodes
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Abb. 11. Trainings- und Testverlauf fiir e-greedy policy
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Abb. 12. Trainings- und Testverlauf fiir greedy Policy

Aus den Ergebnissen von Abbildung 11 - Abbildung 13 ist ersichtlich, dass
Tile Coding es mit jeder Policy und Step-size geschafft hat, das MountainCar
Problem zu losen (auBer bei Boltzmann mit Step-size = 0.1). Bei Boltzmann
konnte das Problem bei mehreren Tests immer nur zwischen drei und sieben mal
gelost werden, weshalb kein Durchschnitt tiber die zehn Tests berechnet werden
konnte. Auflerdem ist aufféllig, dass die Boltzmann exploration mit Lernrate
0.1 trotz eines vielversprechenden Trainingsverlaufes ein schlechtes Testergebnis
gegeniiber den anderen Lernraten liefert. Dieses Verhalten konnte bei mehreren
Tests repliziert werden.

Das Problem konnte am schnellsten mit der greedy Policy gelost werden
und in den Tests hat die greedy Policy ebenfalls am besten abgschnitten. Des
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Abb. 13. Trainings- und Testverlauf fiir Boltzmann exploration

Weiteren ist einheitlich zu erkennen, dass die Step-size von 0.1 bei allen Policys
im Test am schlechtesten abgeschnitten hat. Die anderen gesteteten Step-sizes
haben dhnliche Ergebnisse erzielen konnen. Das beste Testergebnis wurde dabei
mit der greedy Policy und Step-size von 0.1/NumTilings erreicht.

3.3 Deep Q-Learing

Fiir dir Optimierung des Deep Q-Learnings werden folgende Hyperparameter
genutzt:

Layer 1 size: 24, activation: Relu
Layer 2 size: 48, activation: Relu
Layer 3 size: 3, activation: linear
Batch Size 32
Memory Buffer Size 10000
Optimizer Adam
Episodes 1000
e_start 0.9
e_min 0.01
Boltzmann temperature|np.logspace(-1, 1, Episodes)
annealing_stop Episodes / 4
vy 0.99

Tabelle 3. Feste Hyperparameter Deep Q-Learning

Ausgehend von diesen Parametern werden verschiedene Lernraten und Po-
licys getestet. Als erste Lernrate wurde 0.001 getestet, welche die empfohlene
Lernrate fiir den Adam Optimizer ist [19]. Beim Training eines Modells kann es
jedoch von Vorteil fiir den Erfolg sein, die Lernrate iiber die Zeit zu reduzieren.
Daher werden zwei unterschiedliche Werte (0.5,0.9) fiir ein expotential Decay
[20] der Lernrate untersucht, bei dem die aktuelle Lernrate mit dem Faktor

13
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decay_rate multipliziert wird. Durch die Reduzierung der Lernrate wéihrend des
Traningsprozesses wurde neben der Lernrate von 0.001 eine gréfiere Lernrate
von 0.01 getestet. Diese Tests werden in Verbindung mit einer e-greedy Poli-
cy durchgefiihrt. Zuletzt wurde noch iiberpriift, ob bei der Verwendung einer
Bolzmann exploration Policy eine Verbesserung gegeniiber der e-greedy Policy
erreicht werden kann.

Training Reward vs Episodes Reward vs Test Episodes
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Abb. 14. Trainings- und Testverlauf fiir Ir = 0.001
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Abb. 15. Trainings- und Testverlauf fiir Ir = 0.01 mit ExponentialDecay (decay_steps
= 10000, decay_rate = 0.5)
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Abb. 16. Trainings- und Testverlauf fiir Ir = 0.01 mit ExponentialDecay (decay_steps

= 10000, decay_rate = 0.9)
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Abb. 17. Trainings- und Testverlauf fiir Ir = 0.001 mit ExponentialDecay (decay_steps

= 10000, decay_rate = 0.9)
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Sowohl bei einem zu kleinen decay Faktor als auch der Boltzmann exploration
war es nicht moglich, das MountainCar zu trainieren. Bei der Boltzmann explora-
tion konnten keine unterschiedlichen gewichteten Wahrscheinlichkeiten erreicht
werden. Uber den Zeitraum der 1000 Trainingsepochen lag die Wahrscheinlich-
keit jeder Aktion immer zwischen 32% und 34%, wodurch kein erfolgreicher
Trainingsprozess entstehen konnte. Dies ldsst vermuten, dass die Boltzmann ex-
ploration nicht fiir sparse Rewards in Verbindung mit DQN’s geeignet ist. Da die

gleiche Umsetzung bei dem Tile Coding (Unterabschnitt 3.2)

und einem DQN

fiir die Losung fiir das ,,CartPole-v1* erfolgreich funktioniert hat, wird dies fiir
wahrscheinlich gehalten. Des Weiteren konnte kein stabiler Trainingsverlauf her-
gestellt werden. Dies liegt unter anderem an dem Auftreten des ,, Vergessens®,
worauf in Abschnitt 6 genauer eingegangen wird. Das beste Testergebnis, mit
einen Durchschnittswert von —134.3, konnte mit der Lernrate 0.001 und einer

Sychronisierung in jeder Episode erreicht werden.

4 Vergleich der Ergebnisse

In diesem Kapitel werden die in Abschnitt 3 optimierten Verfahren miteinander
verglichen. Aus den Optimierungen ergeben sich folgende Parameter:

Verfahren e_start|e_min| -y o Policy Eigenschaften
State Diskretisierung| 0.9 | 0.01 {0.99 0.1 e-greedy| 855 State-Aktion Paare
Tile Coding 0.9 |0.01]0.99|0.1 / NumTilings| greedy |7 Tiles, 14 Tiles per Tiling
Deep Q-Learning 0.9 | 0.01 ({0.99 0.001 e-greedy 3 Layer (24, 48, 3)

Tabelle 4. Hyperparameter der Optimierten Verfahren
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Abb. 19. Trainings- und Testverlauf der optimierten Verfahren. Die untere x-Achse
mit dem Bereich [0, 10000] in (a) bzw. [0, 1000] in (b) gilt fiir die State Diskretisierung
und das Tile Coding, die obere x-Achse mit dem Bereich [0, 1000] in (a), bzw. [0, 100]

in (b) gilt fiir das Deep Q-Learning
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Anhand von Abbildung 19 kann erkannt werden, dass das Tile Coding aus den
getesteten Verfahren am besten abgeschnitten hat. Es konnte sowohl beim Trai-
ning als auch bei den Tests ein durchschnittlicher Reward von > —110 erreicht
werden. Das zweitbeste Resultat konnte mit dem Deep Q-Learning erreicht wer-
den, obwohl dieses bei den Tests einen instabilen Verlauf hat. Dennoch konnte
hier ein bester Reward von —119.75 iiber zehn Episoden und ein durchschnittli-
cher Reward von —134.3 iiber 100 Episoden erreicht werden. Am schlechtesten
hat die State Diskretisierung mit einem durchschnittlichen Reward von —145.9
abgeschnitten.

Da Q-Learning einen diskreten Zustandsraum bendtigt wird bei der State
Diskretisierung der Zustandsraum diskretisiert. Das schlechte Abschneiden des
Verfahrens konnte daher kommen, dass entweder die Umgebung zu sehr verall-
gemeinert wurde oder zehntausend Episoden nicht ausgereicht haben, um jedes
State-Action Paar ausreichend oft zu besuchen und ein optimales Verhalten zu
erzeugen.

Das Deep Q-Learning hat es in zehn Prozent der Epochen der State Diskreti-
sierung geschafft, ein besseres Ergebnis zu erreichen, obwohl die Umgebung nicht
vereinfacht wurde. Ein Grund dafiir ist die Verwendung eines Memory Buffers bei
dem DQN, aus dem der Agent lernt. Wenn das Netz nur aus aufeinanderfolgen-
den Erfahrungswerten lernt, die nacheinander in der Umgebung aufgetreten sind,
wéren die Werte zeitlich korreliert, was zu ineffizienten lernen fithren kénnte.
Die Nutzung zufilliger Batches aus dem Memory Buffer ermoglicht effizienteres
Lernen und bricht diese zeitliche Korrelation [21]. In Zusammenhang mit dem
Target-Netzwerk, welches das Training zusétzlich stabilisiert, kann das DQN ein
besseres Ergebnis als das Q-Learning mit einem diskretisierten Zustandsraum
erzielen.

Das Tile Coding ist im Grunde eine Form der Aggregation der Zustéinde, in
der mehrere Grids sich iiberlappen. Die Vorteile hierbei sind eine bessere Dis-
kriminierung (weniger bias) ohne Verlust der Generalisierung (weniger Varianz)
durch die Abdeckung von mehr States mit weniger Features. Diese Eigenschaften
helfen dem Tile Coding bei dem Umgang mit sparse Rewards.

5 Fazit

In dieser Arbeit wurden drei verschiedene Verfahren vorgestellt, mit denen es ge-
lungen ist, das MountainCar so zu trainieren, dass es trotz der sparse Rewards
das Ziel erreicht. Diese Verfahren wurden implementiert und durch die Anpas-
sung verschiedener Hyperparameter optimiert. Mit den Optimierungen konnten
die Ergebnisse der einzelnen Verfahren verbessert werden. Am besten hat dabei
das Tile Coding mit einem durchschnittlichen Reward von > —110 abgeschnit-
ten. Am zweitbesten das Deep Q-Learning mit einem Reward von —134.3 und
am schlechtesten die State Diskretisierung mit einem durchschnittlichen Reward
von —145.9. Besonders beim Deep Q-Learning gab es Konvergenzprobleme, die
zwar durch die Optimierungen verbessert, aber nicht behoben werden konnten.
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Losungen fiir dieses Problem und noch weitere Moglichkeiten, zukiinftig Verbes-
serungen zu erreichen, werden in Abschnitt 6 vorgestellt.

6 Ausblick

Obwohl das MountainCar mit allen Verfahren nach der Optimierung der Para-
meter gelost werden konnte, gibt es noch andere Optimierungsanséitze, die zu
einer Verbesserung der Ergebnisse fithren konnte. Bei der State Diskretisierung
konnte versucht werden, eine Methode zu entwickeln, welche die Anzahl der
State-Action Paare noch weiter reduziert, um das Training zu erleichtern. Dabei
miisste darauf geachtet werden, dass die Anzahl der Paare nicht zu sehr redu-
ziert wird, da sonst die Umgebung zu wenig Informationen beinhalten kénnte
und keine optimale Q-Tabelle mehr erstellt werden kénnte. Das Auto wiirde im-
mer noch lernen das Ziel zu erreichen, jedoch konnte dies Aufgrung von zu wenig
State-Action Paaren auf eine suboptimale Art und Weise erreicht werden, was
zu einem schlechteren Reward fithren koénnte.

Beim Tile Coding konnte getestet werden, ob eine andere Anzahl von Ti-
lings oder eine Erhohung der Tiles pro Tile eine Verbesserung bringt. Auflerdem
konnte versucht werden, die Tilings asynchron zueinander zu verschieben.

Unterabschnitt 3.3 zeigt, dass bei dem DQN bei keiner der Kombinationen ein
stabiler Trainingsverlauf erreicht werden konnte, obwohl bereits Durchschnitts-
werte ausgewertet wurden. Des Weiteren ist ersichtlich, dass das Phénomen des
,, Vergessens “ auftritt, bei dem das Netz im Training wieder schlechter wird, an-
statt zu konvergieren. Eine Moglichkeit, das Konvergenzproblem zu 16sen ist das
Hinzufiigen eines festen Buffers Bufferanteils innerhalb des Memory Buffers. Da-
bei wird eine bestimmter Prozentteil des Memory Buffers, z.B. 10%, nicht aus
dem Buffer entfernt, damit eine Diversitét mit dlteren Daten garantiert wird.
FEine weitere Moglichkeit #ltere Daten zu beriicksichtigen, wére eine Erhohung
der Memory Buffer Grofle. Ist die Grofle des Buffers zu gro8 oder zu klein,
kann das Training sich verschlechtern. Eine Verdoppelung der Gréfle hat in die-
ser Ausarbeitung keine Verbesserung gebracht. Liu und Zou [21] haben in ihrer
Veroffentlichung verschiedene Memory Buffer Groflen getestet, wobei bei einer
Buffer Grofle von 60000-80000 das beste Ergebnis erzielt werden konnte. Aller-
dings wurde dort das MountainCar doppelt so lange trainiert. Auflerdem kénnte
versucht werden, eine Policy zu nutzen, die mit den sparse Rewards der Umge-
bung besser umgehen kann, wie beispielsweise die Bayesian Linear Regression
[22], [23]].

Zuletzt kénnten noch weitere Verfahren, wie beispielsweise die Zeit Diskre-
tisierung getestet werden. Das MountainCar Problem kann nur gel6st werden,
wenn das Auto lernt zuerst den hinteren Berg hochzufahren und dann Vollgas
den vorderen Berg hochzufahren um die Steigung zu bewéltigen. Daher ist es
nicht optimal, in kurzer Zeit viele unterschiedliche Aktionen auszufiihren. Um
dem Auto zu helfen, dies schneller zu lernen, kann eine Zeit-Diskretisierung im-
plementiert werden, sodass es nur alle X Epochen seine Aktion dndert.
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