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Abstract. End-to-End gesteuerte autonome Fahrzeuge durch Reinforce-
ment Learning bieten im Vergleich zu End-to-End Ansétzen durch su-
pervised learning einen Vorteil. Beim Reinforcement Learning macht das
Fahrzeug eigene Erfahrungen und wertet diese anhand von Rewards. So
kann dieses Fahrzeug auf mehr Situation reagieren, als beim anderen
Ansatz, welcher rein auf richtigem Verhalten basiert. Das Reward Engi-
neering ist dabei ein wichtiger Schritt, um das gewiinschte Verhalten zu
erzielen. In dieser Arbeit werden verschiedene Reward Designs vorgestellt
und anhand ausgewéahlter Metriken und Analysen verglichen und bew-
ertet. Dabei stellte sich heraus, dass ein Reward Design, welches sich mit
dem Trainingsforschritt anpasst, die besten Ergebnisse erzielt und einer
optimalen Spurhaltung nahe kommt.
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1 DMotivation

Fiir eine autonome Spurhaltung eines Fahrzeuges gibt es bereits zahlreiche
Ansitze. Darunter auch Verfahren mit Hilfe von neuronalen Netzen. Eine Vari-
ante ist dabei das End-to-End gesteuerte Auto. Man iibergibt dem neuronalen
Netz die komplette Aufgabe, so dass der Input die direkten Sensordaten sind
und die Ausgabe die jeweilgen Werte fiir die Aktorik. Solche Verfahren kénnen
einerseits supervised trainiert werden. Dabei lernt das neuronale Netz anhand
vom menschlichen Verhalten [1, 3, 12]. Andererseits gibt es aber auch Verfahren,
welche Reinforcement Learning nutzen. Dabei lernt das neuronale Netz selber
anhand von Rewards, welche von der Umgebung verteilt werden, welche Aktionen
sinnvoll sind [6, 13].

Ein solches Reinforcement Learning Verfahren soll in dieser Arbeit umgesetzt
werden. Dabei soll allerdings das Reward Engineering untersucht werden, da
dies mit komplexeren Systemen zunehmend wichtiger wird [5]. Es sollen ver-
schiedene Reward Designs vorgestellt und miteinander verglichen werden. Um
solche Prozesse umzusetzen, wird eine Simulation verwendet. An dieser kann
man, im Vergleich zu realen Umgebungen, ein gutes Reward Engineering be-
treiben. Wie bereits angesprochen nutzen herkémmliche End-to-End Verfahren
die direkten Sensordaten. Es soll allerdings keine aufwandige 3D Simulation
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genutzt werden, sondern eine einfache 2D. Daher soll der Input kein direkter,
sondern ein bearbeiteter Kamera Stream werden. Dieser Kamera Stream soll
bereits segmentierte Straflenmarkierungen in Vogelperspektive beinhalten. Das
hat zuséatzlich den Vorteil, dass man Zwischenergebnisse, in der gesamten Pipeline
von Kamera, bis hin zu Segmentierung, bis hin zu Steuerung, kontrollieren kann.

2 Grundlagen

2.1 Deep Deterministic Policy Gradient

Fir die Steuerung der Lenkung soll das Deep Deterministic Policy Gradient
(DDPG) Verfahren zum Einsatz kommen. Dieser Algorithmus lernt eine Q-
Function und eine Policy. DDPG ahnelt dabei dem Q-Learning, jedoch wird beim
Q-Learning die optimale Aktion gew&hlt durch

a*(s) = argmax Q*(s,a) (1)

Das setzt voraus, dass Q*(s, a) optimal ist und alle actions bekannt sind. Zweiteres
ist bei deterministischen Aktionsrdumen der Fall. Im Falle der Spurhaltung, welche
umgesetzt werden soll, ist der Aktionsraum allerdings kontinuirlich, genauer im
Intervall [-1,1]. Daher wird DDPG fiir kontinuirliche Aktionen genutzt, da die
Aktion durch ein zweites neuronales Netz bestimmt wird. Dort entsteht der
Unterschied zum Q-Learning und dieser wird Actor-Critic genannt.

Ebenfalls werden in DDPG target networks verwendet. Ein target wird beschrieben
durch:

P+ ymax Qu(s', ) (2)

Da versucht wird den mean squared Bellman error (MSBE) zu verkleinern, wird
die Q-funtion in Richtung dieses targets optimiert. Allerdings hingt der target
von ¢ ab, welches eigentlich trainiert wird. Deshalb wird ein target network
verwendet, welches eine Kopie des eigentlich Netzes ist, um das Training stabiler
zu gestalten. Nach einer gewissen Anzahl von Schritten wird das target network
mit dem eigentlich network synchronisiert. [7]

2.2 Action Saturation

Beim Actor-Critic Lernen kann es allerdings zu einer Action Saturation kom-
men. Das bedeutet, dass es am Anfang des Trainings zu einem explodierendem
Gradienten kommen kann, wodurch die Gewichte gerade im letzten Layer ein
starkes Update erfahren. So kann es dazu kommen, wenn das Gewicht im letzten
Neuron sehr grof} ist, dass die gewahlte Aktion des Actors, durch Clipping auf
den Aktionsraum, immer auf ein Maximum schlagt [16]. Also in diesem Fall
immer auf -1 oder 1. Um dies zu Verhindern, kann man die Lernrate der Modelle
verkleinern und ein Gradient Clipping einfithren [9]. Dieses Gradient Clipping
verhindert, dass der Gradient einen bestimmten Wert tiberschreitet. So kann ein
explodierender Gradient gerade am Anfang des Trainings gut verhindert werden.
Dieses Verfahren wird in den hier verwendeten Netzen angewendet.
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2.3 Experience Replay Buffer

Der Experience Replay Buffer ist ein Speicher, welcher die Erfahrungen des
Agenten speichert. Es werden Tuples aus vorherigem Zustand, gewéahlte Aktion,
Reward und aktuellem Zustand gespeichert. Dieser Speicher kann ein sogenanntes
catastrophic forgetting oder auch catastrophic inference verhindern. Das bedeutet,
dass der Agent nach einer gewissen Zeit vergisst, was er einmal gelernt hatte. Dies
ist vor allem ein Problem beim kontinuirlichen Lernen. Indem Erfahrungen aus
der Vergangenheit gespeichert werden, gehen diese in spateren Trainingsschritten
nicht verloren, da diese weiterhin ins Training einfliefen. Ein Problem ist es aber,
wenn der Speicher zu klein ist, um genug Erfahrungen zu speichern. Fiir diese
Falle gibt es verschiedene weitere Methoden, um dem Vergessen entgegenzuwirken
(2, 4, 8, 11, 15]. Mit dem verwendetem Versuchsaufbau kann ein Speicher mit
50,000 Tuples verwendet werden, was fiir die spateren Experimente ausreichend
ist. Andere Methoden kommen somit nicht zum Einsatz.

2.4 Exploration Noise

Um auch das Explorieren neuer Zustédnde fiir den Agenten zu ermdglichen, wird
auf die gewéhlte Aktion des Actors ein Noise addiert. Daflir wird der Ornstein-
Uhlenbeck-Prozess verwendet. Dieser ist definiert durch:

Xt :thl -0 - (/,L—thl)dt-f—Uth (3)

W ist dabei ein Zufallswert. 6, p und o sind dabei Stellgréffen, die man fur
den Anwendungszweck einstellen kann. Fiir den verwendeten Aktionsraum [-1,1]
wurden gewahlt: § = 0.2, p = 0.0 und ¢ = 0.1. So werden kleine Schwinkungen
in der Lenkung erzeugt, die aber zu grof3 sind, um das Auto aus der Spur zu
reiflen.

3 Simulation

Anders als herkommliche End-to-End Ansétze fiir das autonome Fahren soll
keine Frontkamera benutzt werden, welche einen Blick auf die Strafle hat, son-
dern stattdessen soll bereits eine segmentierte Fahrbahnreprasentation verwendet
werden. Das Kamerabild soll also ein Bild in Vogelpersktive sein, welches sich
direkt vor dem Fahrzeug befindet und die erkannten Straflenmarkierungen far-
blich codiert anzeigt. Hintergrund ist, dass man den Teil der Straenmarkierun-
genserkennung abgeben kann und so mehr Kontrolle tiber ein mogliches Verhalten
der Fahrzeugsteuerung hat. In der Arbeit ”Segmentierung von Stralenmarkierun-
gen durch maschinelles Lernen fiir die Miniaturautonomie” wird eine mogliche
Segmentierung vorgestellt, welche in Vogelperspektive hier als Kamerabild dienen
kénnte [14]. Ein Beispiel ist in Abbildung 3.1 zu sehen.

Die Anforderung an die Simulation ist somit so speziell, dass fiir diese Arbeit
eine eigene Simulation, mit dem Namen tinycarlo, entwickelt wurde. Diese wird
in diesem Abschnitt genauer beschrieben.
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Fig. 3.1: Beispiel eines Kamerabildes in der tinycarlo Simulation. Das Bild befindet
sich in Vogelpersktive unmittelbar vor dem Fahrzeug. Eine rote Markierung steht

fur eine Fahrbahnauflenkante und eine griine Markierung fiir eine gestrichelte
Linie [14]

3.1 Schnittstelle

Damit diese Simulation auch ausserhalb dieses Projektes Anwendung finden kann,
wurde sie als OpenAI Gym Enviroment aufgebaut [10].

Aktorik und Sensorik In dieser Arbeit soll eine Spurhaltung aufgebaut werden,
ohne Einfluss auf die Geschwindigkeit des Fahrzeuges. Daher ist der Action Space
in dieser Simulation/Enviroment ein Wert im Intervall [-1,1], um die Lenkung zu
steuern. Ein Wert von 1 bzw. -1 entspricht hierbei einem vollen Lenkeinschlag
von 33 Grad nach rechts bzw. links. Die Geschwindigkeit bleibt konstant. Somit
befindet sich das Auto immer in Bewegung.

Der Observation Space, also die Daten, die den State beschreiben, sind wie bereits
beschrieben die segmentierten Straflenmarkierungen vor dem Fahrzeug. Die
Auflésung ist variabel, allerdings wird ein Standardwert von 160x120 verwendet.
Die Bilder sind im RGB Farbraum, da die Markierungen farblich codiert sind. Eine
rote Markierung steht fiir eine Fahrbahnaulenkante und eine griine Markierung
fiir eine gestrichelte Linie [14].

import gym

import tinycarlo

env = gym.make(” tinycarlo—v0”)

observation = env.reset ()

for _ in range(1000):
env.render ()

action = [1.0]
observation , reward, done, info = env.step(action)
if done:

observation = env.reset ()
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env.close ()

Code 3.1: Einfaches Beispiel zur Demonstration der vorgestellten Simulation. Hier
werden ingesamt 1000 Simulationsschritte gegangen, in denen jeweils zuféllige
Akionen aus dem Action Space gewéhlt werden. Die normalen Gym Methoden
wie step(), render(), reset() sind alle implementiert, sodass sich diese Simulation
wie alle anderen OpenAI Gyms verwenden lésst.

Einstellungen Um die Simulation fiir verschiedene Anwendungszwecke zu
verwenden, lassen sich viele Parameter einstellen. Zum einen die Groflie der
Zeitschritte in der Simulation. Dies wird in Frames per Second (FPS) angegeben.
Also wie viele Bilder pro Sekunde z.B die Kamera liefern soll. Zum anderen lassen
sich auch Fahrzeugparameter einstellen, wie die Spurbreite, der Radstand oder
maximaler Lenkeinschlag.

Visualisierung In Code 3.1 wird ein Beispiel zur Verwendung gezeigt. Durch
den Aufruf render() werden zwei Fenster erstellt. In einem wird das Kamerabild
angezeigt, welches ebenfalls die Observation ist. Ein Beispiel ist in Abbildung
3.1 zu sehen. Das andere Fenster zeigt eine komplette Ubersicht der Simulation-
sumgebung an, wie in Abbildung 3.2 zu sehen.

3.2 Kinematik

Der Experimentaufbau in dieser Arbeit ist simpel gehalten. Der Einfluss von
Kraften wird nicht beriicksichtigt, da die Geschwindigkeit konstant ist und
angenommen wird, dass bei dieser Geschwindigkeit die Dynamik zu vernachlissigen
ist. Somit wird lediglich die Kinematik betrachtet. Bei dem simulierten Fahrzeug
handelt es sich um ein Einspurmodell. Das heifit, das Fahrzeug besitzt vorne
eine lenkbare Achse. Der Bewegungsraum in langs- und querrichtung ist durch
diese Lenkung beschrénkt. Durch den Lenkwinkel kann bestimmt werden, wie
der Kurvenradius zum aktuellen Zeitpunkt ist. Anhand dessen kann man durch
lineare Transformationen die neue Position und Ausrichtung des Fahrzeuges
bestimmen. Der Nullpunkt des Fahrzeuges ist in dieser Simulation die Mitte der
hinteren Achse.

Theoretisch ware es moglich, dass die Lenkung zum Zeitpunkt ¢ voll links
eingeschlagen ist und zum Zeitpunkt ¢+ 1 voll rechts eingeschlagen. Je nach Grofle
der Zeitschritte wiirde dies aber zu einer nicht realen Anderungsrate fiihren, da
Servos auch eine gewisse Zeit brauchen, um den gewtinschten Winkel zu erreichen.
Daher ist eine weitere Stellgrofie der Simulation die maximale Winkeldnderung
der Lenkung, welche in Grad pro Sekunde angegeben wird. In Abbildung ?? wird
gezeigt, wie das Lenkverhalten aussieht.

3.3 Rewardsystem

Damit diese Simulation fiir Reinforcement Learning verwendet werden kann,
braucht es ein Rewardsystem des Enviroments. In dieser Arbeit sollen mogliche
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Fig. 3.2: Ubersicht iiber die gesamte Simulationsumgebung. Unten links wird
angegeben, wie viele Simulationsschritte dieser Durchlauf vorangeschritten ist oder
wie schnell die Simulation rechnet (in FPS angegeben). Es wird der Streckenverlauf
und das Fahrzeug angezeigt. In Lila sind die Reifen des Fahrzeuges dargestellt,
welche auch den Lenkeinschlag anzeigen. Der weifle Kasten bildet den Rahmen
des Kamerabildes, welches in Abbildung 3.1 zu sehen ist.

Reward Designs vorgestellt und getestet werden. Daher sind die Rewards konfig-
urierbar. Grundsétzlich werden zwei Arten angeboten. Zum einen lésst sich ein
Rewardwert einstellen, wenn das Fahrzeug entweder die rote oder griine Linie
iiberschreitet. Zum anderen gibt es eine Ground Truth Trajektorie, welche sich
je nach Fahrtrichtung immer auf der rechten Spur befindet. Diese Trajektorie ist
in der jeweiligen Spur in der Mitte. Vom Nullpunkt des Fahrzeuges, Mittelpunkt
der Hinterachse, aus, wird der Cross Track Error (CTE) berechnet. Anahand
dessen lassen sich verschiedene Rewardkurven iibergeben, die je nach Hohe des
CTE einen anderen Reward zuriickgeben.

4 Reward Design

In den Experimenten sollen verschiedene Reward Designs verwendet und ver-
glichen werden. Im folgenden werden diese vorgestellt.
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4.1 Bounding Reward

Bei diesem Reward Design kommt nicht die Ground Truth Trajektorie zum
Einsatz, sondern lediglich die die Straflenmarkierungen bzw. deren Ubertritte.
So gibt es beim Ubertritt der roten oder griinen Fahrbahnmarkierung einen
Reward von -1, wie in Abbildung 4.1a zu sehen. Dieser gilt fiir jeden Zeitschritt
unabhingig. Befindet sich das Fahrzeug also fiir 10 Zeitschritte auf der roten
Fahrbahnmarkierung, so ist der summierte Reward nach 10 Zeitschritten -10.

4.2 Sparse Reward

Dieser Reward betragt 1, wenn der CTE kleiner gleich 10 ist. Zum Vergleich, die
Spurbreite betrégt ca. 160 Pixel, die gesamte Fahrbahn also 320 Pixel. Somit hat
das Fahrzeug einen Raum von ca. 20 Pixeln, um einen Reward von 1 zu bekommen.
Ansonsten ist der Reward 0. Anschaulich in Abbildung 4.1b dargestellt.

4.3 Linearer Reward

Beim linearen Reward wird eine lineare Kurve verwendet, um den Reward zu
berechnen. An der Spitze, also CTE = 0, betrigt der Reward 1. Von da aus fallt
der Reward linear mit ansteigendem CTE an. Berechnet wird der Reward also
mit folgender Formel:

r =max(m-CTE + 1,0) (4)

m gibt die Steigung an. In diesem Fall wurde eine Steigung von m = —0.0095
verwendet. Daraus ergibt sich die Reward Kurve, wie in Abbildung 4.1c zu
sehen. Die Idee hinter diesem Reward Shaping ist, dass durch die Ansteigung
des Rewards das Fahrzeug in diese Richtung durchs Training gezogen wird.

4.4 Exponentieller Reward

Wie beim linearen Reward, wird auch hier die Reward Kurve abhangig vom
CTE geformt. Allerdings statt mit einer linearen Kurve, mit einer exponentell
ansteigenden Kurve. Definiert durch folgende Formel:

r=bp"F (5)

Als Basis wurde b = 0.93 gewahlt. Die entstehende Kurve ist in Abbildung 4.1d zu
erkennen. Auch wird wird versucht das Fahrzeug durchs Training in Richtung der
Ground Truth Trajektorie zu driicken, allerdings mit deutlich steilerem Verlauf.
So néhert sich diese Kurve einem Sparse Reward.

4.5 Hybrider Reward

Den Linearen und Exponentiellen Reward kann man auch verbinden, in dem
man die Reward Kurve iiber die Zeit veriandert. So kann es sinnvoll sein, am
Anfang des Trainings einen linearen Reward zu verwenden, damit das Fahrzeug
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schnell lernt die Trajektorie zu verwenden. Bei voranschreitendem Training kann
dann diese lineare Kurve langsam zu einer exponentiellen umgeformt werden, um
genauere Optimierungen vorzunehmen.

r=a TP + (1 —a)-maz(m - CTE + 1,0) (6)

Fiir m und b werden die gleichen Werte genommen, wie in den obigen Kurven. «
bestimmt also den Anteil der linearen und exponentellen Kurve. In Abbildung
4.1e ist diese Kurve dargestellt.

5 Experimente und Ergebnisse

5.1 Training

Beim Training startet das Fahrzeug zuféllig an einer von 6 moglichen Start-
positionen. 3 davon sind im Uhrzeigersinn, 3 gegen den Uhrzeigersinn. Jedes
Training findet mit einem der vorgestellten Reward Designs statt und l&uft iiber
300 Episoden. Fiir die hybride Rewardkurve ist die Schrittweite fiir alpha auf
1/300 gesetzt, sodass zu Anfang eine rein lineare Kurve verwendet wird und in
der letzten Episode eine reine exponentielle. Die maximale Anzahl der Schritte ist
auf 1000 begrenzt, was je nach Trajektorie ca 1 1/3 Runden entspricht. Bei einem
CTE von 240, was ca. dem Uberqueren der ganz linken FahrbahnauBenkante
gleich kommt, wird die aktuelle Episode abgebrochen.

In Abbildung 5.1 ist fiir jedes Reward Design der Verlauf des summierten Re-
wards im Durchschnitt zu sehen. Die absoluten Rewardwerte haben im Vergleich
allerdings keine Aussagekraft, da jede Kurve anderen Reward verteilt. Somit
ist dies kein geeignetes Mafl zum Vergleich der Agenten. Diese Verlaufe kénnen
allerdings ausschluss dariiber geben, wie der Trainingsverlauf eines einzelnen
Agenten ablief. Beim bounding Reward zum Beispiel kann man erkennen, dass ab
ungefihr Episode 50 der Agent stagniert, da sich der Reward weder verbessert,
noch verschlechtert. Es lasst also darauf schlieflen, dass immer der selbe Aktions-
ablauf in jeder Episode statt findet. Dies kann man auch noch spéter in Abbildung
5.2 gut erkennen. Beim sparse Reward und linearen Reward lésst sich erkennen,
dass sich der Reward im Durchschnitt im Laufe verbessert und kein Abschwéchen
der Kurve zu erkennen ist. Ein weiteres Training iiber mehr Episoden kénnte bei
diesen Kurven daher sinnvoll sein. Generell kann man dennoch sagen, dass ein
episodischer Reward weit unter 1000 auf einen Agenten schlieflen lésst, der die
Spur nicht halten konnte und die Episode vorzeitig beendet wurde.

5.2 Evaluation

Trajektorienabweichung Wie erwéahnt ist der episodische Reward keine gute
Metrik, um die Agenten miteinander zu vergleichen. Daher wird als Metrik
der durchschnittliche CTE eines Durchlaufes verwendet. Alle Agenten werden
in diesem Schritt von der selben Position starten und genau 1000 Schritte
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Fig.4.1: Darstellung der vorgestellten Reward Designs. Der Nullpunkt beschreibt
die Position der Ground Truth Trajektorie innerhalb der Fahrbahn. Die roten und
griilnen Bereiche markieren, innerhalb welchem CTE das Fahrzeug einer dieser
Linien beriihren wiirde. Die Breite der Bereiche ist somit von der Fahrzeugbreite
abhangig, welche hier 50 betrigt. Anmerkung: Der CTE ist immer ein positiver
Wert, hier werden nur zu Darstellungszwecken negative CTE angezeigt, auch
wenn der Reward mit dem absoluten Wert berechnet wurde.
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Fig. 5.1: Gemittelter episodischer Reward der einzelnen Agenten im Training mit
jeweiligem Reward Design. Es wird iiber 40 Epiosden gemittelt. Der episodische
Reward ist der akkumulierte Reward innerhalb einer Episode. Die absoluten
episodischen Rewards hangen vom Reward Design ab, da jedes Design anders
gutmiitig Rewards verteilt. Anmerkung: Fiir alle Designs, aufler beim bounding
Reward, gilt, dass bei max 1000 Steps der episodische Reward maximale 1000
sein kann. Bei diesem Reward wére der Agent nach dem jeweiligem Reward
Design optimal.
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durchfiithren. Nach diesen 1000 Schritten wird der durchschnittliche CTE er-
mittelt, welcher als Metrik dient. In Tabelle 5.1 sind die Ergebnisse dieser
Evaluierungsrunde angegeben. Die Agenten mit sparse und exponentiellem Re-
ward Shaping verlassen demnach die Fahrbahn komplett. Das beste Ergebnis
erzielt der Agent mit dem hybriden Reward Shaping, obwohl der durchschnittliche
episodische Reward vom linearen Reward (Abbildung 5.1c) als Wert hoher war.

Agent mit Reward Design|avg. CTE

Bounding 188.88
Sparse 3821.06
Linear 12.19

Exponentiell 5425.60
Hybrid 6.51

Table 5.1: Durchschnittliche CTEs einer Evaluierungsrunde iiber 1000 Scrhitte
mit jeweiligem Agenten. Ab einem CTE von 240 kann man davon ausgehen, dass
das Fahrzeug die Fahrbahn verlassen hat.

Lenkverhalten Als weiteres Mafl fiir einen guten Agenten, kann das Lenkver-
halten dienen. Als Beifahrer eines autonomen Autos erhofft man sich, dass
keine abrupten Bewegungen stattfinden und das Auto bei gerader Strecke keine
Schlangenlinien fahrt. Dafiir kann man die gewéahlten Actions des Agenten
analysieren, allerdings muss das Fahrzeug auch Kurven fahren. Dadurch wird
das Unterscheiden zwischen moglichen Oszillationen im Lenkverhalten und Kur-
veneinschlag anhand der gewahlten Actions schwierig. Eine andere M&glichkeit
ist wieder die Verwendung der Ground Truth Trajektorie mit cross track error
(CTE). Mit Hilfe der Fast Fourier Transformation (FFT) lassen sich mogliche
Schwingungen in den Daten ablesen.

In Abbildung 5.2 ldsst sich bereits am CTE Verlauf erkennen, dass es eine
Schwingung gibt. Da diese allerdings sehr gleichméfig ist, kann man anhand
dieser aber auch vermuten, dass der Agent immer die selbe Aktion wahlt und
das Fahrzeug somit im Kreis fahrt.

Im vorherigen Vergleich schnitten die Agenten mit linearem und hybriden
Reward am besten ab. Daher wird auch an diesen beiden das Lenkverhalten
analysiert. Wie in Abbildung 5.3 zu sehen, hat der Agent mit hybridem Reward
deutlich geringere Schwingungen. Daraus kann man schlieffen, dass dieser Agent
ein deutlich ruhigeres Fahrverhalten hat. Schaut man sich Abbildung 5.3a an,
kann man ebenfalls erkennen, dass die CTEs an den Peaks iiber 55 sind, was
bedeutet, dass an all diesen Punkten das Fahrzeug die Spur verlassen hat. In
Abbildung 5.3b ist der hohste CTE bei ca. 35. Somit blieb dieser Agend zusétzlich
immer innerhalb der eigenen Spur.
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Fig.5.2: Lenkverhaltensanalyse des Agenten mit bounding reward. Links der
CTE iiber 1000 Schritte hinweg und rechts die Fast Fourier Transformation der
CTE Daten. Bei ca. 0.5 Hz lasst sich eine Ausschlag feststellen, welcher der
Schwingung links beschreibt.

6 Fazit

In dieser Arbeit wurden verschiedene Reward Designs vorgestellt und per DDPG
angewendet. Die Analyse der episodischen Rewardkurven konnte festgestellt
werden, wie das Training der einzelnen Agenten verlief, aber es kann kein verglich
zwischen Agenten durchgefiihrt werden. Dafiir wurden zwei Metriken verwendet.
Mittels dem durchschnittlichen CTE wurde festgestellt, dass der Agent mit
hybridem Reward die geringsten CTE hatte und immer in der Spur geblieben
ist. Durch die Fourier Transformation wurde anschliefend das Lenkverhalten
analysiert, wobei festgestellt wurde dass der gleiche Agent auch die am wenigsten
Schwingungen in der Lenkung aufweisen konnte.

6.1 Ausblick

Es konnte eine grobe Einschatzung gegeben werden, welche Reward Designs gute
Ergebnisse liefern konnen. Diese konnte man noch weiter optmieren, in dem
zum Beispiel die Steigung der Rewardkurven verdndert wird. Ebenfalls kann
man das Szenario komplexer gestallten, so dass man nicht nur eine Spurhaltung
realisiert, sondern auch die Kontrolle iiber Geschwindigkeit an den Agenten
iibergibt. Dafiir muss die Simulation aber noch um die Dynamik des Fahrzeuges
erweitert werden.
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Fig.5.3: Lenkverhaltensanalyse des Agenten mit linearem und hybridem Reward.
Beim hybriden ist der Ausschlag bei Frequenzen > 0.0 geringer als beim linearen.
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