Kooperatives Multiagent Reinforcement Learning
mit zentralisiertem Deep Q-Learning

Nima Ahmady-Moghaddam (2417523)

Selbstoptimierende Systeme (SOP)
Betreuender Priifer: Prof. Dr. Stephan Pareigis
Hochschule fiir Angewandte Wissenschaften (HAW) Hamburg, 20099 Hamburg, DE
Master Informatik, WiSe 2021
nima.ahmady-moghaddam@haw-hamburg.de

Zusammenfassung. Im Multiagent Reinforcement Learning (MARL)
wird eine effektive Integration von Methoden des Reinforcement Lear-
ning (RL) und Multiagentensystemen (MAS) angestrebt. Mithilfe einer
Menge adaptiver und lernender Agenten in einem verteilten intelligenten
System sollen komplexe Probleme modelliert und gelést werden. Durch
die Verteilung der Autonomie und Lernfihigkeit auf mehrere Agenten
— deren Interessen und Ziele voneinander divergieren kénnen — nimmt
die Gesamtkomplexitdt von MAS zu. In dieser Arbeit wird MARL aus-
gehend von Single-Agent Reinforcement Learning (SARL) konzeptionell
beschrieben. Anschliefend werden Eigenschaften des Lernens mehrerer
Agenten zur kooperativen Losung einer gemeinsamen Aufgabe an ei-
nem vorimplementierten Modell qualitativ herausgearbeitet. Insbeson-
dere werden betrachtet: (i) die ungleiche Verteilung von Rewards auf
Agenten, (ii) die Zustandsreprisentation im Sinne des Lernens mehrerer
Agenten, (iii) die geeignete Verwendung von Endzustdnden zur Vermei-
dung von Exploits durch Agenten. Die Ergebnisse zeigen: (i) Fir eine
gleichmafige Aktivitatsverteilung der Agenten eines MAS ist eine Beloh-
nungsstruktur notwendig, die jedem Agenten einen Reward gibt, welcher
proportional zu seinem Beitrag zum Gesamtfortschritt der Agenten ist
— da sonst einzelne Agenten trotz Inaktivitdt belohnt werden koénnen.
(ii) Die Zustandsreprasentation, anhand welcher optimales Verhalten ge-
lernt werden soll, muss Eigenschaften der Umgebung, die fiir die Koor-
dinationsfidhigkeit der Agenten wichtig sind, geeignet zusammenfassen,
damit ein solches Koordinationsverhalten gelernt werden kann. (iii) Die
gezielte Verwendung von Endzustédnden kann verhindern, dass mehrere
Agenten lernen, in einer unerwiinschten Schleife ihre Rewards zu maxi-
mieren, ohne das gegebene Problem zu losen.

Schliisselworter: Multiagent Reinforcement Learning - Kooperation -
Deep Q-Learning - Stochastic Game - Non-stationarity - Multiagenten-
system.

1 Einleitung

Single-Agent Reinforcement Learning (SARL) hat in den letzten Jahren in un-
terschiedlichen Doménen beachtliche Leistungen und Erfolge verzeichnet. Daher
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besteht die Hoffnung, dass Algorithmen und Verfahren des Reinforcement Lear-
ning (RL), die sich in SARL-Kontexten bewéhrt haben, auf Problemstellungen
mit mehreren Agenten iibertragbar sind [2, 4, 13|. Solche Problemstellungen
sind unter dem Sammelbegriff Multiagent Reinforcement Learning (MARL) zu-
sammengefasst. Die Herausforderungen, die einem Multiagentensystem (MAS)
innewohnen, sind konzeptionell auf die Komplexitdten von verteilten Systemen
zuriickzufiihren. Durch die Dezentralisierung (d. h., Verteilung) von Intelligenz
und Lernfahigkeit entsteht zwar eine erhohte Parallelisierbarkeit und Leistungs-
fahigkeit des Systems, aber auch ein erhéhter Koordinations- und Organisati-
onsbedarf. Daher erfordert die Realisierung von MAS mit RL-gestiitzten Agen-
ten nicht nur die Integration von RL-Ansétzen in einzelne Agenten, sondern
auch die Entwicklung von Kommunikationsstrategien zwischen Agenten, die im
SARL-Kontext nicht notwendig sind.

Fiir die vorliegende Arbeit wurden einige der Herausforderungen von MARL
auf konzeptioneller und praktischer Ebene an einem einfachen Beispiel [6] be-
trachtet. Es wurde ein vorimplementiertes Modell mit vortrainierten Agenten
in unterschiedlichen Konfigurationen ausgefiihrt, um gezielt bestimmte Aspekte
solcher Systeme zu beleuchten. Das Modell ist ein MAS, dessen Agenten durch
ein zentrales Deep Q-Network (DQN) trainiert werden, kooperativ eine Aufgabe
optimal zu 16sen. Unter anderem wurden bei der Modellausfithrung Eigenarten
der Belohnungsstruktur und Zustandsreprisentation herausgearbeitet, die qua-
litativ beschrieben werden.

Die restliche Arbeit ist wie folgt gegliedert. Im Abschnitt 2 sind Grundlagen,
die fiir diesen Themenbereich fiir wichtig befunden werden, in zusammengefas-
ster Form erarbeitet. Im Abschnitt 3 sind ausgewéhlte Arbeiten vorgestellt, in
denen Deep Q-Learning im Rahmen eines MAS eingesetzt wurde. Im Abschnitt 4
ist das Modell und die Problemstellung beschrieben und die ausprobierten Kon-
figurationen erldutert. Im Abschnitt 5 sind qualitative Ergebnisse dargestellt.
Im Abschnitt 6 sind die Ergebnisse diskutiert und mit den Grundlagen und
der Problemstellung des Modells in Verbindung gebracht. Im Abschnitt 7 ist
abschliefend eine Zusammenfassung der wesentlichen Erkenntnisse enthalten.

2 Grundlagen

In diesem Abschnitt werden Grundlagen aufgearbeitet, die fiir das Verstdndnis
von MARL und MAS wichtig sind. Es folgt zunéchst eine kurze Beschreibung
von SARL und dem zugrundeliegenden Markov Decision Process (MDP), um
einen allgemeinen Rahmen fiir die vertiefenden Konzepte zu schaffen. Aufbauend
darauf wird das MARL-Problem erldutert und anhand des Stochastic Game
formalisiert. Abschlieffend wird das Verfahren Deep Q-Learning beschrieben, da
es im betrachteten Modell fiir den Lernfortschritt der Agenten zusténdig ist.

2.1 Single-Agent Reinforcement Learning (SARL)

RL ist ein Teilbereich des maschinellen Lernens (ML), der sich mit der Optimie-
rung von Handlungen (Actions) von Akteuren (Agents) in Abhéngigkeit vom Zu-
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stand (State) einer Umgebung (Environment) im Sinne der Maximierung einer
unmittelbaren Belohnung (Reward) und einer langfristigen Gesamtbelohnung
(Return) beschiftigt.’ In der Abbildung 1 wird die wechselseitige Interaktion
zwischen einem Agent und einem Environment fiir einen Zeitschritt dargestellt.
Wenn der Agent anhand eines RL-Verfahrens lernféhig ist, kann ein solches Set-
ting als SARL bezeichnet werden.
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Abb. 1: Darstellung der wechselseitigen Interaktion zwischen einem Agent und
seinem Environment fiir einen Zeitschritt ¢ im Rahmen des SARL. Ein Agent
observiert einen State s; des Environments und fiihrt basierend darauf eine Ac-
tion a; aus. Daraufhin erhélt der Agent einen Reward ry; 1, der die Giite von ay
ausdriickt. (Abbildung angelehnt an [15]).

Der Agent wihlt zum Zeitpunkt ¢ in Abhéngigkeit des States s; eine Action
ay aus. Dafiir erhélt der Agent einen Reward 7;41. Die Durchfiihrung von a,
verdndert den State des Environments. Dieser Prozess findet fortlaufend iiber
einen normalerweise diskretisierten Zeitraum statt. Die Summe aller Rewards,
die der Agent iiber einem Zeitschritt ¢ bis zum Ende einer Episode sammelt,
wird als Return GG} bezeichnet. Das in der Abbildung 1 dargestellte Wechselspiel
kann als Markov Decision Process (MDP) formalisiert werden.

Definition 1. Ein MDP ist ein Tupel (S,.4,P,R,~) mit den folgenden Kom-

ponenten:

— S ist die (endliche) Menge der States

— A ist die endliche Menge der Actions

— P:SxA— P(S) ist die Zustandsiibergangsfunktion (engl. state transition
function). P(S) ist eine Wahrscheinlichkeitsverteilung, die fiir jeden State
s € S die Ubergangswahrscheinlichkeiten in alle moglichen States s’ € S
enthélt.

— R:S x A— Rist die Belohnungsfunktion (engl. reward function).

! In der restlichen Arbeit werden weitestgehend englischsprachige Bezeichnungen ver-
wendet, da diese in der Literatur iiblich sind.
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— ~v € [0,1] ist der Diskontfaktor (engl. discount factor), der erwartete Rewards
zunehmend diskontiert, je weiter diese in der Zukunft liegen?

Ein Environment, das als MDP beschrieben werden kann, enthélt ausschliefs-
lich States, die die Markoveigenschaft® erfiillen. In einem solchen Environment
kann das Entscheidungsverhalten eines Agents (d.h., die zustandsabhingige
Auswahl von Actions) mithilfe von RL-Methoden optimiert werden. Diese Me-
thoden optimieren das Verhalten eines Agents anhand dessen Policy m und Wer-
tefunktion (engl. value function). Die Policy 7: & — P(A) eines Agents be-
schreibt dessen unmittelbares Entscheidungsverhalten, indem es einen State auf
eine Wahrscheinlichkeitsverteilung iiber die méglichen Actions abbildet. Eine Va-
lue Function beschreibt den langfristigen Wert eines States fiir den Agent. Die
State-Value Function v,(s) = E;[G;|S; = s] berechnet hierfiir den erwarteten
Return G unter der Annahme, dass ausgehend vom State s der Policy 7 gefolgt
wird. Die Action-Value Function g¢.(s,a) = E,[G¢|S; = s, A+ = a] hingegen
berechnet den erwarteten Return G; unter der Annahme, dass ausgehend vom
State s die Action a gewidhlt und dann der Policy 7 gefolgt wird.

Das Losen eines MDP besteht darin, eine Policy 7 zu finden, die v,(s)
oder ¢r(s,a) maximiert. Hierbei sind P und R {iblicherweise unbekannt und
miissen vom Agent durch wiederholtes Ausprobieren gelernt werden. Losungs-
ansétzen fiir Probleme dieser Art gehen meistens von zwei grundlegende An-
nahmen aus: (i) die Zustandsénderungsdynamik des Environment ist unverén-
derlich (engl. stationary) und (ii) das Environment ist vollstdndig observierbar
(engl. fully observable).* Aufgrund dieser zwei Eigenschaften kann ein Agent
in vielen SARL-Problemen durch geniigend Erfahrung die (eingangs unbekann-
te) Zustandsiibergangsdynamik P und Belohnungsdynamik R des Environments
erlernen und 7 optimieren.

2.2 Von SARL zu MARL

Der im Abschnitt 2.1 beschriebene MDP (siehe Definition 1), mithilfe dessen
SARL-Probleme modelliert werden kénnen, eignet sich nicht zur Modellierung
von MARL-Problemen. Ein Grund hierfiir liegt darin, dass in einem MARL-
System die optimale Policy m, fiir einen Agenten nicht nur von den Gegeben-
heiten des Environments (insb. P und R), sondern auch von den Policies der
anderen Agenten abhéngt [12]. Trotzdem kann aufbauend auf dem Formalismus
des MDP und des SARL-Problemkontexts eine Beschreibung von Multiagent Re-
inforcement Learning (MARL) erarbeitet werden [2]. In der Abbildung 2 wird

2 Wenn v = 0, dann werden kurzfristige Rewards priorisiert. Wenn v = 1, dann werden
langfristige Rewards priorisiert.

3 Ein State S; € S ist Markov <— P[S¢+1 | St] = P[St41|S1, 52, ..., 5

4 Wenn Full Observability in einem MDP nicht gegeben ist, dann handelt es sich um
einen sogenannten Partially Observable MDP (POMDP), bei dem der Agent pro
Zeitschritt ¢ eine Beobachtung (engl. Observation) o: des Environments erhélt, die
nicht notwendigerweise gleich dem State s; des Environments ist.
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die Erweiterung von SARL nach MARL durch die Hinzunahme mehrerer Agents
dargestellt.

S1,t

S2.¢

az ¢
M - >L Environment

Tm, t+1
Agentm

Abb. 2: Darstellung der wechselseitigen Interaktion zwischen m Agents und ei-
nem gemeinsamen Environment im Rahmen des MARL. Zum Zeitpunkt ¢ ob-
serviert ein Agent ¢ den State s;; des Environments und fiihrt basierend darauf
eine Action a;; aus. Darauthin erhélt der Agent ¢ einen Reward r; 1, der die
Giite von a; ¢ ausdriickt. (Abbildung angelehnt an [15]).

Zum Zeitpunkt ¢ observiert jeder Agent ¢ der insgesamt m Agents einen Zu-
stand s; ; des Environments. Dementsprechend fiihrt jeder Agent eine Action a;
aus und erhélt einen eigenen Reward r; +41. Dieses Interaktionsgefiige zwischen
m Agents in einem Environment kann auf unterschiedliche Arten formlisiert wer-
den. Eine Moglichkeit besteht darin, den auf einen Agent beschrankten MDP
(siehe Definition 1) fiir m Agents zu verallgemeinern. Diese Verallgemeinerung
wird als Stochastic Game (oder Markov Game) bezeichnet [8, 13].

Definition 2. Ein Stochastic Game ist ein Tupel (m, S, A;, P, R;,7), das einen
MDP mit mehr als einem Agent darstellt und sich daher wie folgt von einem
MDP unterscheidet:

— m > 1 ist die Zahl der beteiligten Agents

— A; ist die Menge der Actions des Agents i

- P:Sx A x Ay x ... x Ay, — P(S) ist die State Transition Function.
- Ri: Sx Ay x A x ... x A, — R ist die Reward Function des Agents i

Jedem Agent i wird eine Menge von Actions A4; zugeschrieben. Daraus folgt,
dass zwei beliebige Agents ¢ und j mdoglicherweise unterschiedliche Actions aus-
fithren kénnen (d. h., A; # A;). Da in jedem Zeitschritt ¢ eines Stochastic Game
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m Agents durch jeweils eine Action a;; auf den State s; des Environments ein-
wirken, ergibt sich die State Transition Function P aus einem Kreuzprodukt von
S und allen A;. Dementsprechend hat jeder Agent i eine Reward Function R,
die sich aus dessen aktuellen State s;; und der Actions A; aller Agents ergibt.

Im Abschnitt 2.1 wurde erldautert, dass MDPs von Stationarity und Full Ob-
servability ausgehen. Ein Stochastic Game enthélt aufgrund der Hinzunahme
mehrerer Agents — die jeweils autonom handeln und lernen — per Definition eine
Non-Stationarity. Aus Sicht eines Agents bedeutet dies, dass sich die Bedin-
gungen, unter denen im Environment Zustandswechsel geschehen, iiber die Zeit
andern konnen. Daraus folgt, dass das optimale Verhalten (d.h., die optimale
Policy m,) liber die Zeit variieren kann. Dies erschwert den Lernvorgang eines
Agents, da er auf ein variables Ziel hinarbeiten muss — was sich im Laufzeit-
verhalten von Lernalgorithmen niederschldgt [1, 10, 11|. Die Full Observability
hingegen ist in einem Stochastic Game gegeben.?

Ein Weg, der Problematik der Non-Stationarity entgegenzuwirken, besteht
in der Zentralisierung des Lernvorgangs. Dies kann bspw. durch das Hinzufi-
gen eines weiteren Agents realisiert werden, der die Actions der anderen Agents
moderiert. In der Abbildung 3 wird die daraus resultierende Verbindungskon-
stellation zwischen den Agents und dem Environment veranschaulicht.

T1,t415T2,t4+15 -+ Tm, t+1

S1,ty82,ty+ -+ Sm,t

Environment

Agent 0

Agentm

Abb. 3: Darstellung der zentralisierten Optimierung von m Agents durch einen
Agent. Der Agent 0 nimmt die State Transitions des Environments entgegen
und bestimmt basierend auf ihnen fiir jeden im Environment aktiven Agent i
eine Action a; . Die daraus folgenden Rewards werden ebenfalls vom Agent 0
entgegengenommen, um die Koordination der Agents zu optimieren.

® Wenn Full Observability in einem Stochastic Game nicht gegeben ist, dann handelt
es sich um ein sogenanntes Partially Observable Stochastic Game (POSG), bei dem
jeder Agent pro Zeitschritt ¢ eine Observation o; des Environments erhélt, die nicht
notwendigerweise gleich dem State s; des Environments ist.
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Der Agent 0 erfiillt eine zentrale Empfangerfunktion fiir Signale aus dem
Environment. Er nimmt die Zusténde s1, 24, ..., Sm,+ entgegen und nutzt die-
se, um fiir jeden Agent eine entsprechende Action aq4,a2¢,...,am, zu ermit-
teln. Eine Action a;; wird vom Agent 0 an den entsprechenden Agent i ge-
geben, der sie im Environment ausfithrt. Die sich daraus ergebenden Rewards
T1,441,72,t41s - - -  "m,t+1 werden wiederum vom Agent 0 angenommen.

Durch die Einfiihrung des Agent 0 findet eine Zentralisierung der Lernvorgén-
ge statt, die in einem Stochastic Game normalerweise auf die m Agents verteilt
sind. Dadurch werden einerseits sdmtliche Fallstricke eines verteilten Systems
beseitigt, was die Realisierbarkeit und Beherrschbarkeit des Stochastic Games
erhoht. Andererseits ist die Parallelisierbarkeit des Systems dadurch beeintréch-
tigt, wohingegen sich der Rechenaufwand bei steigendem m exponentiell erhoht.
Allgemein muss der zentrale Agent 0 iiber |A;|™ Actions lernen und optimieren,
wenn alle Agents i die gleiche Anzahl an Actions durchfiihren kénnen. Da durch
die Zentralisierung diese Rechenlast von einem Agent bewiltigt werden muss,
skalieren zentralisierte MARL-Systeme mit zunehmender Agentenzahl tendenzi-
ell schlecht. Daher ist ein solcher Ansatz nur fiir relativ kleine Zustandsrdume
und Agentenzahlen zu empfehlen.

2.3 Deep Q-Learning

Q-Learning ist ein off-policy Temporal Difference (TD) Control-Verfahren, das
die optimale Action-Value Function g, durch eine gelernte Action-Value Func-
tion Q(s,a) approximiert [14, S. 131-132]. Hierflir muss wéihrend des Lernens
gegeben sein, dass alle State-Action Paare fortlaufend besucht werden, damit
ihre Q-Values weiterhin angepasst werden konnen. Dies stellt der Q-Learning
Algorithmus durch den Einsatz einer sogenannten e-greedy Strategie sicher, die
einen Ausgleich anstrebt zwischen (i) Exploration des Environments und (ii) Ex-
ploitation des Wissens iiber das Environment. Das Verfahren soll Q(s,a) derart
optimieren, dass sie gegen g, konvergiert, wie in der Gleichung 1 beschrieben.

q*(S, a) = E[Tprl + v nz@x Q(8/7 a/)] (1>

Viele der klassischen RL-Verfahren sind tabellarische Losungsansitze [14,
S. 23|, d. h., sie verwalten eine Tabelle zum expliziten Abspeichern und Optimie-
ren der einzelnen Werte einer Value Function. Auch Q-Learning kann mithilfe
einer Tabelle angewandt werden. Aber bei wachsendem State Space und/oder
Action Space ist ein tabellarischer Ansatz rechnerisch ungeeignet. Eine Alter-
native besteht darin, die zu optimierenden Werte zu approximieren. Da tiefe
Kiinstliche Neuronale Netze (KNN) universelle Funktionsapproximierer sind [5],
lassen sie sich zum Approximieren von Value Functions im Rahmen von RL-
Problemen einsetzen.

Wenn im Rahmen von Q-Learning KNNs zum Approximieren von g, ver-
wendet werden, dann spricht man vom Deep Q-Learning. Die verwendeten KNN
bezeichnet man als Deep Q-Network (DQN). In der Abbildung 4 wird ein DQN
beispielhaft dargestellt. Das DQN nimmt einen State .S auf und berechnet fiir



8 N. Ahmady-Moghaddam

ihn eine Menge von Q-Values, die jeweils einer Action a; zugeordnet sind. Das
Optimieren dieser Berechnungen erfolgt durch die Anpassung der Gewichte auf
den Kanten zwischen den Neuronenschichten.

Abb. 4: Darstellung eines DQN mit zwei Schichten d; und ds, das einen State S
entgegennimmt und Q-Values aller verfiighbaren Actions a; € A ausgibt.

Das Lernverhalten eines DQN ldsst sich durch die Verwendung einer vor-
iibergehend statischen Kopie verbessern. Hierzu wird das zu trainierende DQN
(Training Network) kopiert und die kopierte Version (Target Network) fiir eine
bestimmte Dauer eingefrohren. Die Gewichte des Target Network werden vom
Training Network als ¢, erachtet, sodass das Training Network Q(s,a) gegen ein
voriibergehend festes Ziel optimieren kann. In regelméafigen Abstdnden wird die
das Target Network mit den aktuellen Werten des Training Network iiberschrie-
ben, sodass dieses weiterhin lernen kann.

3 Verwandte Arbeiten

In diesem Abschnitt wird ein Uberblick iiber Forschungsbeitrige gegeben, die
sich mit Deep Q-Learning in MAS beschéftigt haben. Hierdurch sollen die im
Abschnitt 2 erarbeiteten Grundlagen in einen allgemeinen und zeitgemafen Kon-
text eingeordnet werden. Das fiir diese Arbeit betrachtete MAS verwendet ein
zentralisiertes DQN, um Agents geeignetes Verhalten beizubringen. Es gibt eini-
ge Forschungsbeitrége, fiir die Deep Q-Learning in MAS eingesetzt wurde. Aber
die meisten Ansétze setzen auf verteiltes Lernen durch mehrere Agents anstelle
des in dieser Arbeit thematisierten zentralisierten Lernens durch einen Agenten.
Wenngleich dies die Komplexitdt des Systems aufgrund vieler einzeln lernender
Entitdten erhoht, kommt es dem Prinzip von MAS und dem Autonomiegedan-
ken von Agents wesentlich naher als ein zentralisierter Lernansatz. Nachfolgend
werden einige Beitrége beschrieben, um das Potential und die Verwendung von
DQN in MAS zu veranschaulichen.

Liu et al. (2017) setzten verteiltes Q-Learning in einem MAS zur Entwick-
lung eines intelligenten Lichtsignalanlagenkontrollsystems ein. Der vorgeschla-
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gene Ansatz beriicksichtigt die Verkehrsinformationen an benachbarten Kreu-
zungen sowie den lokalen motorisierten und nicht motorisierten Verkehr, um die
Gesamtleistung des Verkehrssteuerungssystems zu verbessern. Ebenfalls wurden
Regeln und Einschriankungen des realen Verkehrsgeschehens beriicksichtigt. Laut
numerischer Experimente trug der Ansatz zu einer Verringerung von, u. a., War-
tezeiten von Autos und Fufigéingern bei, ohne das allgemeine Sicherheitsrisiko
im Verkehr zu erhdhen.

Lin et al. (2018) beschéftigten sich mit der Optimierung von Flottenmana-
gementsystemen (z. B., fiir die nachfrageorientierte Allokierung von 6ffentlichen
Transportressourcen in einer Grofstadt). Hierzu modellierten sie ein Verkehrs-
netzwerk mit Verkehrsteilnehmern als ein MAS, dessen Agents mithilfe von ko-
operativem Deep Q-Learning eine optimale Ressourcenverteilung erlernen soll-
ten.

Foerster et al. (2017) kombinierten fiir ihre Studie Elemente des zentrali-
sierten und dezentralisierten Lernens. Im Rahmen eines Actor-Critic Verfahrens
wurde ein zentraler Critic zur Approximierung von Q(s, a) und dezentrale Actors
zur Optimierung der Policies einzelner Agents eingesetzt.

Yang et al. (2018) machten die allgemeine Beobachtung, dass fiir kooperative
Agenten eines MAS eine Spannung besteht zwischen (i) dem Erreichen individu-
eller Ziele und (ii) dem Beitragen zu kollektiven Zielen. Das Lernen und angemes-
sene Priorisieren beider Ziele ist herausfordernd, weshalb diese Forschungsgruppe
probiert hat, die Problemstellung zu sequentialisieren. Demnach sollen Agenten
zuerst dem Erlernen personlicher Zielerfiillung nachkommen und anschliefsend
das Beitragen zum kollektiven Wohl der Agentengruppe in ihren Lernstand in-
tegrieren. Dadurch sollen Kooperationsschwierigkeiten beseitigt werden.

4 Modellbeschreibung und Versuchsaufbau

Anhand der im Abschnitt 2 erlduterten Grundlagen wird in diesem Abschnitt
das betrachtete Modell beschrieben. Es folgt eine Auflistung der Bestandteile
und Regeln des Spiels. Anschlieffend wird die Reward Function der Agents im
Einzelnen erklart. Zum Schluss werden die verwendeten Parametrisierungen und
Konfigurationen zur Ausfiihrung des Modells aufgefiihrt und motiviert.

4.1 Resource Game: Spielregeln

In der Abbildung 5 ist eine beispielhafte Initialkonfiguration des im Rahmen
dieser Arbeit betrachteten MAS dargestellt. Anhand der Abbildung folgt eine
Beschreibung der Spieleinheiten und -regeln.
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Legende:
. o o @ Agent
(] . Resource
@ o o Observation Space
' ® @  Observer

Abb. 5: Beispielhafte Darstellung einer Konfiguration des analysierten Resource
Game. Die mobilen Agents (blaue Kreise) haben das Ziel, stationdre Resources
(griine Kreise) einzusammeln, ohne beim Einsammeln von zu vielen stationédren
Observern (rote Kreise) gesehen zu werden. Die Observer kénnen eine Resource
observieren, wenn sie in ihrem Observation Space (griine Quadrate) sind. Ein
Agent kann die Sicht von maximal einem Observer im Observation Space blo-
ckieren.

Das Environment besteht aus einer Menge von quadratischen Zellen. Pro
Zeitschritt kann sich jeder Agent von der aktuellen Position um eine Zelle in eine
der vier Himmelsrichtungen bewegen, oder an der aktuellen Position stehenblei-
ben. Daraus folgt fiir alle Agents i, dass A; := {up,down,left,right,idle}.
Die Resources, Observer und Observation Spaces sind stationér. Das Ziel der
Agents ist es, so viele Resources wie moglich einzusammeln, ohne dabei von
zu vielen Observern gesehen zu werden. Ein Agent sammelt eine Resource ein,
indem er das Feld der Resource betritt. Ein Observer o kann das Einsammeln
einer Resource durch einen Agent beobachten, wenn o im Observation Space
der Resource steht. Ein Agent kann die Sicht von o blockieren, indem er den
Observation Space betritt, in dem o steht. Daraus folgt, dass zum optimalen
Einsammeln einer Resource mindestens genau so viele Agents in ihrem Obser-
vation Space anwesend sein miissen Observer. In der Abbildung 5, z. B., miissen
zum optimalen Einsammeln der unteren Resource beide Agents im Observation
Space sein, um die Sicht der beiden anwesenden Observer zu blockieren. Die
Agents miissen daher im Sinne der gemeinsamen Gewinnmaximierung strate-
gisch und insbesondere kooperativ vorgehen.

4.2 Reward Function

Sei C' die Menge der Resources ¢;, 4., die Menge der Agents, die zum Zeitpunkt
des Einsammelns von ¢; in ihrem Observation Space sind und O,, die Menge der
Observer, die zum Zeitpunkt des Einsammelns von ¢; in ihrem Observation Space
stehen. Der Reward r setzt sich aus den folgenden drei Gleichungen zusammen:
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IC]

r(s,a) =ra+ Z flei) - (re 7o) (2)

Fles) = 1, wenn ¢; eingesammelt wurde
27710, sonst

_ a(p : Aci - OCi)) wenn p - Aci S Oci
r(o) = {B(p -Ac, —O¢,), sonst (4)

Die Gleichung 2 stellt die Reward Function des MAS dar. r; € R ist ein
geringfiigiger Default-Reward, der pro Zeitschritt — unabhéngig davon, ob eine
Resource eingesammelt wurde — vergeben wird. r. ist ein Basis-Reward, der im
Fall des Einsammelns einer Resource vergeben wird. r, und insb. p-A., —O,, stellt
die Anzahl der Observer dar, die zum Zeitpunkt des Einsammelns der Resource
¢; im ihrem Observation Space aktiv sind (d. h., nicht durch einen ebenfalls an-
wesenden Agent blockiert werden). Die Gleichung 3 gibt einen Faktor 0 oder 1
zuriick, der bestimmt, ob r, + r, in die Berechnung des Rewards r einfliefst. Die
Gleichung 4 soll bewirken, dass Agents (i) entweder fiir das Einsammeln einer
Resource, wihrend mehr oder gleich viele Observer wie Agents anwesend waren,
bestraft werden (erster Fall), oder (ii) fiir das Einsammeln einer Resource, wih-
rend mehr Agents als Observer anwesend waren, belohnt werden. Diese Dynamik
wird von den beiden Skalierungsfaktoren a, 8 € R™ reguliert. Hierbei ist 8 < «a,
um zu verhindern, dass die Agents sich im Sinne der Maximierung des Rewards
auf eine geeignete Resource mit besonders wenigen Observern beschrinken und
den Rest des Spielfelds ignorieren.

4.3 Versuche und Konfigurationen

Das MAS wurde in drei unterschiedlichen Konfigurationen ausgefiihrt. In der
Tabelle 1 sind die Versuchsparameter aufgefiihrt.

Tabelle 1: Parametrisierung der durchgefiihrten Versuche
Versuch Agents C Observer p 14 7 o f

1 2 2 0 0 -1 10 0 O
2 2 2 5 1 -1 10 6 O
3 2 2 5 1 -1 10 6 0

Der Versuch 1 dient als Basis, um das Bewegungs- und Sammelverhalten
der Agents in Abwesenheit von Stérungen — Observer und Observation Spaces,
durch die das Einsammeln erschwert wird — zu beobachten. Hierfiir entfallen
p, o und S, da diese nur im dem Observer-Term r, (siche Gleichung 4) zum
Tragen kommen. In diesem Versuch erscheint fiir jede eingesammelte Resource
eine neue Resource an einer beliebigen Position des Spielfelds. Daher gibt es in
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dieser Konfiguration keinen Terminalzustand. Der Versuch 2 bezieht Observer
mit ein und setzt dementsprechend Werte fiir p, @ und . Alle anderen Parameter
sind gleich denen des Versuchs 1. Der Versuch 3 ist gleich konfiguriert wie der
Versuch 2, hat aber einen Terminalzustand, der dann erreicht ist, wenn alle
Resources eingesammelt wurden — d.h., es erscheinen keine neuen Resources
mehr, nachdem existierende Resources eingesammelt wurden.

5 Ergebnisse

In diesem Abschnitt werden die qualitativen Ergebnisse prasentiert, die wahrend
der Analyse des MAS und der Agents durch die im Abschnitt 4.3 beschriebenen
Versuche erhoben wurden. Hierfiir sind fiinf Videos in das vorliegende Doku-
ment eingebettet, die per Mausklick auf das jeweilige Thumbnail abgespielt wer-
den koénnen. In den Videos wird das Verhalten der Agents unter den jeweiligen
Versuchsbedingungen dar. Anmerkung: Um ein bereits abgespieltes Video er-
neut abspielen zu kénnen, kann auf eine andere Seite des Dokuments gesprungen
werden und anschliefend die Seite mit dem gewiinschten Video wieder besucht
werden.

Abb. 6: Versuch 1: jeder Agent er-  Abb.7: Versuch 1: jeder Agent er-
hilt unabhingig vom Verhalten den  hélt einen Reward, der proportional
gleichen Reward (Dauer: ca. 30 Se- zu seinem Beitrag ist (Dauer: ca. 20
kunden). Sekunden).

Im Video 6 wird das Verhalten zweier Agents bei gleichem Reward gezeigt.
Jeder Agent erhélt einen global definierten Reward, der unabhéngig von seinem
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Beitrag zum Gesamterfolg der Gruppe (d. h., unabhéngig von der direkten Ko-
operation) ist. Es ist zu sehen, dass ein Agent (hauptséchlich in der linken Hélfte
des Spielfelds) wesentlich aktiver ist als der andere Agent (hauptsichlich in der
rechten Hilfte des Spielfelds). Im Video 7 ist das Verhalten zweier Agents zu
sehen, die jeweils einen Reward erhalten, der proportional zu ihrem Beitrag zum
Gesamterfolg der Gruppe ist. Eine solche Definition einer Reward Function pro
Agent deckt sich mit dem Formalismus des Stochastic Game (siehe Gleichung 2).
Es ist zu sehen, dass in diesem Fall beide Agents aktiv sind.

Abb.8: Versuch 2: expliziter Ein- Abb. 9: Versuch 2: vereinfachter Ein-
gabevektor fiir das DQN (Dauer:  gabevektor fiir das DQN (Dauer:
ca. 15 Sekunden). ca. 25 Sekunden).

Im Video 8 wird gezeigt, wie sich die Agents bei der Hinzunahme von Obser-
vern und Observation Spaces verhalten. Es ist zu sehen, dass die Agents entweder
bewegungslos sind oder sich bewegen, aber nicht zielstrebig Resources einsam-
meln. Dieses Verhalten ist wesentlich anders als das im Video 7 beobachtete
Verhalten, in dem noch keine Observer anwesend waren. Fiir die im Video 9 zu
sehenden Ausfiihrung wurde der Eingabevektor des DQN vereinfacht. Urspriing-
lich wurde dieser Zustandsvektor zusammengesetzt aus den expliziten Positio-
nen (in Form von Koordinaten) der (i) Resources, (i) Agents und (iii) Observer.
Durch die Anpassung des Zustandsvektors wurden anstelle der expliziten Positio-
nen der Observer die Zahl der Observer pro Observation Space jeder Resource
angegeben. Dies fiihrt zu dem verhiltnisméfig besseren Sammelverhalten der
Agents im Video 9.
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Abb. 10: Versuch 3 (Dauer: ca. 30 Sekunden).

Im Video 10 ist zu sehen, wie sich Agents verhalten, wenn das Erscheinen
neuer Resources nach dem Einsammeln existierender Resources deaktiviert ist.

6 Diskussion

In diesem Abschnitt ist eine Analyse der im Abschnitt 5 présentierten und be-
schriebenen Ergebnisse enthalten. Es wird auf Besonderheiten des Agentenver-
haltens sowie auf die Losungen fiir beobachtete Verhaltensprobleme eingegangen.

Die Ergebnisse vom Versuch 1 (siehe Abschnitt 4.3) zeigen, dass mit dem
Zentralisieren des Lernens der Agents nicht eine Vereinheitlichung der Rewards
der Agents einhergehen darf. Rewards kénnen zwar iiber eine zentralen Stelle an
die jeweiligen Agents verteilt werden (vgl. Abbildung 3). Aber jeder Agent sollte
nichtsdestotrotz einen Reward erhalten, der die Giite seines Verhaltens wider-
spiegelt. Wenn stattdessen, z. B., ein gemittelter Reward oder der Reward eines
bestimmten Agents auf alle beteiligten Agents verteilt wird, dann besteht die
Moglichkeit, dass Agents unerwiinschtes Verhalten lernen. Dies wird als Grund
fiir die beobachteten Verhaltensunterschiede im Video 6 und Video 7 gesehen.
Einer der beiden Agents im Video 6 wurde scheinbar mit geniigend Rewards
belohnt, um keinen Anlass zu sehen, aktiv zu werden und den anderen Agent
beim Einsammeln von Resources zu unterstiitzen.

Der Versuch 2 zeigt, dass die Reprisentation des States fiir das Lernen opti-
malen Verhaltens wichtig ist. Im Video 8 hat das DQN als Teil des Zustandsvek-
tors die expliziten Positionen der Observer erhalten. Dies ist zwar im Sinne des
Lernens eine sinnvolle Information iiber den Zustand des Environments. Aber




Kooperatives MARL mit zentralem DQN 15

es stellt keine direkte Verbindung zwischen Observation Spaces und Observern
her. Das DQN kann anhand des Zustandsvektors nicht unmittelbar erkennen,
welche Observer in welchen Observer Spaces stehen und somit ein Hindernis
fiir die Agents darstellen. Diese Verbindung muss das DQN folglich zus&tzlich
zur Verhaltensoptimierung erlernen; dies erschwert das Lernproblem unnétig.
Die alternative Zustandsreprésentation, die zum Verhalten im Video 9 gefiihrt
hat, gibt fiir jede Resource die Anzahl der Observer in ihrem Observation Space
an. Diese Information ist sowohl kompakter als auch hilfreicher fiir das DQN,
da es durch sie den Zusammenhang zwischen der Zahl der Observer und der
dementsprechend bendtigten Zahl der Agents fiir ein optimales Einsammeln der
Resource erlernen kann.

Fiir den Versuch 3 wurde das Erscheinen neuer Resources nach dem Ein-
sammeln existierender Resources deaktiviert. Hierdurch sollte eine eventuelle
Auswirkung dieser Eigenschaft des Environments auf das gelernte Verhalten der
Agents vermieden werden. Fiir Agents, denen das Erscheinen neuer Resources
bewusst ist, besteht die Moglichkeit, eine schwer einzusammelnde Resource wei-
testgehend zu ignorieren. Eine Resource ist dann schwer einzusammeln, wenn
viele Observer in ihrem Observation Space stehen. Ohne das Erscheinen neuer
Resources sind Agents gezwungen, alle vorhandenen Resources einzusammeln,
da sie sonst pro Zeitschritt einen negativen Reward (siehe rq in der Tabelle 1)
erhalten und das Spiel nie den Terminalzustand erreicht. Daher werden sie zur
Kooperation veranlasst, um selbst schwer einzusammelnde Resources mit mog-
lichst optimalem Reward einzusammeln.

7 Zusammenfassung

In dieser Arbeit wurde ausgehend vom SARL das MARL konzeptionell beschrie-
ben. Eine Formalisierung von MARL wurde anhand des Stochastic Game ver-
sucht, welches eine Verallgemeinerung des MDP darstellt (siche Abschnitt 2.2).
Zur praktischen Auseinandersetzung mit diesen Konzepten wurde ein Modell
hergenommen, welches vortrainierte Agents zur Verfiigung stellt, die in einem ge-
gebenen Environment kooperativ eine Aufgabe 16sen missen (siche Abschnitt 4).
Das Training einzelner Agents erfolgte zentralisiert iber ein DQN. Durch diese
Zentralisierung sondert sich der fiir das Modell gewdhlte Lernansatz von den
heutzutage iiblichen Ansétzen von MARL (siche Abschnitt 3) ab. Nichtsde-
stotrotz konnte das einfache Modell zeigen, dass zentralisiertes Lernen in En-
vironments mit kleinem State Space und Action Space moglich ist und da-
durch einige der Koordinationsherausforderungen eines MAS mit verteilter In-
telligenz umgangen werden konnen. Ebenfalls konnten bereits in diesem kleinen
Modellrahmen Probleme beim Trainieren mehrerer Agenten herausgearbeitet
werden — u.a., (i) die Notwendigkeit einer uneinheitlichen Belohnungsstruktur
fiir die Agents, (i) die Eignung der Zustandsreprésentation fiir das Trainieren
der Agents auf koordinatives Verhalten und (iii) die Verwendung von Endzu-
stdnden zum Vermeiden von Exploits durch die Agents (sieche Abschnitt 5 und
Abschnitt 6).
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Eine Moglichkeit, zentralisiertes Lernen in grofiere MAS zu integrieren, konn-
te darin bestehen, paarweise disjunkte Teilmengen der Agentenmenge zu bil-
den und jeder Teilmenge einen zentralen Lernknoten zuzuweisen. Somit konnten
Teile des Koordinationsaufwand innerhalb einer einzelner Teilmengen aufgeho-
ben werden. Die Koordinationsproblematik zwischen Teilmengen wiirde dadurch
zwar weiterhin bestehen; aber moglicherweise kann die Gesamtkomplexitét eines
MAS durch einen solchen dualen Ansatz — zwischen Zentralisierung und Dezen-
tralisierung — verringert werden.
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