=

I
Tr I
> >

MBURG

Masterarbeit

Andre Rohden

Stabilisierung unkontrollierter Flugzustande mit
Reinforcement Learning

Fakultét Technik und Informatik Faculty of Computer Science and Engineering
Department Informatik Department Computer Science



Andre Rohden

Stabilisierung unkontrollierter Flugzustande mit
Reinforcement Learning

Masterarbeit eingereicht im Rahmen der Masterpriifung
im Studiengang Master of Science Informatik

am Department Informatik

der Fakultit Technik und Informatik

der Hochschule fiir Angewandte Wissenschaften Hamburg

Betreuender Priifer: Prof. Dr.-Ing. Andreas Meisel
Zweitgutachter: Prof. Dr. Wolfgang Fohl

Eingereicht am: 25. Januar 2019



Andre Rohden

Thema der Arbeit

Stabilisierung unkontrollierter Flugzustéinde mit Reinforcement Learning

Stichworte

Reinforcement Learning, Deep Deterministic Policy Gradient, Experience Replay Spei-

cher, Curriculum Learning, Quadcopter

Kurzzusammenfassung
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1 Einleitung

Die Ursache fiir einen unkontrollierten Flugzustand kann verschiedene Griinde haben.
Ein méglicher Grund kann ein Totalausfall eines Quadcopters sein, worauthin das unbe-
mannte Flugobjekt hinabstiirzt. Wahrend des Falles steigt die Geschwindigkeit in Rich-
tung Erde und der Quadcopter beginnt um die eigenen Achsen zu rotieren. Fiir die
Stabilisierung von solchen unkontrollierten Flugzustinden gibt es mehrere Ansétze. Ein
professioneller Modellflieger hat nach langem Training erlernt durch ein Flugmand&ver
die Kontrolle zuriick zu erlangen. Zudem gibt es fiir viele Quadcopter bereits installierte
Systeme, die basierend auf Regelungstechnik eine Stabilisierung vornehmen.

In dieser Arbeit wird ein selbstlernender Agent mit Reinforcement Learning entwickelt,
der dhnlich einem Modellflieger lernt, wie ein Quadcopter stabilisiert werden kann. Der
Vorteil des Agenten ist, dass dieser neue Flugobjekte mit anderer Flugdynamik auf glei-
che Weise erlernen kann, ohne das eine Anpassung notig ist. Des Weiteren kann ein Agent

weitaus komplexere Aufgaben teilweise besser 16sen als ein menschlicher Experte.

Reinforcement Learning (RL)[1] wird bereits in vielen Gebieten der Robotik eingesetzt,
um Probleme zu 16sen. Dabei kommen verschiedene Algorithmen fiir verschiedene Proble-
me zum Einsatz. Um die Aufgabe der Stabilisierung von unkontrollierten Flugzustinden
zu l6sen, wird eine Algorithmus bendtigt, der iiber einen kontinuierlichen Zustands- und
Aktionsraum verfiigt. Aus diesem Grund wird der Deep Deterministic Policy Gradient
(DDPG) Algorithmus [2] verwendet, der eine Actor-Critic Architektur besitzt.

Fiir die Implementierung des Algorithmus wird eine Reward-Funktion benétigt, die das
gewiinschte Verhalten des Agenten bestimmt. Um eine geeignete Reward-Funktion zu ent-
werfen, wird das Wissen iiber die Umgebung und die Dynamik von Objekten bendtigt.
Dadurch entsteht die Notwendigkeit eines Experten, der iiber das Wissen verfiigt. Um die
Menge an bendtigtem Wissen zu reduzieren, werden sparse Reward-Funktionen einge-
setzt. Diese belohnen positive und bestrafen negative Zielzustinde. Da die Festlegung von
Zielzustdnden meist trivial ist, gestaltet sich der Entwurf einer Reward-Funktion in dem

Falle einfacher. Jedoch entsteht durch eine sparse Reward-Funktionen fiir den Agenten
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das Problem, dass es schwierig wird eine Strategie aufgrund mangelnder Belohnungen zu
entwickeln. Um dieses Problem zu l6sen kommen verschiedene Techniken wie Priorilized
Ezxperience Replay (PER) [3], Hindsight Ezperience Replay (HER) [4] und Curriculum

Learning |5] zum Einsatz.

1.1 Ziele der Arbeit

Das Ziel der Arbeit ist die Implementierung eines selbstlernenden Agenten mit RL, der
einen Quadcopter in unkontrollierten Flugzustdnden stabilisiert. Dazu werden verschiede-
ne Techniken kombiniert eingesetzt. Insbesondere soll der Agent erlernen in Umgebungen

mit sparse Reward eine Strategie zu entwickeln.

1.2 Verwandte Arbeiten

In der Arbeit von Hwangbo u.a. [6] wurde ein dhnliches Problem behandelt. Das dort
gegebene Szenario ist der Hochwurf eines Quadcopters mit anschliefsender Stabilisierung.
Insbesondere wird die Installation der Strategie in einem echten Quadcopter beschrieben.
Der verwendete RL-Algorithmus basiert ebenso auf einer Actor-Critic Architektur, jedoch
wird von den Autoren abweichend zu dem Ansatz in dieser Arbeit ein Monte-Carlo
Trainingsverfahren fiir den Critic eingesetzt. Die dargestellten Ergebnisse zeigen, dass
die Nutzung des DDPG-Algorithmus nicht erfolgreich war. Zudem wird von den Autoren
zur Unterstiitzung des Trainings ein PD-Controller eingesetzt.

Diese Arbeit unterscheidet sich zum einem durch die Nutzung des DDPG-Algorithmus
und zum anderem durch den Verzicht von Hilfsmitteln aus der Regelungstechnik. Zudem
kommen hier weitere Methoden und Techniken zum Einsatz, die in Kapitel 3 ausfiihrlich
beschrieben werden. Zu diesen gehort unter anderem ein parametrisiertes Rauschen und
ein Experience Replay Speicher. Abweichend von der Arbeit der Autoren liegt hier der

Schwerpunkt auf der Betrachtung von Umgebungen mit sparse Reward.

1.3 Inhaltlicher Aufbau der Arbeit

Zur Simulation der Flugbahnen des Quadcopters wird eine Beschreibung der Flugdyna-
mik bendtigt, welche in Kapitel 2 beschrieben wird. Des Weiteren sind dort die Grundla-



1 Einleitung

gen von Reinforcement Learning erldutert. Kapitel 3 gibt eine detaillierte Beschreibung
des implementierten Algorithmus mit allen verwendeten Techniken und Methoden. Der
Algorithmus wird in Kapitel 4 durch mehrere Simulationsdurchfithrungen evaluiert. Im
letzten Kapitel 5 ist neben einer Zusammenfassung ein Ausblick fiir weitere Arbeiten

gegeben.
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Zur Simulation der Flugbahnen eines Quadcopters wird ein Modell benétigt. In diesem
Kapitel wird die Flugdynamik eines Quadcopters beschrieben und das darauf basierende
mathematische Modell, welches in Python implementiert ist, vorgestellt.

Reinforcement Learning (RL) wird hier eingesetzt, um einen Agenten das Steuern des
Quadcopters erlernen zu lassen. Die Grundlagen von RL werden in diesem Kapitel vorge-
stellt [1]. Der implementierte Algorithmus baut auf den Grundlagen auf und verwendet

weitere Methoden, die im folgenden Kapitel erldutert werden.

2.1 Quadcopter

Ein Quadcopter ist ein unbemanntes Flugobjekt (UAV), dessen Merkmal vier Rotoren
auf zwei Achsen sind. Durch die Anordnung der vier Rotoren sind verschiedene Mandver
und das Schweben auf der Stelle méglich. Die Rotoren 1 und 3, welche sich auf der lokalen
Achse ' € Eg befinden, drehen sich im Uhrzeigersinn. Wiahrend sich die Rotoren 2 und
4 auf der zweiten lokalen Achse iy’ € Ep gegen den Uhrzeigersinn drehen. Jeder der vier
Rotoren erzeugt durch seine Rotation mit der Winkelgeschwindigkeit w; einen Schub F;
in Richtung der lokalen Achse 2’ € Ep.

Im Inertialsystem FE7 ist der Positionsvektor durch £ = ( Ty z )T € E; definiert.
Die Orientierung ist im Bezugssystem des Flugkorpers Ep durch die Euler-Winkel mit
n= ( o0 Y )T € Ep definiert (siche Abbildung 2.1) [7]. Die Euler-Winkel bestimmen
dabei die Rotation um die eigenen Achsen wie folgt: Der Roll-Winkel ¢ um die z/-Achse,
der Pitch-Winkel # um die z’-Achse und der Yaw-Winkel 1) um die z’-Achse. Das Be-
zugssystem des Flugkorpers Ep hat als Zentrum den Schwerpunkt des Quadcopters und
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Y

X

Abbildung 2.1: Position und Orientierung des Quadcopters

kann im Inertialsystem E; mit der Rotationsmatrix

CQC¢ S¢SQC¢ — C¢S¢ C¢S@C¢ + S¢S¢
R = CgSw Sd,SgSw + C¢C¢, C¢595¢ — S¢C¢,
—Sy S¢Cg C¢C@

beschrieben werden, wobei S, = sin(x) und C, = cos(x) gilt.

2.1.1 Beschreibung der Umgebung

(2.1)

Die Umgebung, in der sich der Quadcopter befindet, ist ein unendlich grofser, luftgefiillter

Raum. Daher gibt es keine Objekte mit denen der Quadcopter in Kontakt kommen kann.

Da es weder Boden noch Decke gibt, entfallen auch Effekte, die normalerweise in Boden-

oder Deckenhohe auftreten kénnen. Des Weiteren gibt es keine Luftstromungen in dem

Raum, die der Quadcopter ausgleichen muss. Die Flugdynamik basiert auf der Schwer-

kraft, der Schubkraft, dem Stromungswiderstand und den aerodynamischen Effekten, die

im néchsten Abschnitt beschrieben werden.
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Die Steuerung der Rotoren erfolgt direkt {iber deren Winkelgeschwindigkeiten w;. Dies be-
deutet, dass kein Rotormotor simuliert wird, sondern die Winkelgeschwindigkeiten direkt
gesetzt werden. Daher sind Spriinge in der Verlaufskurve der Winkelgeschwindigkeiten

moglich.

2.1.2 Beschreibung der Flugdynamik

Durch Verdndern der Differenzen zwischen den Winkelgeschwindigkeiten der Rotoren
lasst sich der Quadcopter rollen (roll), nicken (pitch) und gieren (yaw). Die Abbildung 2.2
zeigt die verschiedenen Flugméanover, wobei Rotoren mit der gleichen Pfeilfarbe (schwarz,
rot, und grin) die gleiche Rotorgeschwindigkeit haben. Fiir die Unterschiede der Rotoren

gilt: griin > schwarz > rot.

Die Flugdynamik lasst sich mit Hilfe der Newton-Euler Methoden wie folgt beschreiben

[8][9]:
mé = F, + Fy+ F, (2.2)

If=—nxIn+Ty+7 (2.3)

Die Kraft F; entsteht durch den Schub F, von allen vier Rotoren. Da die Kraft F, im
Bezugssystem Ep in z’-Richtung wirkt, wird diese durch R rotiert.

0
FF=R| 0 (2.4)
F,

Die Schubkraft F; der einzelnen Rotoren betragt
E = ktwizv (25)

wobei k; die Schubkonstante der Rotoren ist. Hiermit berechnet sich die gemeinsame
Schubkraft F, wie folgt:

4
FZ:ZFi:kt(w%—i—w%—i—w%—kwi) (2.6)

i=1
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(a) Rollen: wy > w1 = w3 > woy (b) Neigen: w3 > we = wy > w1

7'

w ‘Z

3
o
z W
L 3
W,
w1 \\ o,
\Ay’
X'
X Y

(c) Gieren: wy = wy > wy = ws

(d) Schub: w1 = wy = w3 = wy

Abbildung 2.2: Flugménover
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Die Kraft Fj entsteht durch den Stromungswiderstand und ist abhingig von der Ge-
schwindigkeit des Quadcopters.

—kgz 0 0
Fg=| 0 kg 0 |& (2.7)
0 0 —kqg,

Kdz, kay und kg, sind die translatorischen Stromungswiderstandsfaktoren. Diese Faktoren
bilden sich beziiglich der jeweiligen Richtung aus dem Stromungswiderstandskoeffizienten
Cw, der Dichte p und der Fliche A wie folgt:

1
kdi = CwiAi§p (2.8)
Die Kraft I ist die Gravitationskraft
0
Fg = 0 y (2 9)

wobei g die Gravitation und m die Masse des Quadcopters ist.

Die Matrix I beinhaltet die Tragheitsmomente beziiglich der Rotation um die jeweilige
Achse.

I, 0 0
I=10 I, O (2.10)
0 0 I
Das Moment I'y entsteht durch den gyroskopischen Effekt
0/I.s
Ly=1|—-¢/I,, | wr, (2.11)
0

wobei I, das Trigheitsmoment der Rotoren und w, die Winkelgeschwindigkeit von allen
Rotoren ist.

Wr = —W1 + Wy — W3 + Wy (2.12)



2 Grundlagen

Das Drehmoment 7 ergibt sich aus folgenden Drehmomenten fiir jede Achse

T lkt(wz — w%)
| = k(w3 — w?) , (2.13)
Ty kd(—w% + w% — wg + wZ)

wobei kg der rotatorische Stromungswiderstandsfaktor ist. Der Abstand zwischen Schwer-

punkt und Rotor wird durch [ gemessen.

Durch Einsetzen der Krifte und Momente in die Gleichungen 2.2 und 2.3 erhilt man
folgende sechs Differentialgleichungen, die als mathematisches Modell fiir den Quadcopter

genutzt werden.

= %[(cos(qb) sin(f) cos(y)) + sin(¢) sin(¢)) Fy — kg, 2]

= %[(cos(qﬁ) sin(0) sin(v)) — sin(¢) cos(¥)) F. — kqy ]

. %[(Cos(gb) cos(0))F. — kan?] — g

.1 .. . (2.14)
¢ = E[(Iyy — 1..)0Y — I,0w, + 7]

é = %[(Izz Ix:p)¢w + Iréwr + Ty]

6= (e — 1,360+ 7

Die Schubkraft I, und die Drehmomente 7, 7, und 7, sind hier durch die Gleichungen
2.6 und 2.13 gegeben und abhingig von den Winkelgeschwindigkeiten w; der vier Rotoren.

In Tabelle 2.1 sind alle verwendeten Parameter definiert [10].

2.1.3 Umsetzung und graphische Darstellung in Python

Das vorgestellte mathematische Modell eines Quadcopters wird verwendet, um die Flug-
dynamik zu simulieren. Es wird schrittweise simuliert, wobei ein Schritt jeweils 0,055 be-
tragt. Zur Simulation eines Schrittes wird der aktuelle Zustand s mit Position und Rota-
tion und dessen Geschwindigkeiten bendtigt. Konkret: s = [z, y, 2, 4, 7, 2, ¢, 0,1, ¢, 0, 1)].
Zudem werden als Eingabe die Winkelgeschwindigkeiten wi, ws, ws und wy der vier

Rotoren eingesetzt. Zur Berechnung des Folgezustandes s’ werden die sechs Differential-
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Tabelle 2.1: Definition der Parameter fiir die Flugdynamik

Symbol | Beschreibung Wert Einheit
m Mafie des Quadcopters 0,65 kg

l Abstand zwischen Schwerpunkt und Rotor 0,23 m

kq rotatorischer Stromungswiderstandsfaktor 7.5-1077 | kg m?
ki Schubkonstante 3,13-107° | kg m
g Gravitation 9,81 m/s?
I, Tragheitsmoment der Rotoren 6,0-107° | kg m?
Iy Trigheitsmoment bei Rotation um die x-Achse | 7,5-1073 kg m?
I, Trigheitsmoment bei Rotation um die y-Achse | 7,5-1073 | kg m?
I, Trigheitsmoment bei Rotation um die z-Achse | 1,3 - 1072 kg m?
kdz Stromungswiderstandsfaktor in x-Richtung 0,1 kg/s
kay Stromungswiderstandsfaktor in y-Richtung 0,1 kg/s
kq. Stromungswiderstandsfaktor in z-Richtung 0,1 kg/s

gleichungen 2.14 gelost. Das Losen der Gleichungen iibernimmt die Funktion odeint' aus
der Python-Bibliothek SciPy.

Der Flugverlauf des Quadcopters wird abgespeichert und kann zu jeder Zeit abgefragt
werden. Fiir jeden Zeitpunkt ¢ des Verlaufes gibt es folgende Information: z, y, 2, 2, v,
Z, &, 0, 2, ¢, 0, 1, ng, 9, 1}, gB, é, QL, w1, wa, ws und wy. Diese kénnen jeweils durch einen
Graphen iiber die Zeitachse aufgetragen werden. Die verwendeten Graphen werden durch
die Python-Bibliothek matplotlib bereitgestellt.

Eine anschaulichere Darstellung ist durch die Animation des Quadcopters, wie in Abbil-
dung 2.3 gezeigt, gegeben. In einem 3D-Graphen wird die Position des Schwerpunktes
vom Quadcopter mit einem Punkt markiert. Die Positionen der vier Rotoren werden
abhingig von der Orientierung des Quadcopters ebenfalls markiert. Anschlieffend wer-
den alle Rotoren mit dem Schwerpunkt durch Linien verbunden. Mit Hilfe der Klasse
animation wird fiir jeden Zeitpunkt des Flugverlaufes eine Darstellung erzeugt. Durch

Abspielen der Animation in Echtzeit wird die Flugbahn visualisiert.

"https://docs.scipy.org/doc/scipy /reference/generated /scipy.integrate.odeint.htm (siehe CD)1

10
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Simulationszeit: 4.65 s

-06 o,

-0.2
0.0 0.2

X ‘04 -06

Abbildung 2.3: Flugsimulation
2.2 Reinforcement Learning

Reinforcement Learning beruht auf der Idee Erfahrungen zu sammeln und aus diesen zu
lernen. Ein anschauliches Beispiel ist der Prozess wie ein Kleinkind das Laufen erlernt.
Nur durch immer erneute Wiederholung einer Aufgabe lernt ein Agent diese optimal aus-
zufithren. Der Lernprozess erfolgt durch Bestrafungen und Belohnungen. Beim Menschen
kann die Belohnung zum Beispiel durch Lob und dadurch ausgeldste Gliickshormone er-
folgen. Die Bestrafung zum Beispiel durch kérperliche Schmerzen, die durch einen Sturz
entstehen. Beim maschinellen Lernen muss sich anderer Techniken fiir Bestrafung und
Belohnung bedient werden, die im n#ichsten Abschnitt anhand des Agentenmodells ver-
deutlicht werden.

Fiir Reinforcement Learning wird kein Lehrer wie bei iiberwachten Lernverfahren ver-
wendet, welche gewiinschte Fin- und Ausgabewerte beim Lernen vorgeben. Dies hat den

Vorteil, dass die Umgebung vorher nicht bekannt sein muss.

2.2.1 Agentenmodell

Das Agentenmodell (siehe Abb. 2.4) basiert auf einem Markow-Entscheidungsproblem
(MDP) [1]. Der lernende Agent agiert durch Aktionen mit seiner Umgebung. Zu einem
Zeitpunkt ¢ befindet sich der Agent in einem Zustand s; € S und hat in diesem ver-

schiedene Aktionen a; € A zur Auswahl. Durch Ausfiihren einer Aktion a; gelangt der
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-
Agent
—>
Zustand sy Reward 7r; Aktion a;
T
<t
PLE Umgebung -

Abbildung 2.4: Agentenmodell

Agent in einen Folgezustand s;+1 und erhélt eine direkte Belohnung r; = r(s¢, at). Die
Ubergangsfunktion wird mit §(s¢, a;) = s¢41 bezeichnet und gibt den Nachfolgezustand
s¢41 fiir die Aktion a; im Zustand s; zuriick. Die Funktion ¢ ist hier deterministisch und

basiert auf dem mathematischen Modell des Quadcopters aus Abschnitt 2.1.2.

2.2.2 Reward

Die Belohnung fiir eine Aktion in einem Zustand (Zustand-Aktions-Paar), die der Agent
direkt erhélt nennt man direkte Belohnung (immediate reward). Fiir den Agenten ist aber
vor allem die Gesamtbelohnung (return) von Bedeutung. Die Gesamtbelohnung R; zum
Zeitpunkt ¢ ergibt sich aus der Addition der direkten Belohnung und aller zukiinftigen

Belohnungen:

T
Ri=rip+7 rya+7 res 4.0 = > 7 ik (2.15)
k=0

Der Diskontierungsfaktor v € [0, 1] bestimmt, wie sehr zukiinftige Belohnungen mit in
die Gewichtung der Gesamtbelohnung eingehen. Ein hoher v-Wert bedeutet dement-
sprechend, dass Belohnungen, die in ferner Zukunft liegen, mit in die Bewertung eines

Zustand-Aktions-Paares einbezogen werden.

12
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2.2.3 Strategie

Eine Strategie ist eine Funktion 7 : § — A, die zu einem Zustand s; € S eine Aktion
a; € A liefert. Somit bestimmt eine Strategie das Verhalten des Agenten.
Optimal ist eine Strategie, wenn sie durch die gewdhlten Aktionen eine maximale Ge-

samtbelohnung erreicht. Somit ist es erstrebenswert eine optimale Strategie zu finden.

2.2.4 Bewertungsfunktionen

Bewertungsfunktionen geben eine Aussage iiber die erwartete Gesamtbelohnung. Hier
wird zwischen der Zustand-Wert-Funktion und der Aktion-Wert-Funktion unterschieden.
Die Zustand-Wert-Funktion (V-Funktion) gibt fiir jeden Zustand s; € S an, wie hoch die
erwartetet Gesamtbelohnung in diesem Zustand ist, wenn die Strategie m befolgt wird
(siehe Gleichung. 2.16).

(2.16)

T
Vr(s) = Ex [Z’Yl ikl St =8
k=0

Die Aktion-Wert-Funktion (Q-Funktion) bewertet Zustand-Aktions-Paare und trifft eine
Aussage liber die Gesamtbelohnung, die fiir das Ausfithren der Aktion a € A im Zustand
s € § beziiglich der Strategie m erwartet wird. Die Gleichung 2.17 wird auch Bellman

equation genannt.

T
Qr(s,a) =E, [Z VTl st = 8,00 = a] (2.17)
k=0

2.2.5 RL Algorithmen

Es gibt verschiedene Algorithmen beim Reinforcement Learning, um eine optimale Stra-
tegie zu finden. Hier kommt der DDPG-Algorithmus zum Einsatz. Dies ist ein Actor-
Critic Algorithmus und gehort zu der Gruppe der Temporal Difference (TD) Learning
Methoden. TD Methoden vergleichen Zustdnde mit einer kleinen zeitlichen Differenz. Es
wird also ein Zustand s; mit seinem Folgezustand s;+1 und den dazugehorigen Aktionen
verglichen und je nach gewdhlter Methode erfolgt eine Bewertung iiber das Zustand-
Aktions-Paar.

13
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Um die Funktionsweise des DDPG-Algorithmus in Abschnitt 3.2.1 erkléren zu konnen,
wird zunéchst der Q-Learning Algorithmus vorgestellt. Dies ist eine Critic-only Methode,
die als Grundlage fiir den Critic im DDPG-Algorithmus dient. Anhand von Q-Learning
lésst sich die Bedeutung der einzelnen Parameter und die Notwendigkeit eines neuronalen

Netzes erldutern.

Q-Learning

Jedem Zustand-Aktions-Paar wird ein Q-Wert zugeordnet. In der einfachen Variante
geschieht dies in einer Tabelle, welche alle Q-Werte abspeichert. Diese Q-Werte bewerten,
wie gut eine Aktion a; in einem Zustand s; ist. Die Giite ist dabei durch die Hohe der
moglichen Gesamtbelohnung definiert. Eine Strategie kann aufgrund dieser Werte eine

Aktionsentscheidung fiir jeden Zustand treffen.

In jeder Iteration des Algorithmus wird der Q-Wert des aktuellen Zustand-Aktions-Paares
aktualisiert. Die Aktualisierungsfunktion baut auf der Q-Funktion in Gleichung 2.17 auf.
Mit jeder Iteration konvergiert der Q-Wert zur tatsichlichen Gesamtbelohnung.

Qr(st,ar) +— (1 —a) - Qn(sp,ar) +a- (re+7- mngW(stH,a)) (2.18)

Die Gleichung 2.18 zeigt die Aktualisierung des Q-Wertes zum Zeitpunkt ¢ fiir die Aktion
a; im Zustand s; beziiglich der Strategie m. Durch die Ausfithrung der Aktion a; gelangt
der Agent in den Folgezustand s;y1 und erhilt eine direkte Belohnung 7.

Die Lernrate « steuert den Anteil der aktuellen Q-Werte und der neu gewonnenen Infor-
mationen, die in die Aktualisierung einfliefen. Die neu gewonnenen Informationen bilden
sich aus der direkten Belohnung r; und dem maximal moglichen Q-Wert fiir den Folge-
zustand zusammen. Wie in Abschnitt 2.2.2 beschrieben, entspricht dies der méglichen
Gesamtbelohnung, die abhéngig vom Diskontierungsfaktor v ist. Die Lernrate kann in
dieser Umgebung o = 1,0 gesetzt werden, da die Ubergangsfunktion o und die Reward-
Funktion r deterministisch sind. In nicht-deterministischen Umgebungen ist es sinnvoll
a < 1,0 zu setzen, um Fehler, die durch stochastische Funktionen entstehen, auszuglei-

chen.
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2.2.6 Neuronale Netze

Ein groftes Problem beim Reinforcement Learning ist die Dimensionalitit des Zustands-
raumes. Mit jeder Dimension wichst der Zustandsraum exponentiell. Zum Speichern der
Q-Werte werden daher Tabellen schnell unbrauchbar, da sie zu groff werden. Ein weite-
rer grofen Nachteil, den Tabellen haben, ist, dass sie nur mit diskreten Zustands- und
Aktionswerten umgehen kénnen. Dadurch wiirde es lénger dauern bis jeder Q-Wert kon-
vergiert.

Eine Losung ist es die Q-Werte in einem neuronalen Netz zu speichern. Die Berechnung
der Q-Werte bleibt dabei gleich. Beim Deep Q-Learning heifit ein solches Netz Deep
Q-Network (DQN).

Kiinstliche neuronale Netze sind eine Abbildung der Funktionsweise des Gehirns. Neuro-
nen, die in hierarchischen Schichten angeordnet sind, bilden ein Netz, welches Schichtwei-
se miteinander verbunden ist. Legt man an der Eingangsschicht eines neuronalen Netzes
ein Eingangssignal an, dann kommt durch die Vernetzung der Neuronen an der Aus-
gangsschicht ein Ausgangssignal wieder heraus. Man kann neuronale Netz so trainieren,
dass ein Eingangssignal ein gewiinschtes Ausgangssignal erzeugt. Beim Training werden
Eingangs- und Ausgangssignal vorgegeben und die Neuronen so modifiziert, dass sich das

Netz wie gewiinscht verhilt.

2.2.7 Target-Netz

Bei den meisten RL-Algorithmen, die mit neuronalen Netzen arbeiten, wird fiir jedes
Netz ein weiteres Target-Netz verwendet. Dieses ist eine Kopie des eigentlichen Netzes
und dementsprechend identisch in der Architektur und Initialisierung der Parameter. Sei
beim Deep Q-Learning das Netz @Q mit den Parametern #% gegeben, dann ist dessen
Target-Netz Q' mit den Parametern #9". Die Aktualisierungsfunktion aus Gleichung 2.18

wird bei Verwendung eines Target-Netzes zu
Qn(st,a|09) ¢ 7o+ 7 - max Q' (se+1, al6?), (2.19)

wobei die Lernrate av = 1,0 gesetzt wird. Nach der Aktualisierung des Netzes ) wird das
Target-Netz Q' langsam dem Netz @ angeglichen. Dies geschieht iiber die Aktualisierung

der Parameter der Netze und dem Faktor 7 mit:

09" — 709 + (1 — )09 (2.20)
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Die Parameter der Netze bestehen aus den Gewichten und den Bias von allen Neuronen.

Target-Netze werden zur Stabilisierung des Trainings eingesetzt. Durch das langsame
Annghern des Target-Netzes an das Trainingsnetz werden eventuelle Fehler oder Schwan-

kungen nicht sofort mit in die Berechnung des Q-Wertes iibernommen.
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In diesem Kapitel wird der Deep Deterministic Policy Gradient (DDPG) Algorithmus und
dessen Implementierung vorgestellt. Um eine gute Losung fiir die Architektur der Netze
und die Details des Algorithmus festlegen zu kénnen, wird zunéchst eine Beschreibung

des Problems bendtigt.

3.1 Problembeschreibung

Abhéngig von dem Problem gestalten sich Zustands- und Aktionsraum fiir den gewdhlten
Algorithmus. Durch die Beschreibung des Problems wird auch das Ziel der Aufgabe
definiert. Diese Informationen iiber das Ziel sind notwendig, um mégliche Definitionen
der Reward-Funktion erarbeiten zu konnen. Auch andere Details des Algorithmus werden
erst nach der Festlegung des gewiinschten Zieles moglich. Dazu gehdren unter anderem die
Netzarchitektur, das Verhalten des Experience Replay Speichers, die gewahlte Strategie
und weitere.

Zunéchst wird das Problem und die dafiir notwendigen Zustands- und Aktionsrdume

erldutert. Weitere Details zum Algorithmus kénnen anschliefend festgelegt werden.

3.1.1 Problem

Das hier gegebene Problem besteht in der Stabilisierung eines Quadcopters. Es sollen un-
kontrollierte Flugzustinde stabilisiert werden. Solche Zustidnde entstehen zum Beispiel
bei einem Zusammenstol mit einem anderem Objekt oder einem kurzzeitigen Rotoraus-
fall. Der dadurch entstehende Absturz ist unkontrolliert. Dies bedeutet, dass sich der
Quadcopter mit erhdhter Geschwindigkeit in der Umgebung bewegt und auch die Aus-
richtung stark rotiert. Sobald die Rotoren nach dem Zwischenfall wieder steuerbar sind,
muss der Quadcopter wieder stabilisiert werden. Das bedeutet, dass die Rotationsge-

schwindigkeiten um die eigenen Achsen reduziert werden miissen, bis eine dauerhafte
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Ausrichtung nach oben wieder gegeben ist und anschliefend die Geschwindigkeit des
Quadcopters auf Null gebracht werden kann. Die genaue Endposition ist hierbei nicht

von Interesse, da lediglich eine stabile Lage gefunden werden soll.

3.1.2 Aktionsraum

Steuerbare Faktoren des Quadcopters sind die Winkelgeschwindigkeiten der vier Rotoren
w = ( W] W2 w3 Wy )T. Aufgrund der Definition der Flugdynamik und der Umgebung
bestimmen allein diese Werte die Flugbahn des Quadcopter (siehe Abschnitte 2.1.2 und
2.1.1). Da es keine Simulation der Rotormotoren gibt, werden durch eine Aktion alle vier
Winkelgeschwindigkeiten direkt gesetzt. Der DDPG-Algorithmus erméglicht dafiir einen

kontinuierlichen Aktionsraum.

Zur Steuerung der Rotorwinkelgeschwindigkeiten w liefert der Actor eine Aktion as. Der
Actor verfiigt iber ¢ Dimensionen am Ausgang mit den Werten a;;, € [—1, +1]. Es werden
zwei Varianten vorgestellt und in Abschnitt 4.2.3 verglichen. Die erste Variante verfiigt
iiber vier Dimensionen und die zweite Variante iiber fiinf Dimensionen. Die beiden Va-
rianten sind mit den Konstanten g, = 50%, k, = 5% und dem Basiswert b, = 225,678%

wie folgt definiert:

T
Variante A mit Aktion a; = ( at, Aty Qpg Gy ) (4 Dimensionen):

w1 by + a1 - gu
bo.) " Yw
w = w2 = + a2 9 (31)
w3 by + az - Jw
Wy bw + a4 - gu

T
Variante B mit Aktion a; = ( at, Gty Qts G, Gy ) (5 Dimensionen):

w1 bw+a5'gw+a1'kw

" wy [ by + as - g, + as - kg (3.2)
w3 bw+a5'gw+a3'kw
w4 by +as - g, + aq - kg

Aufgrund der Netzarchitektur gilt fiir die Werte |as,| < 1. Die Werte fiir die Winkelge-

schwindigkeiten der Rotoren liegen jedoch in stabiler Position bei circa 225%. Deswegen
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wird der Basiswert b, zum Ausgleich verwendet. Zur Definition des Basiswertes wird eine
stabile Position vorausgesetzt. Das bedeutet, dass keine Rotation und keine Bewegung
des Quadcopters stattfindet und dieser nach oben ausgerichtet ist. Alle vier Rotoren dre-
hen sich dann mit gleicher Geschwindigkeit, sodass keine Manover zur Seite moglich sind.
Somit kann durch die Winkelgeschwindigkeit lediglich die Hoéhe verdndert werden. Fiir
die Gleichung aus 2.14 ergibt sich mit den Bedingungen = 033, 2 = 0", ¢ = 0° und
0 =0°

"—l cos CcoSs - Z| —
& = —[(cos(¢) cos(0)) . — ka:2] — g (3.3)

SF,=m-g

Da die vier Winkelgeschwindigkeiten den gleichen Wert haben (w; = wy = w3 = wy) folgt
nach Gleichung 2.6:

F, = k:f(w% + w% + w% + wi)

VSR (3.4)
Setzt man Gleichung 3.4 in Gleichung 3.3 ein, so ergibt sich:
kp-4- w% =m-g
&= 4-5 (3.5)
m-
Sw = 4‘150

Durch Einsetzen der Parameterwerte aus Tabelle 2.1 ergibt sich fiir den Basiswert auf
drei Nachkommastellen gerundet: b, = 225,678%

Die Konstante g, ermd6glicht den einzelnen Winkelgeschwindigkeiten um :|:50% vom Ba-
siswert b, abzuweichen. Bei Variante A konnen dadurch die Differenzen der einzelnen
Rotoren sehr hoch sein. In Variante B wird die Konstante g, auf alle vier Rotoren glei-
chermafsen angewendet und die kleinere Konstante k,, definiert die moéglichen Differenzen
der Winkelgeschwindigkeiten.

Variante B benétigt zwar mehr Dimensionen, jedoch ist die Vermutung, dass durch die
kleineren Differenzen zwischen den einzelnen Rotoren ein insgesamt stabilerer Flugverlauf
stattfindet. Diese Vermutung wird in Abschnitt 4.2.3 evaluiert.
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3.1.3 Zustandsraum

Durch den vorgegebenen Aktionsraum sind Manéver in allen Dimensionen des Quadco-
pters mdéglich. Daher sollte der Zustandsraum im Idealfall auch alle Dimensionen abde-
cken. Aufgrund der Problemdefinition braucht die genaue Position im Raum nicht be-
achtet werden, da lediglich eine stabile Lage gefordert ist. Dadurch erhélt man folgenden
Zustandsraum: [&,7, 2, &, i, %, ¢, 0,0, 6, 0,1, ¢,0,] (15 Dimensionen)

Eines der gréften Probleme beim RL und allgemein beim Trainieren von neuronalen
Netzen ist die Dimensionalitdt. Zum einen steigt mit jeder zusdtzlichen Dimensionen die
Trainingszeit stark an und zum anderen sinkt die Wahrscheinlichkeit eines erfolgreichen
Trainings. Deswegen ist eine zweite Variante mit einem verkleinerten Zustandsraum hier
zum Vergleich gegeben. In diesem wird auf einige Dimensionen verzichtet und ist wie
folgt definiert: [&, 7, 2, ¢, 0,1, ¢, 0, 4] (9 Dimensionen)

Da in den Geschwindigkeitsvariablen (§ und 7)) bereits die notwendigen Informationen
enthalten sind, wird auf Beschleunigungsvariablen (5 und 7j) verzichtet. Durch diesen
Verzicht wird erwartet, dass der Lernprozess zwar schneller wird, jedoch die Endergeb-
nisse sich verschlechtern. In Abschnitt 4.2.3 werden die beiden Varianten miteinander

verglichen.

Um den Wertebereich des Zustandsraumes einzugrenzen werden die Winkel in 7 wie folgt

begrenzt:
¢ ((¢+180°) mod 360°) — 180° (3.62)
6 < ((6+180°) mod 360°) — 180° (3.6b)
¥ ¢ ((¥ +180°) mod 360°) — 180° (3.6¢)

Somit ergibt sich ¢, 0,1 € [—180°,4180°] und erleichtert das Training fiir das Netz. Dies
ist moglich, da bei einer vollstdndigen Rotation um die Achse die Zustidnde identisch

sind.

3.1.4 Episode

Eine Episode beschreibt einen Zeitraum, in dem der lernende Agent in einen Startzustand

versetzt wird und dann mit der Umgebung agiert, bis entweder der Zielzustand erreicht ist
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oder eine festgelegte Zeit abgelaufen ist. Ein Zielzustand kann dabei sowohl ein positives
als auch ein negatives Ziel sein. Das Betreten eines ungewollten Zustandes kann ebenfalls

ein Abbruchkriterium fiir eine Episode sein.

Da der Quadcopter nach einem erfolgreichen Training je nach Ausgangslage circa 3s
benotigt, um sich zu stabilisieren, sollte eine Episode mindestens solange andauern. Durch
den Startzustand einer neuer Episode kénnen neue Flugbahnen entdeckt werden. Daher
sollte regelméfig eine neue Episode gestartet werden. Eine passende Episodenlinge ist
mit 10s gegeben. Die Simulationsschrittgréfse betrdgt dabei 0,05s, was eine geeignete

Grofe zum Messen der tempordren Differenzwerte (TD) zwischen zwei Schritten ist.

Zielzustand

Bei einem Problem, wo der Agent im Schachspiel siegen muss, ist der Zielzustand klar
durch einen Sieg oder Niederlage definiert. Bei der Stabilisierung von Flugzusténden ist
der gewiinschte positive Zielzustand der absolute Stillstand in der Luft. Diesen exakten
Zustand zu erreichen ist unwahrscheinlich. Stattdessen konnte ein Zielbereich definiert
werden. Jeder Zustand in diesem Zielbereich ist damit ein Zielzustand. Allerdings besteht
das Problem mit der Unerreichbarkeit des Zieles bei einem zu kleinem Zielbereich weiter-
hin. Wird der Zielbereich zu grof definiert, sind alle Zustdnde am Rand des Zielbereiches
keine stabilen Flugzustdnde. Angenommen die Grofe des Zielbereiches ist optimal: Auch
dann wird beim ersten Zustand am Rand des Zielbereiches abgebrochen und der Agent
lernt nie einen Zustand mit absoluten Stillstand kennen.

Aufgrund der Schwierigkeit einen geeigneten positiven Zielzustand zu definieren, ist ei-
ne Episode nach Ablauf einer festgelegten Zeit beendet und somit eine kontinuierliche
Aufgabe. Auferdem ist durch die konstante Episodenlénge ein Vergleichen der Episoden
beziiglich des Erfolges besser messbar. In Abschnitt 3.2.3 werden zwei Varianten von
Reward-Funktionen vorgestellt. Eine Variante benutzt Zielzusténde, jedoch ist dies auch
dort kein Abbruchkriterium fiir die Episode. Um stets die gleiche Episodenlénge zu ge-
wihrleisten, fithrt auch ein negativer Zielzustéinde zu keinem Abbruch der Episode. Ein
solcher negativer Zielzustand kann bei Verlassen eines festgelegten Wertebereiches fiir

Position oder Geschwindigkeit definiert sein.
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Startzustand

Der Startzustand einer Episode kann beliebig gewdhlt werden. Am geeignetsten ist es

diesen zufallig zu wihlen, damit nicht nur ein Weg zum Ziel gefunden wird, sondern eine

Erkundung (Ezploration) moglichst vieler Zustdnde stattfindet. Die Definition moglicher

Startzustéinde entscheidet dabei iber den Schwierigkeitsgrad fiir den Agenten das Pro-

blem zu 16sen. Bei einem klein definierten Zustandsbereich in der Nihe des Zieles wird

der Agent schneller einen Weg zum Ziel finden, als wenn der Startzustand ein beliebiger

Zustand im Raum sein kann. Jedoch ist es sinnvoll den méglichen Startbereich grof zu

wahlen, damit der Agent lernt in allen Zusténden gute Aktionsentscheidungen zu treffen.

Der Schwierigkeitsgrad, der sich durch den Startzustand ergibt, ist in folgende Kategorien

eingeteilt:

e Finfach: Startzustdnde mit geringer Geschwindigkeit und Beschleunigung von Po-

sition und Rotation, sowie aufrechter Orientierung.

e Normal: Startzusténde mit geringer und hoher Geschwindigkeit und Beschleuni-

gung von Position und Rotation, sowie Orientierung in alle Richtungen.

e Schwierig: Startzustdnde mit hoher Geschwindigkeit und Beschleunigung von Po-

sition und Rotation, sowie Orientierung in alle Richtungen.

Tabelle 3.1: Grenzwert der Startzustdnde beziiglich des gewdhlten Schwierigkeitsgrades

einfach | normal | schwierig
Emaz 0,01 0,3 3,0
maz | 0,01 0,1 1,0
Nmaz 18 180 180
Nmaz 0,01 0,3 3,0
Timag 0,01 0,1 1,0
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Zu Beginn einer Episode wird ein Startzustand zuféllig gesetzt. Der Startzustand fiir

jedes Zustandselement ist durch die folgenden Gleichungen gegeben:

T Start 0
fStart = | ystart | = 10| - Im (37&)
ZStart 0
i'Start
fStart = | YStart | — TandomS(_gmam gmaw) ' ? (37b)
2Start
i'Start
§Start = YStart | = TandomS(_gmaw gmam) : ST (37C)
QStart
QsStart o
= randoma(—Nmaz, Mmaz) * 1 (3.7d)
GSta'rt
Vstart = randoms (—180,180) - 1° (3.7e)
(z;Start 1°
NStart = Ostart | = TandomS(_ﬁmaa:a 'flmax) : ? (37f)
wStart
(.z;Start 1°
gStart = | Ostart | = Tand0m3(_ﬁmaxa ﬁmax) ’ 872 (37g)
wsmrt

Die Funktion random,,(a,b) liefert einen n-dimensionalen Vektor mit Zufallszahlen aus
den gegebenen Grenzwerten a und b. Dabei sind &42, fmax, émam, Nmazs Mmaz WA Hmaz
die Grenzwerte fiir den Zustandsraum. Diese sind in drei Schwierigkeitsgrade eingeteilt
und in der Tabelle 3.1 aufgelistet.

Der Startzustand fiir die Positon z, y und z ist immer im Nullpunkt (siehe Gleichung
3.7a). Diese Werte konnen auch beliebig gesetzt werden, da sie nicht zum Zustandsraum
gehoren und auch keine Auswirkung auf eine stabile Lage haben. Jedoch ist es fiir spé-
tere FEvaluierungen unkomplizierter, wenn der Startpunkt immer im Nullpunkt ist. Der
Startbereich fiir den Wert von Yaw-Winkel v ist immer der maximal mégliche Bereich,
da dieser selbst im Zielbereich alle Winkelstellungen fiir eine stabile Lage zulésst (siehe
Gleichung 3.7e).
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Fiir die Evaluierung im néchsten Kapitel wird der normale Schwierigkeitsgrad gewé&hlt.
In Abschnitt 4.2.1 werden die beiden anderen Kategorien ausgewertet. Eine Alternative
fiir die Startzustédnde bietet Curriculum Learning. Mit dieser Methode wird der Schwie-
rigkeitsgrad fiir den Agenten schrittweise erhdht. Diese Methode wird in Abschnitt 3.2.6

vorgestellt.

3.2 Implementierung des Algorithmus

Der DDPG-Algorithmus wird fiir diese Problemstellung eingesetzt, da dieser die Ak-
tionen aus einem kontinuierlichen Aktionsraum wéhlen kann. Zu der Implementierung
gehoren die Reward-Funktion und das verwendete Rauschen, welche problembezogen an-
gepasst werden miissen. Der Algorithmus verwendet einen Experience Replay Speicher,
der hier vorgestellt wird. Zu dem Speicher gehoren die Techniken Prioritized Experience
Replay (PER) und Hindsight Experience Replay (HER), die Auswirkungen auf das Lern-
verhalten des Agenten haben. Eine weitere Technik, die in dieser Implementierung die

Startzustéinde reguliert, nennt sich Curriculum Learning.

3.2.1 Deep Deterministic Policy Gradient

DDPG ist eine Actor-Critic modellfreier Algorithmus [2]. Modellfrei bedeutet, dass die
Umgebung dem Agenten nicht bekannt ist und nur durch die Interaktion diese erkundet
wird. Der Algorithmus besteht aus einem Actor und einem Critic. Der Critic bewertet
mit Q-Werten die Zustand-Aktions-Paare. Dieses Verfahren baut auf dem bereits vorge-
stellten Deep Q-Learning auf, wobei Deep fiir den Einsatz von tiefen neuronalen Netzen
steht. Der zusétzliche Actor iibernimmt hier die Ermittlung einer Aktion. Diese Trennung
von Critic und Actor erméglicht einen kontinuierlichen Aktionsraum. Bei Critic-only Al-
gorithmen (wie Q-Learning) sind nur diskrete Aktionsrdume moglich. Bei diesen wird
eine konkrete Anzahl von Zustand-Aktions-Paaren bewertet und je nach Strategie eine

Aktion aufgrund der jeweiligen Q-Werte ausgewahlt.

In Abbildung 3.1 ist die Actor-Critic Architektur graphisch gezeigt [1]. Der Actor wihlt
aufgrund seiner Strategie eine Aktion fiir den Zustand. Die Aufgabe des Critics ist es
diese Aktion fiir den Zustand mit Hilfe einer Q-Funktion zu bewerten. Um die beiden
Netze zu trainieren wird der TD-Fehler, der sich aus dem Vergleich der Q-Werte ergibt,

verwendet.
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Actor
. Aktion
| Strategie
N\
TD - Fehler
Critic /4
>  Q-Funktion |«
A
Reward
Zustand
Umgebung -

Abbildung 3.1: Actor-Critic Architektur

Der detaillierte Ablauf von DDPG ist in Algorithmus 1 beschrieben |2|[4]. Das Critic-
Netz @ und das Actor-Netz p mit den Parameter #9 und 6* besitzen jeweils ein Target-
Netz @' und /. Der Experience Replay Speicher R ist ein FIFO-Buffer, der in jedem
Schritt mit einer Transition gefiillt wird. Eine Transition ist ein Tupel mit den folgenden
Elementen fiir den Zeitpunkt ¢: Zustand s;, Aktion a;, Reward r; und Folgezustand
S¢+1. Aus dem Speicher R werden die Transitionen fiir die Minibatches zum Trainieren
der Netze entnommen. Die genaue Funktionsweise des Speichers wird in Abschnitt 3.2.5
erklart.

Der Algorithmus durchlduft nach den bendtigten Initialisierungen M Episoden, wobei
jede Episode T Schritte hat. Zu Begin jeder Episode wird ein neuer Startzustand sgiqrt
zufillig gesetzt (sieche Abschnitt 3.1.4). Das Rauschen (noise) N ermoglicht dem Agenten
eine bessere Erkundung (Ezploration). Im Abschnitt 3.2.4 werden verschiedene Varianten

von Rauschen vorgestellt.

In der ersten For-Schleife jeder Episode wird diese komplett simuliert. Zu jedem Simula-
tionsschritt ¢ wird abhéingig vom Zustand s; und der Strategie 7 die Aktion a; ermittelt.
Durch Simulation der Aktionsausfithrung wird der Folgezustand s;41 und die dazugehd-

rige direkte Belohnung r; erhalten und als Transition (s, as, 7, S¢41) in R gespeichert.
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Algorithmus 1 DDPG-Algorithmus

Initialisiere zufillig das Critic-Netz Q(s, a|#%) mit den Parametern 6%
Initialisiere zufillig das Actor-Netz p(s]|0#) mit den Parametern 6+
Initialisiere die Target-Netze Q' und 4/ mit den Parametern 69 < 9 und 6# « 9~
Initialisiere den Experience Replay Speicher R
for Episode =1, M do
Initialisiere ein Rauschen N
Setze einen Startzustand s
fort=1,T do
Wihle Aktion a; = pur(s¢|0") gemék der Strategie m und dem Rauschen N
Fithre Aktion a; aus und erhalte die Belohnung r; und den Folgezustand s;41
Speichere Transition (s, a, 7, S¢4+1) in R
end for
fort =1,T do
Erstelle ein Minibatch von N Transitionen (s;, a;,7;, Si+1) aus R
Setze das Target y;:

yi =i +7Q 7 (si41, M/w(8i+l\9”/)’9Q/) (3.8)

Aktualisiere Critic durch Minimieren des Fehlbetrags L:

L= 5 Y Qulsisalo®)? (39

Aktualisiere den Actor durch Policy Gradient:

1
Voud = N Zva@ﬂ(s’ al09)|s = 55,0 = pr(55) Vou pir (5]0%)] 54 (3.10)

Aktualisiere die Target-Netze:

09 709 + (1 - 7)89

' / 3.11
O <« 10* 4+ (1 —71)0H ( )

end for
end for

In der zweiten For-Schleife werden die Netze des Critics und des Actors trainiert. Fiir das
Training des Critics wird der Q-Wert verwendet. Der Q-Wert ist, wie beim Q-Learning,
die erwartete Gesamtbelohnung (Gesamtreward) fiir das Ausfiihren der Aktion a; im Zu-

stand s;. Das Netz () wird durch Gradient Descent trainiert. Der dabei zu minimierende
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Fehlerbetrag (loss) L ist in Gleichung 3.9 zu sehen. Die hier verwendete Verlustfunktion
ist mean squared error (MSE). Weitere Verlustfunktionen und die Architektur der Netze
Q@ und @' werden in Abschnitt 3.2.2 vorgestellt.

Das Target y; ist der Gesamtreward, der sich aus dem direkten Reward und der Vorher-
sage des zukiinftigen Gesamtrewards ergibt. Das Target, welches auch beim Q-Learning
verwendet wird (siehe Abschnitt 2.2.5), unterscheidet sich von dem hier verwendeten
Target. Zur Berechnung des Targets y; (siehe Gleichung 3.8) werden die Target-Netze
Q' und p/ verwendet. Die Aktion asy fiir den Folgezustand s;1 wird dabei durch das
Target-Netz p’ gewihlt. Bevor das Target y; fiir das Training verwendet wird, findet ein
Target-Clipping statt. Dies tragt dazu bei, dass das Target nur Werte annimmt, die im
moglichen Wertebereich liegen. Somit wird ein berechnetes Target y durch die Funk-
tion target clipping(y) in den Wertebereich, der durch v, und ymq. festgelegt ist,

geschnitten.

target _clipping(y) = clip(y, Ymin, Ymaz) (3.12)

Die Funktion clip ist wie folgt definiert:

a fallsx <a,
clip(z,a,b) = Qb  fallsz > b, (3.13)
T sonst.
Zur Festlegung der Grenzwerte des Targets werden dessen minimale und maximale Werte

ermittelt. Da das Target dem Gesamtreward entspricht, berechnet es sich nach Gleichung

2.15 mit dem Diskontierungsfaktor v wie folgt:

T'min
Ymin = 1_ ~

o (3.14)
Ymazx =

L -~

Die Werte rp,n und 7,4, ergeben sich aus dem Wertebereich der Reward-Funktion mit
r(s,a) € [Fmin, Tmaz), welche in Abschnitt 3.2.3 definiert wird.

Der Actor wird durch Policy Gradient trainiert. Die Approximation fiir den Gradienten ist
durch Gleichung 3.10 gegeben, wobei J die Startverteilung ist [2]. Der Gradient entsteht
durch eine Verkettung der Gradienten der beiden Netze wie folgt [11]:

Voupir () = VaQxr(s,al09)Voupix (5|0 (3.15)
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Nach dem Training der Netze werden die Target-Netze Q" und ' langsam den Trainings-
netzen Q und p angendhert. Dazu werden wie in den Zuweisungen 3.11 die jeweiligen
Parameter angepasst. Der Wert 7 mit 7 < 1 entscheidet dariiber wie schnell diese An-

néherung geschieht.

3.2.2 Netzarchitektur

Abhéngig von der Problemstellung und der Definition von Aktions- und Zustandsraum
kann eine Netzarchitektur fiir Actor und Critic gewédhlt werden. Die Definition der Netz-
architektur basiert jeweils auf der ersten Variante mit 15 Dimensionen fiir den Zustands-

raum und vier Dimensionen fiir den Aktionsraum.

Q-Wert
Dimension: 1
Aktion a¢
Dimensionen: 4 1
Critic Q | —
\ Ausgabeschicht
Neuronenanzahl: 1
Actor 1 Aktivierungsfunktion: /inear
Ausgabeschicht Verdeckte Schicht
Neqrqnenanzahl: 4 Neuronenanzahl: 2 - 27~
Aktlvlerungsﬁlmktlon: tarh Aktivierungsfunktion: tanh
I
Batch-Normalisierung I I
Verdeckte Schicht Verdeckte Schicht
| Neuronenanzahl: 1 - 2%V Neuronenanzahl: 1 - 2%~
Verdeckte Schicht Aktivierungsfunktion: fanh Aktivierungsfunktion: tanh
Neuronenanzahl: 2 - 2%~ A
Aktivierungsfunktion: tanh | Verdeckte Schicht
Neuronenanzahl: 2 - 2°~
Batch-Normalisierung Aktivierungsfunktion: tanh
| A

Verdeckte Schicht
Neuronenanzahl: 2 - 2%V
Aktivierungsfunktion: tanh

I
Batch-Normalisierung |
A

Zustand st
Dimensionen: 15,

Abbildung 3.2: Netzarchitektur

Die Abbildung 3.2 zeigt die Netzarchitektur mit allen Schichten (Layer). Jede Schicht
ist komplett mit seinen benachbarten Schichten verbunden (Fully Connected Layer). Das
bedeutet, dass jedes Neuron einer Schicht jeweils eine Verbindung zu jedem Neuron in der
vorherigen und folgenden Schicht besitzt. Die Anzahl an Neuronen ist variabel einstell-
bar. Dazu ist der Faktor zny € N gegeben. Eine geeignete Netzgrofe mit 645 Neuronen
ist durch xy = 6 gewahlt (siehe Abschnitt 4.2.2).
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In Python sind die Schichten mit Hilfe der Dense-Layer aus der Keras-Bibliothek im-
plementiert. Keras bietet eine vereinfachte Schnittstelle zum Erstellen von neuronalen
Netzen und verwendet dabei selbst Tensorflow als Backend.

Die Ausgabeschicht fiir den Actor wird durch eine tanh-Funktion aktiviert. Somit sind
die Werte fiir die Aktion im Bereich a¢ € [—1, +1]. Der Wertebereich des Q-Wertes ist ab-
hangig von der Reward-Funktion. Um alle moéglichen Werte aus dem reellen Zahlenraum
abzudecken, wird die Ausgabeschicht des Critics mit einer linearen Funktion aktiviert.
Fiir alle verdeckten Schichten hat sich die tanh-Funktion als geeignetste Aktivierungs-
funktion herausgestellt.

Zur Normalisierung der Netzeinginge wird beim Actor vor jede Schicht eine zusétzli-
che Schicht mit Batch-Normalisierung eingesetzt. Dadurch wird der Wertebereich der
Eingangssignale der folgenden Schichten normalisiert. Jedoch ist dies beim Critic nicht
eingsetzbar, da ansonsten das Training nicht konvergiert. Eine weitere Mafsnahme, um die
Gewichte der Netze in einen kleinen Bereich von [—1, +1] zu bringen, wird durch die In-
itialisierung erreicht. Zur Initialisierung wird glorot-uniform eingesetzt. Diese verwendet
eine Normalverteilung mit Mittelwert 0 und einer Varianz, die sich nach der Netzgrofe
richtet.

Zur Bestimmung einer Aktion a; in einem Zustand s; wird nur der Actor p bendtigt.
Dieser legt den Zustand an sein Netz an und wihlt durch Weiterleiten (Forwarding) eine
Aktion. Der Critic kann anschliefsend durch Weiterleiten der gewdhlten Aktion und des
gegebenen Zustandes eine Bewertung dieses Zustand-Aktions-Paares treffen. Dem Critic
ist dabei eine zusétzliche Schicht nur mit dem Zustand als Eingabe gegeben, bevor die
Aktionen und Zustdnde zusammen in eine Schicht gelangen [2]. Dies gibt dem Critic die

Moglichkeit die Eigenschaften der Zustinde unabhéngig von den Aktionen zu trainieren.

MAE
81 — MSE
—— Huber loss

Abbildung 3.3: Verlustfunktionen
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Die Trainingsverfahren fiir den Actor und den Critic sind in Abschnitt 3.2.1 vorgestellt.
Der Gradient Descent Algorithmus des Critics ist in Keras durch den Adam Optimizer
mit einer Lernrate von 0,001 implementiert. Im vorgestellten Algorithmus 1 wurde als
Verlustfunktion MSE verwendet (Gleichung 3.17). Alternativen dazu sind MAE (Glei-
chung 3.16) oder Huber loss (Gleichung 3.18). Huber loss soll ein robusteres Lernen
ermoglichen, indem es weniger auf Ausreifer reagiert [12]. Eine Verlustfunktion dient
zur Bestimmung der Genauigkeit eines beobachteten Wertes y im Vergleich zu dessen

vorhergesagten Wert ¢. Die Funktionen sind wie folgt definiert:

Ly, 9) = ly — 9l (3.16)
L(y,5) = (y — 9)° (3.17)
L 5)2 _ 4
L5h (ng) — 2(y y) falls ’y y’ S 5h; (318)

n(ly — 9| — %5h) sonst.

Fiir Huber loss gilt hier 6, = 1. Die Abbildung 3.3 zeigt die drei Funktionsgraphen im
Vergleich, wobei a die Differenz von y und ¢ mit @ = y—7g ist. Wie sich die drei Funktionen

auf das Training des Agenten auswirken, wird in Abschnitt 4.2.2 evaluiert.

3.2.3 Reward-Funktion

Die Reward-Funktion ist einer der wichtigsten Funktionen des Algorithmus und ent-
scheidet dariiber, ob ein Training zielfithrend ist [13]. Eine ungeeignete Funktion kann
den Agenten ein falsches Ziel lernen lassen. Die Reward-Funktion belohnt oder bestraft
einen Agenten fiir das Betreten eines Zustandes. Somit weist die Reward-Funktion je-
dem Zustand eine direkte Belohnung (immediate reward) zu. Positive Zustdnde werden
dementsprechend belohnt (positiv reward) und Fehler werden wiederum bestraft (negativ

reward). Ein Fehler wére hier das Verlassen des erlaubten Zustandsraumes.

Shaped und sparse Reward-Funktionen

In der Regel unterscheidet man zwischen sparse und shaped Reward-Funktionen. Eine
sparse (sparliche) Reward-Funktion liefert bei Erreichen des Ziels einen positiven Re-
ward (z.B. +1) und bei einem Fehler einen negativen Reward (z.B. —1). Alle weiteren

Zustéande werden neutral (Reward ist 0) behandelt. Je nach Problemstellung kann die
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sparse Reward-Funktion angepasst werden. Bei episodischen Aufgaben, wo die Episode
bei einem Fehler abgebrochen wird, wird jeder Zustand, der kein Fehler ist, belohnt (Re-
ward ist z.B. +1). Da der Agent versucht die Gesamtbelohnung zu maximieren, wird er
versuchen Fehler zu meiden. Bei kontinuierlichen Aufgaben sollen auch Fehler vermieden
werden, jedoch wird bei einem Fehler die Episode nicht abgebrochen, aber bestraft (Re-
ward ist z.B. —1). Alle positiven Zustéande werden nicht bestraft (Reward ist z.B. 0). So
wird der Agent auch versuchen Fehler zu meiden.

Eine shaped (geformte) Reward-Funktion liefert abhéngig von der Variante ebenfalls ne-
gative Rewards fiir Fehler (Reward ist z.B. —1) und positive Rewards fiir das Erreichen
des Ziel (Reward ist z.B. +1). Der Unterschied liegt in der Bewertung der restlichen Zu-
stinde. Diese werden nicht neutral bewertet, sondern der Reward richtet sich nach dem
Zustandsabstand zum Ziel. Die Definition des Zustandsabstands ist je nach Problemstel-
lung unterschiedlich. So kann bei einer Aufgabe, in der eine Position erreicht werden soll,
die Entfernung zu der Zielposition als Mafs fiir die Reward-Funktion genommen werden.
Auch bei einer shaped Reward-Funktion gibt es beliebige Varianten, wie fiir episodische

und kontinuierliche Aufgaben, die den Wertebereich der Reward-Funktion festlegen.

1.00 A 1.00 4

0.75 4 0.75 A

0.50 4 0.50 A

v 0257 o 0257

2 0.001 2 0.004
& &

-0.25 1 -0.25 1

~0.50 1 -0.50 4

-0.75 1 -0.75 1

—1.00 1 —1.00 A

0 1 2 3 4 5 0 1 2 3 4 5
Entfernung zum Ziel [m] Entfernung zum Ziel [m]
(a) Sparse Reward (b) Shaped Reward

Abbildung 3.4: Beispielaufgabe ,, Topfschlagen®: Vergleich sparse und shaped Reward

Sei als Beispielaufgabe das Kinderspiel ,, Topfschlagen® gew#hlt. In diesem Spiel ist die
Aufgabe mit verbundenen Augen einen Topf im Spielfeld zu finden. Die Reward-Funktion
basiert dabei auf der Entfernung in Meter zum Ziel. Den direkten Reward liefern bei die-
sem Spiel die Zuschauer in Form von Zurufen fiir den Spieler. Bei einer sparse Reward-
Funktion wie in Abbildung 3.4a erhilt der Spieler so gut wie keine Riickmeldung von den
Zuschauern. Lediglich bei Erreichen des Ziels oder bei Verlassen des Spielfelds erhélt der
Spieler die Zurufe ,,sehr warm® und ,;sehr kalt“. Somit ist es fiir den Spieler sehr schwierig

sich auf dem Spielfeld Richtung Ziel zu orientieren. Bei einer shaped Reward-Funktion
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wie in Abbildung 3.4b erh#lt der Spieler durchgehend Zurufe wie ,warm“ und ,kalt“
und zusdtzlich kdnnen die Zuschauer die Information mitgeben, ob der aktuelle Zustand

,wirmer” oder ,kélter” als der vorherige ist.

Der Vorteil einer shaped Reward-Funktion ist die Moglichkeit fiir den Agenten einfach die
Rewardunterschiede zwischen zwei Zustdnden zu erkennen und somit auch schneller das
Ziel zu finden und das Training zu beschleunigen. Der Nachteil ist, dass fiir eine Definition
der shaped Reward-Funktion die Umgebung bekannt sein muss. Des Weiteren muss das
Wissen vorhanden sein, wie sich verschiedene Zustinde im Verhaltnis auf das Erreichen
des Zieles auswirken. Aber auch, wenn dieses Wissen vorhanden ist, ist der Entwurf einer
geeigneten Reward-Funktion nicht trivial. Dies ist zugleich der Vorteil der sparse Reward-
Funktion. Bei dieser miissen lediglich positive wie negative Zielzustinde definiert werden.
Diese werden dann mit einem positiven bzw. negativen Reward versehen. Somit ist beim
Entwurf kein Wissen iiber die Umgebung nétig, sonder nur was das gewiinschte Ziel ist.
Ein weiterer Vorteil durch diese einfache Definition ist, dass durch diese Reward-Funktion
das Ziel und nicht der Weg zum Ziel definiert wird. So wird dem Agenten Freiraum zum

Entwickeln eigener Lésungen gegeben.

Die Hilfsfunktionen fg4;, und f,

Das in Abschnitt 3.1 vorgestellte Problem wird als kontinuierliche Aufgabe behandelt,
dessen Episoden nach Ablauf einer festgelegten Zeit enden. Fiir diese Aufgabenstellung

ist das Verwenden von shaped und sparse Reward-Funktionen moglich.

6

54

IS
L

X
< 5]
14
0]
0 —100 - 0 2 a 6 8 0 12 14 16
#r°7 30 100,5, -150
(a) Funktion fg, (siche Gleichung 3.20) (b) Funktion fiog (siehe Gleichung 3.21)

Abbildung 3.5: Hilfsfunktionen fiir die Reward-Funktion
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In beiden Varianten wird der Agent bestraft, wenn der Quadcopter nach unten gerichtet
ist. Der Wert von fg, gibt die Information, ob der Quadcopter nach oben oder unten
gerichtet ist. Zur Berechnung wird ein gedachter Punkt p, = ( 001 )T mit der Rota-
tionsmatrix R aus Gleichung 2.1 gedreht. Der Punkt p, befindet sich auf der z’-Achse im
Bezugssystems Ep des Quadcopters einen Meter iiber dessen Schwerpunkt. Die Definition

ist wie folgt:

* Cng S¢S@Cw - C¢S¢ C¢S@C¢ + S¢S¢ 0
* =R-p, = CoSy  S4S9Sy + CyCy CySpSy — SeCy | - | 0 (3.19)
fair —S% SyCo CyCh 1

In Gleichung 3.19 ist durch die Don’t-Cares (x) zu erkennen, dass fg; nur von ¢ und 6

abhéngig ist und dadurch ist die Funktionsdefinition wie folgt gegeben:

Jair(9,0) = cos(¢) cos(0) (3.20)

Fiir den Wertebereich gilt fg;» € [—1,+1]. Dabei entsteht fiir fz;,. der Wert +1, falls
der Quadcopter direkt nach oben gerichtet ist, und —1, falls der Quadcopter nach unten
gerichtet ist. Der Funktionsverlauf abhingig von ¢ und 6 ist in Abbildung 3.5a dargestellt.
¢ und 6 sind durch den Zustandsraum (siehe Abschnitt 3.1.3) auf den Wertebereich
von [—180° +180°] begrenzt. Aufgrund der Verwendung von Euler-Winkeln kann eine
Orientierung durch verschiedene Drehungen erzeugt werden. So ist zum Beispiel die nach

oben gerichtete Orientierung durch fiinf folgende Winkelstellungen reprisentiert:
1. 9=0°,0=0°
2. ¢ =180°,60 = 180°
3. ¢ =180°,0 = —180°
4. ¢ = —180°,0 = 180°
5. ¢ = —180°,60 = —180°

Diese fiinf Winkelstellungen sind in der Abbildung 3.5a durch die Funktionsspitzen mit
dem Wert +1 zu erkennen. Allerdings ist aufgrund der Modulorechnung der Winkel ¢
und # der Randbereich der Funktion {iberlappend und somit sind die Winkelstellungen

2-5 als eine Orientierung zu sehen.
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Die Zustandselemente &, y und 2 sind von besonderem Interesse fiir die Reward-Funktion,
da das Ziel der Stillstand des Quadcopters ist. Dies bedeutet, dass die Geschwindigkeit
und die Beschleunigung gegen 0 geht. Die Hilfsfunktion f.4, die Teil der shaped Reward-
Funktion ist, ist nur von &, ¢ und Z abhingig. Die Funktion liefert abhingig von der
hochsten Geschwindigkeit einen Wert zwischen 0 und 5, der umso héher ist, je langsamer

der Quadcopter ist. Die Hilfsfunktion fj,, ist wie folgt definiert:

max(| 2], [¢], |2])
15

flog(ftay.a Z) = clip(log%( )707 5) (321)

Die Funktion clip begrenzt die Funktionswerte fi,, € [0,5] und ist in Gleichung 3.13

definiert. Da es in der Python Bibliothek numpy keine Funktion logi gibt, ist diese
4

durch die vorhandene Funktion log, wie folgt nach den Logarithmengesetzen ersetzt:

logi (x) = log,(2) (3.22)

 logy(1)

In Abbildung 3.5b ist die Hilfsfunktion f,4 abgebildet, die in der shaped Reward-Funktion
den positiven Reward abdeckt. Da nur der positive Reward durch diese Hilfsfunktion ge-
geben sein soll, ist ein Reward-Clipping nach unten nétig. Ein Clipping nach oben ist
benétigt, da ig% log 1 (x) = +00 , und zu hohe Rewards ein Training instabil machen.

Die Entscheidung nur den héchsten Geschwindigkeitswert in der Reward-Funktion zu
beriicksichtigen, basiert auf der Erfahrung, dass bei einem Mittelwert aus allen drei Ge-
schwindigkeitswerten, das Trainingsergebnis schlechter ist. Der Faktor % unterstiitzt,
dass auch hohe Geschwindigkeiten bis zu 157 sich durch die Rewards vergleichen kon-
nen. Andernfalls wire durch das Reward-Clipping fiir alle hohen Geschwindigkeiten ein

neutraler Reward von 0 gegeben.

Definition der Reward-Funktionen

Die Reward-Funktion, welche fiir diese Aufgabe verwendet wird, gibt es in einer shaped
und sparse Variante. Beide Varianten sind von den Zustandselementen z, y, 2, ¢ und
f abhingig. Um die Reward-Funktionen in Funktionsgraphen zu veranschaulichen, ist
zu jeder Variante ein Graph, der die Abhéngigkeit von der Geschwindigkeit anzeigt und
ein Graph, der die Abhéngigkeit von den Winkeln anzeigt, gegeben. Der Graph fiir die
Abhéngigkeit von der Geschwindigkeit ist dabei auf & und g in der horizontalen Ebene
beschrénkt. Die restlichen Zustandselemente, von denen der Graph nicht abhingig ist,

werden auf 07 bzw. 0° gesetzt.
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Die shaped Reward-Funktion ist durch Gleichung 3.23 gegeben und in Abbildung 3.6
veranschaulicht. Diese Reward-Funktion gibt einen negativen Reward durch die Hilfs-
funktion fg;-, falls der Quadcopter nach unten oder ganz leicht nach oben gerichtet ist.
Dabei wird der negative Reward grober, je weiter der Quadcopter nach unten geneigt
ist. Dies soll dabei unterstiitzen eine aufrechte Position zu erlangen. Dieser Verlauf der
Funktion ist in den Télern des Funktionsgraphen in Abbildung 3.6b zu erkennen. Sobald
eine ausreichend aufrechte Position erreicht ist, gibt es durch die Hilfsfunktion f,, einen
positiven Reward. In Abbildung 3.6b ist dieser maximal (r = 5), da fiir diese Abbil-
dung die Geschwindigkeit in alle Richtungen auf 07 gesetzt wurde. In Abbildung 3.6a
ist der Quadcopter aufrecht orientiert und der Reward ist nur von der Hilfsfunktion fi,,

abhéngig.

.. fdir(¢70) - 0725 falls fdir(¢7 9) < 0725 )
rshaped(l': Y, z, ¢7 9) = (323)
frog(Z,9, 2) sonst.

Reward
Reward

~150100 ¢, 500
. _ 6\'
o[ f} %0 100 ;5 —156%°
(a) Shaped Reward rspopea(, ¥, 2, ¢,0) (b) Shaped Reward 7spaped(E, Y, 2, ¢, 0)
mit 2 =07, ¢ = 0° und 6 = 0° mit & =07, y =07 und 2 = 07

Abbildung 3.6: Shaped Reward

Die sparse Reward-Funktion ist durch Gleichung 3.24 gegeben und in Abbildung 3.7 ver-
anschaulicht. In dieser Reward-Funktion gibt es nur einen positiven Reward von +1, falls
der Quadcopter zu einem bestimmten Grad nach oben gerichtet ist und die Geschwin-
digkeit in alle Richtungen iiber eine bestimmte Schwelle nicht iiberschreitet. Ansonsten
gibt es einen negativen Reward von —1. Die Geschwindigkeitsschwelle wird in Abbildung

3.7a gezeigt. Der gewiinschte Richtungsgrad, welcher von den Neigungswinkel ¢ und 6
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abhingig ist, ist in Abbildung 3.7b veranschaulicht.

o +1 falls fair(6,0) > 05 A 2] <02A 9 <02/ 12 <02,
rsparse($7yaza¢76) =
—1 sonst.

(3.24)

(a) Sparse Reward rsparse(%,7, 2, ¢,0) (b) Sparse Reward Tsporse (£, 9, 2, ¢, 6)
mit 2 =07, ¢ = 0° und 6 = 0° mit & =0, y =07 und 2 = 07

Abbildung 3.7: Sparse Reward

Durch die Definition fiir die Reward-Funktion r ergeben sich jeweils die Grenzwerte 7,
und 7,44, die fiir das Target-Clipping (siche Abschnitt 3.1) benttigt werden. Es gilt nach
den gegebenen Definitionen: rgpqpeq € [—1,25;5] und reparse € {—1,+1}.

3.2.4 Exploration und Exploitation

Die Erkundung (Ezploration) der Umgebung ist ein wichtiger Punkt beim Training ei-
nes Agenten. Ist die Ausnutzung (Ezploration) einer bestehenden Strategie zu grof, so
besteht das Risiko, dass der Agent gegen ein lokales Optimum konvergiert und dadurch
andere bessere Optima nicht kennen lernt. Deswegen ist es eine entscheide Aufgabe ein
geeignetes Verhiltnis zwischen Frzploration und Ezploitation zu finden.

Im Normalfall existiert zu Beginn des Trainings noch keine brauchbare Strategie fiir die
Aktionsauswahl. Aus diesem Grund werden die Entscheidungen zufillig getroffen. Diese
stochastische Strategie tragt zur Ezploration bei, da die Umgebung erkundet wird. Aber
auch im Laufe des Trainings kann Ezploration eingesetzt werden, um neue Flughbahnen

zu erkunden.
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Im Gegensatz zur Ezploration nutzt die Ezploitation die bereits entwickelte Strategie
aus. Dies wird dann als greedy Strategie bezeichnet. Eine solche Strategie wihlt in jedem

Schritt die Aktion, die die voraussichtlich héchste Gesamtbelohnung verspricht, aus.

Aktion a;
A A A A

Action
Space
Noise

Nou

Parameter
Space
Noise

Np

Zustand s;

Abbildung 3.8: Rauschen: Action Space Noise und Parameter Space Noise

Um ein geeignetes Verhaltnis zwischen Ezploration und Ezploitation sind verschiedene
Techniken anwendbar. Durch Erzeugen eines Rauschen (noise) werden die urspriingli-
chen greedy Aktionswerte des Actors verdndert. Je nach Starke des Rauschens weichen
die neuen Aktionen von der optimalen Strategie ab und erkunden die Umgebung (Ezplo-
ration). Hier werden zwei Varianten von Rauschen verwendet, die auf unterschiedliche
Weise erzeugt werden und auch an verschiedenen Stellen wirken. Wahrend Action Space
Noise den Ausgang des Actor-Netzes mit einem Rauschen belegt, manipuliert Parameter
Space Noise die Gewichte des Actor-Netzes (siehe Abbildung 3.8). Beide Varianten wer-
den in Abschnitt 4.2.1 miteinander verglichen. Eine Gemeinsamkeit ist die Verwendung

der gaukschen Normalverteilung dessen Wahrscheinlichkeitsdichte mit

1 _(@=p)?

p(z,p,0) = Womoa 22 (3.25)

berechnet wird und abhingig von dem Mittelwert p und der Varianz o? ist.
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Action Space Noise

Action Space Noise ist ein Rauschen, welches direkt auf die Aktionswerte, die der Actor
ausgibt, wirkt. Das Rauschen wird mit dem Ornstein-Uhlenbeck-Prozess !, der aus der
Stochastik stammt, erzeugt. Das Rauschen Npy fiir eine Aktion a; ist dementsprechend

wie folgt definiert:

Nouv = bov - (Hov — ar) + oouv - 9(ua, o&) (3.26)

Dabei sind Noy, poy und a; Vektoren, deren Dimensionsgrofe von der Anzahl an Ak-
tionselementen in a; abhéngt. Dies sind je nach Variante des Aktionsraumes (siehe Ab-
schnitt 3.1.2) vier oder fiinf Dimensionen. Die Funktion g(u¢, 02 ) liefert einen Vektor mit
Zufallsvariablen, die durch die gauftsche Normalverteilung mit einem Mittelwert ug =0
und einer Varianz O'é = 1, gegeben sind. Die Festlegung des Wertes oy ist abhingig von
dem Mittelwert der gewiinschten Aktionswerte in a;. Da ein geeigneter Basiswert fiir die
Rotorgeschwindigkeit in Abschnitt 3.1.2 durch b, festgelegt ist, ist poy ein Nullvektor.
fou ist ein Parameter, der bestimmt wie stark die Aktion Richtung gewiinschten Mit-
telwert poy neigt. Der Parameter ooy bestimmt wie stark das Rauschen, welches durch

die Normalverteilung bedingt ist, wirkt. Hier ist oy = 0,75 und ooy = 0,25 gesetzt.

Nach Erzeugen des Rauschens Moy wird dieses direkt mit der Ausgabe des Actors ad-
diert. Die Ausgabe des Actors pu mit den Netzparameter 6 ist in Abhingigkeit des
Zustandes s; und nach der Strategie 7w die Aktion mit a; = pr(s¢]60*). Die Ausgabe
wird durch Vektoraddition mit dem Rauschen behaftet. Jedoch werden die Aktionswerte
nicht in jedem Schritt mit einem Rauschen behaftet. Die Entscheidung, ob ein Rauschen
erzeugt wird, geschieht durch eine e—greedy Strategie. Mit Hilfe der Explorationsrate
€ € [—1,41] entscheidet die Strategie, ob eine Ezploration oder Ezploitation stattfindet.
Die e-greedy-Strategie ist zu € eine zufillige Strategie und zu (1 —¢) eine greedy Strategie.

Eine e-Reduktion sorgt dafiir, dass der Wert von € im Laufe des Trainings sinkt.

€Start — 6Ende) (327)

€t+1=€t—( N

Die Gleichung 3.27 zeigt die Abhéngigkeit von dem aktuellen Zeitpunkt ¢ fiir €, wobei
€Start UNd €ppge, die gesetzten Start- und Endwerte fiir € sind. Der Startwert von e wird

vor dem Training gesetzt: €,—9 = €gtart- N ist die Anzahl an Schritten wihrend des

'geht zuriick auf das Paper von G. E. Uhlenbeck, L. S. Ornstein: On the theory of Brownian Moti-
on.(1950)
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gesamten Trainings und ergibt sich aus N =7 - M mit T, der Anzahl an Schritten pro
Episode, und M, der Anzahl an Episoden pro Training.

wr(se)0%) + Nou  falls e; < randomy(0,1),
ay = (328)
L (S¢|OH) sonst.

Die Gleichung 3.28 zeigt, wie sich die e—greedy Strategie auf die Aktion a; auswirkt. Die
Funktion randomj (a, b) liefert eine Zufallszahl aus den gegebenen Grenzwerten a und b.
Es gilt mit egqr:r = 0,99, dass zu Trainingsbeginn stark explorativ vorgegangen wird.
Weiterhin gilt mit eg,q. = 0,05, dass zum Ende des Trainings zwar eher die bestehende
Strategie ausgenutzt wird (greedy), aber dennoch durch gelegentliche Erkundung der

Umgebung eine Versteifung der Strategie verhindert werden soll.

Parameter Space Noise

Im Vergleich zum Action Space Noise wird beim Parameter Space Noise [14] die Aktion
at, die der Actor p ausgibt, nicht mit einem Rauschen behaftet. Stattdessen werden die
Netzparameter 0# des Actors p mit einem Rauschen Np versetzt. Die dadurch gestorten
Netzparameter 6# (siche Gleichung 3.29) liefern eine Aktion a; in Abhéngigkeit von der

aktuellen Strategie m und dem aktuellen Zustand s; wie in Gleichung 3.30 gezeigt.
O* = 0" + Np (3.29)

ar = pur (540" (3.30)

Das Rauschen Np, basiert auf der gaukschen Normalverteilung mit dem Mittelwert puc
und der Varianz o (siehe Gleichung 3.31). Np ist ein mehrdimensionaler Vektor, dessen

Dimensionsgrofe von der Anzahl an Netzparametern abhéngt.

Np = g(ug, 0¢) (3.31)

Der Mittelwert ist mit ug = 0 gesetzt. Einen geeigneten Wert fiir og zu ermitteln ge-
staltet sich deutlich schwieriger. Dieser Wert ist ausschlaggebend fiir die Stérke des Rau-
schens und sollte dem Netz angepasst werden. Ein weiteres Problem bei der Skalierung
von o¢ ist, dass sich die Netze wiahrend des Trainings verdndern kénnen. Die Losung ist

eine adaptive Skalierungsmethode fiir 0. Diese wird zum Ende jeder Episode aufgerufen
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und berechnet das o¢,,, fiir die néchste Episode wie folgt:

ap-og, falls d(6",0*) < 6p

1
ap

(3.32)

OGp1 =
-0@, sonst.

Der Faktor ap = 1,01 dient zum Erhdhen und Senken des Wertes 0. Falls der Distanz-
messwert d einen bestimmten Schwellwert dp = 0,75 nicht iiberschreitet, wird og erhéht
und andernfalls gesenkt. Zu Beginn des Trainings wird og,_, = 0,25 gesetzt.

Der Distanzmesswert d ist ein Maf dafiir wie sehr die Aktionswerte eines Actors p mit
den Netzparameter 8* von den gestdrten Netzparametern 6" abweichen. Die Definition

von dem Distanzmesswert d lautet wie folgt:

Ng
46",6") = | 3 D B [(an(s16)s = pa(515):)] (3.33)

Zur Bestimmung des Distanzmesswertes d wird ein Minibatch von N Transitionen aus
dem Experience Replay Speicher R zufiillig entnommen. Aus diesem Minibatch bildet sich
dann der Erwartungswert E; fiir den Fehler der beiden Aktionswerte in Abhéngigkeit von

den Zustdnden s. N, ist die Dimensionsgrofe des Aktionsraumes.

Diese Skalierungsmethode behebt nicht nur das Problem der Skalierung des Wertes, son-
dern unterstiitzt gleichzeitig ein geeignetes Verhdltnis zwischen Exploration und Exploi-
tation zu halten. Die Distanzberechnung d bietet dabei einen Anhaltspunkt wie hoch
die Ezploration ist. Falls diese zu hoch steigt, kann mit dieser Methode das Rauschen

verringert werden und die Strategie geht wieder mehr Richtung Exploitation.

3.2.5 Experience Replay Speicher

Experience Replay Speicher ist ein FIFO-Buffer, der vergangene Erfahrungen speichert
[15]. Die Erfahrungen sind Transitionen (s, a¢, 7, S¢+1) mit denen der Agent trainiert
wird. Ohne diesen Speicher wiirde in jedem Trainingsschritt immer die aktuelle Transi-
tion zum Training verwendet werden und anschlieffend verworfen werden. Mit dem Spei-
cher kann beim Training eine beliebige Transition geladen werden. Allerdings wird nicht
nur eine Transition zum Trainieren der Netze verwendet, sondern mehrere Transitionen

werden zufillig ausgewdhlt und zu einem Minibatch zusammengefiigt. Die Anzahl von
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Transitionen fiir das Netztraining wird Minibatchgrofe genannt und ist beliebig wahl-
bar. Hier wird eine Minibatchgréfe von 128 Transitionen pro Training verwendet. Durch
das zuféllige Auswéahlen der Transitionen geht die Korrelation zwischen den Transitionen
verloren, was zu einem stabileren Training fiihrt.

In jedem Simulationsschritt wird der Speicher R mit einer Transition (s¢, at, ¢, St+1)
gefiillt (siehe Algorithmus 1). Die Speichergrofe kann dabei beliebig festgelegt werden.
Bei einer maximalen Grofe kénnen alle wihrend des Trainings erzeugten Transitionen
abgespeichert werden und somit wird keine Transition verworfen. Bei einer kleineren
Speichergrofe verhilt sich der Speicher wie ein FIFO-Buffer und tiberschreibt die dltes-
ten Transitionen, falls der Speicher voll ist. Drei Varianten von Speichergréfen werden

in Abschnitt 4.2.4 miteinander verglichen.

Aufwirmphase

Die Aufwirmphase ist eine Phase vor dem Training, in der bereits Flugdaten gesammelt
werden. Das bedeutet, dass in jedem Simulationsschritt eine Transitionen erzeugt wird
und in dem Speicher abgelegt wird. Jedoch findet in dieser Phase kein Training statt. Fiir
die Flugbahnen, die durch diese Phase entstehen, folgt der Agent in dieser Phase keiner
Strategie und jede Aktion ist zufillig gewahlt. Fiir die Aktionswahl ist keine der in Ab-
schnitt 3.2.4 vorgestellten Rauschen anwendbar, da keine Strategie besteht. Stattdessen
werden fiir die Aktionswerte zuféllige Werte aus dem erlaubten Aktionsraum verwendet.
Dies hat zur Folge, dass aufgrund einer fehlenden Strategie kaum stabile Flugzustinde
erreicht werden, was wiederum zur Ezploration beitragt.

Die gesammelten Flugdaten der Aufwirmphase werden vor der Trainingssimulation in
den Experience Replay Speicher geladen. Voraussetzung dafiir ist, dass der Speicher aus-
reichend grof ist, um alle Transitionen der Aufwarmphase abzuspeichern.

Ein weiterer Vorteil ergibt sich dadurch, dass zu Beginn der Trainingssimulation bereits
Transitionen zum Trainieren zur Verfiigung stehen und somit viel schneller erste Lerner-
folge erzielt werden kénnen.

Die Lange der Aufwirmphase entscheidet dariiber, wie viele Transitionen vorweg gesam-
melt werden. So kann es auch sein, dass durch die Aufwérmphase alleine mehr Flugdaten
gesammelt werden, als durch das gesamte Training. Die Episodenlinge betrigt wihrend
der Aufwidrmphase nur 3s statt 10s, da ohne Strategie nach kurzer Zeit Flugbereiche
erreicht werden, die fiir das Training irrelevant sind. Bei einer Aufwirmphase von 2000

Episoden entstehen so 120.000 Transitionen.
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Ein Nachteil der Flugdaten aus der Aufwirmphase ist, dass diese aufgrund der zufélli-
gen Strategie, eventuell zu wenig Transitionen aus dem Zielbereich enthalten. So wird
zwar schnell die grobe Richtung zum Ziel erlernt, aber es gibt zu wenig Flugdaten, die
das Training in Zielndhe ermdoglichen. Daher ist es wichtig eine passende Linge fiir die
Aufwirmphase zu wihlen, um ein geeignetes Verhéltnis zu den Transitionen aus der
Trainingsphase zu gewéhren. Ein Vergleich verschiedener Léngen der Aufwéirmphasen
befindet sich in Abschnitt 4.2.4.

Prioritized Experience Replay

Statt die Transitionen zufillig aus dem Speicher zu wihlen, kénnen Transitionen, die
vielversprechend sind, bevorzugt ausgewédhlt werden. Dieses Vorgehen wird Prioritized
Ezperience Replay (PER) genannt [3]. Vielversprechend bedeutet, dass diese Transition
dem Training mehr Informationen beitrégt als eine andere Transition. Daher wird eine
Transition aus einem bisher unbekannten Zustand bevorzugt, da diese das Netz entspre-
chend anpasst. Umgekehrt wird eine Transition aus einem oft besuchtem Zustandsgebiet,

welche keine neuen Information beisteuert, vernachléssigt.

Um Festzustellen, ob eine Transition niitzlich ist, wird beim Training jeder Transition
dessen Fehler e notiert. Der Fehler ist die Differenz zwischen dem vorhergesagten Q-Wert
des Critics @ und dem Target y; (siehe Gleichung 3.8) fiir die jeweilige Transition. Somit
ist der Fehler wie folgt definiert:

e = |Qr (54, ai) — yil (3.34)

Bei einem hohen Fehler ist die Notwendigkeit ebenfalls hoch, dass das Netz an dieser
Stelle optimiert werden muss. Daher wird jeder Transition ¢ eine Prioritdt p; zugewiesen
und mit in den Speicher geschrieben. Dieser Prioritdtswert bestimmt welche Transitionen

bevorzugt in den Minibatch fiir das Training gewahlt werden.
pi = (e + eppRr)*TER (3.35)

Die Gleichung 3.35 definiert den Prioritatswert einer Transition basierend auf dem Fehler
e. Die Konstate epgr = 0,1 stellt sicher, dass keine Transition eine Prioritdt von 0 hat.
Der Parameter apgr regelt wie hoch der Unterschied zwischen hoch und niedrig prio-
risierten Transitionen ist. Somit bedeutet appr = 0, dass alle Transitionen die gleiche

Prioritdt erhalten und keine Transition bevorzugt wird. Hier ist apgr = 0,7 gesetzt, um
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im Minibatch ein geeignetes Verhéltnis von priorisierten und nicht priorisierten Transi-
tionen herzustellen.

Da der Fehler jeder Transition nur berechnet wird, wenn sich diese im Minibatch befin-
det, muss es einen initialen Prioritdtswert fiir jede Transition geben. Eine Moglichkeit ist
es den Initialwert mit dem Betrag des Rewards |r| zu setzen. Allerdings werden dadurch
einige Transitionen eventuell niemals in den Minibatch gew#hlt. Eine andere Md6glichkeit
ist den Initialwert einer Transition sehr hoch zu setzen, sodass diese auf jeden Fall einmal
trainiert wird und dann den durch Gleichung 3.35 definierten Prioritétswert zugewiesen
bekommt. Der Initialwert jeder neuen Transition wird hier auf p = 1 gesetzt.

Somit hat hat jede Transition ¢ die Wahrscheinlichkeit

o Di
- K
Zk:l Pk

in den Minibatch gewéhlt zu werden, wobei K die Menge von allen Transitionen im

P; (3.36)

Experience Replay Speicher ist.

Um effektiv Minibatches abhéngig von der Prioritdt der Transitionen zu erstellen, wer-
den die Transitionen in einem Binirbaum gespeichert!. Dies ermdglicht das Erstellen
von Minibatches in O(log(n)). Der Bindrbaum ist vollstéindig, was bedeutet, dass jedes
Blatt die gleiche Tiefe hat. Jeder Knoten kennt sein Elter und seine Kinder. Zudem hat
jeder Knoten eine Prioritdt. In den Bléttern werden die Transitionen gespeichert. Die
Prioritdt der Blatter entspricht der Prioritdt der enthaltenen Transition. Befindet sich
keine Transition in einem Blatt, so ist dessen Prioritdt 0. Alle anderen Knoten haben als
Prioritét die addierten Prioritdten ihrer Kinder. Somit hat die Wurzel als Prioritét die
Gesamtprioritdt von allen Transitionen. Ein Beispiel mit vier Transitionen ist in Abbil-
dung 3.9 gezeigt.

Die Blétter sind von links nach rechts beginnend mit 0 durchnummeriert. Wird eine
Transition in den Baum eingefiigt, so gelangt sie in ein freies Blatt, mit der niedrigsten
Blattnummer. Wenn jedes Blatt mit einer Transition belegt ist, wird nach dem FIFO-
Prinzip die dlteste Transition geldscht, um Platz fiir eine neue zu machen. Die Grofe des

Baumes richtet sich nach der bendtigten Grofe an Speicher:
Baumhdhe = [logy(bendtigteSpeichergrife)] + 1 (3.37)

Dadurch ergibt sich eine Blitteranzahl von 2Baumhohe—1

"https:/ /jaromiru.com/2016,/11/07 /lets-make-a-dqn-double-learning-and-prioritized-experience-
replay/ (siehe CD)
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— Ebene: 3
(Wurzel) @

Baumhohe
el
o
a
=
(¢}
[\&]

Ebene: 1
e © © ® ®
I I I I
Blatthnummer: | 0 | 1 I 2 I 3
I I I I
Blattnummer (binér): | 00 | 01 | 10 | 11

Selektionsbereich: | 0,0-02 1 02-0510,5-0,7107-15

Abbildung 3.9: Beispiel fiir einen Bindrbaum mit vier Transitionen

Um eine neue Transition mit seiner Prioritdt in den Baum einzufiigen, wird die Funktion
aus Algorithmus 2 mit den folgenden Parametern aufgerufen: transition _ein fiigen(Wur-
zel, Blattnummer, Baumhohe-1, Prioritdt, Transition). Die Blattnummer ist dabei als bi-
nére Zahl in eine Liste der Linge Baumhohe-1 eingetragen. Die Funktion ruft sich selbst
rekursiv auf, bis sie die Tiefe 1, welches die Blattebene ist, erreicht hat. Dort wird dann
die Prioritdt angepasst und die neue Transition eingefiigt. Die Differenz zwischen der
alten und der neuen Prioritdt wird durch das rekursive Verfahren an jeden beteiligten

Elterknoten zuriickgereicht, damit diese ebenfalls ihre Prioritit aktualisieren.

Zum Erstellen eines Minibatches von N Transitionen wird aus Gleichung 3 die Funktion
erstelle_minibatch(N) aufgerufen. Diese definiert einen Selektor, der die Transitionen
bestimmt. Jedes Blatt ist einem bestimmten Selektionsbereich zugewiesen (siehe Abbil-
dung 3.9). Der gesamte Selektionsbereich geht von 0 bis zur Gesamtprioritéit, wobei der
Selektionsbereich eines Blattes durch dessen Prioritit gegeben ist. Die N Transitionen
werden dann einzeln durch die Funktion erhalte knoten (siehe Algorithmus 4) aufgrund
der Selektorwerte aus dem Baum abgerufen. Die Funktion lauft rekursiv baumabwarts
und liefert den Blattknoten zuriick. Der Selektor bestimmt dabei den Pfad zur Blattebe-

ne.
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Alle Blatter, die eine Transition in das Minibatch eingetragen haben, werden in einer
Liste temporar gespeichert. Nachdem das Training der Transitionen abgeschlossen ist,
werden anhand der jeweiligen Fehler die neuen Prioritéten fiir die Transitionen berechnet.
Anschliefsend wird jedes Blatt aus der Liste aktualisiert. Da jedes Blatt sein Elter kennt,
kann die neue Prioritdt baumaufwirts weitergereicht werden. Jeder Knoten auf dem
Pfad aktualisiert seine Prioritét aufgrund der Differenz zwischen der alten und neuen
Blattprioritét. Die Laufzeit fiir die Aktualisierung betrégt ebenfalls O(log(n)).

Algorithmus 2 Einfiigen einer Transition in den Bindrbaum

Funktion transition _einfiigen(Knoten, Blattnummer, Tiefe, Prioritdt, Transition):

if Tiefe == 1 then
Prioritatsdifferenz — Prioritit - Knoten.Prioritit
Knoten.Prioritdt = Prioritat
Knoten.Trangition = Transition
return Priorititsdifferenz
else
if Blattnummer|Baumhohe - Tiefe] == 1 then
Prioritatsdifferenz = transition_ein fiigen(Knoten.rechtes Kind, Blattnummer,
Tiefe-1, Prioritat, Transition)
else
Prioritatsdifferenz = transition einfigen(Knoten.linkes Kind, Blattnummer,
Tiefe-1, Prioritat, Transition)
end if
Knoten.Prioritdt 4= Prioritétsdifferenz
return Prioritatsdifferenz
end if

Algorithmus 3 Erstellen eines Minibatches

Funktion erstelle _minibatch(Minibatchgrofe):

Gesamtprioritdt = Wurzel . Prioritit

Selektorbreite = Gesamtprioritdt / Minibatchgrofe

for ¢ = 1, Minibatchgrofe do
Selektor = Selektorbreite - randomy(0,1) + i
Knoten = erhalte__knoten(Wurzel, Selektor, Baumhdthe-1)
Minibatch[i] = Knoten.Transition

end for

return Minibatch
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Algorithmus 4 Abrufen eines Knotens mit Hilfe eines Selektors
Funktion erhalte knoten(Knoten, Selektor, Tiefe):

if Tiefe == 1 then
return Knoten
else
if Knoten.linkes Kind.Prioritdt < Selektor then
return erhalte_knoten(Knoten.linkes Kind, Selektor, Tiefe-1)
else
return erhalte_knoten(Knoten.rechtes Kind, Selektor, Tiefe-1)
end if
end if

Hindsight Experience Replay

Hindsight Ezperience Replay (HER) ist eine Technik mit der vor allem sparse Reward-
Funktionen schneller erlernt werden sollen [4]. In einer Umgebung mit sparse Rewards
besteht die Gefahr, dass der Agent nie einen Zielzustand erreicht und daher keine Strate-
gie entwickeln kann. HER 16st dieses Problem, indem es zu jeder Transition einer Episode
ein Ziel g € G C S hinzufiigt. Dieses Ziel ist jeweils der gewiinschte Zielzustand. Zusétz-
lich werden die gleichen Transitionen mehrfach mit anderen Zielen in den Experience
Replay Speicher geschrieben. FEin weiteres Ziel, welches definiert wird, kann der tatséch-
lich erreichte Endzustand einer Episode sein.

Ein Vergleich ist ein Basketballspieler, der lernt wie man einen Korb wirft. Angenommen
er hat als Riickmeldung nur die Information, ob er getroffen hat, dann ist das Training
sehr schwierig fiir ihn. Ein zusétzliches Ziel wire der Landepunkt des Balles oder andere
Punkte auf der Flugbahn. Somit hitte der Spieler die Riickmeldung: ,,Du hast zwar nicht
getroffen, aber héttest du versucht dahin zu werfen, dann héttest du dort getroffen.”
Diese Technik ist mit jedem off-policy RL-Algorithmus verwendbar. Um HER mit dem
vorgestellten DDPG-Algorithmus (siehe Algorithmus 1) zu verwenden, muss dieser in
ein paar Punkten modifiziert werden. Der Algorithmus 5 zeigt den modifizierten DDPG-
Algorithmus. Dieser soll nur den verénderten Ablauf durch die HER Technik darstellen.
Daher werden einige Methoden und das detaillierten Trainings nicht explizit erwéhnt.

Aber dennoch werden diese bei HER analog zum DDPG-Algorithmus angewendet.

Zu Beginn jeder Episode wird ein Ziel g definiert. Dieses beschreibt den gewiinschten
Zielzustand und ist wie ein Zustand definiert. Die Netze, die zuvor s; als Eingabe hatten,

erhalten bei HER s¢||g. Durch den Operator || werden der Zustand s; und der Zielzustand
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g konkateniert. Somit haben die Netze eine hoher dimensionierte Eingabeschicht. Um die
Dimension zu reduzieren, werden von dem Zielzustand ¢ nur die Elemente [z, 9, 2, ¢, 6],
welche fiir die Berechnung des Rewards bendtigt werden, an s; konkateniert.

Im HER-Algorithmus wird jede Episode dreimal vollstindig durchlaufen. Im ersten Durch-
lauf wird die Episode simuliert. Dabei werden sich fiir jeden Episodenschritt ¢ jeweils der
Zustand s;, die Aktion a; und der Folgezustand s;+1 gemerkt. Der zweite Durchlauf
beinhaltet die Hauptaufgabe von HER. Fiir jeden Simulationsschritt wird ein Reward
mit einer Reward-Funktion berechnet, die als zusétzlichen Parameter den Zielzustand g
hat. Dadurch ist der Reward immer abhéingig von dem gegebenen Ziel. Diese Reward-
Funktion kann ebenso mit einer shaped, wie mit einer sparse Reward-Funktion, imple-
mentiert werden. Die Transitionen werden dann in den Speicher geschrieben, wobei an
den Zustand s; und den Folgezustand sy41 der Zielzustand g konkateniert wird. Da HER
mit mehreren Zielen arbeitet, wird eine Liste mit weiteren Zielen G C G erstellt. Fiir
jedes dieser weiteren Ziele wird ebenfalls ein Reward berechnet und die Transition ge-
speichert. Im dritten Durchlauf werden, wie in Abschnitt 3.2.1 beschrieben, die Netze
mit Minibatchen trainiert. Auch hier erhalten die Netze als Eingabe den konkatenierten
Zielzustand. Insgesamt wird pro Episode das Training T mal aufgerufen, wobei T die

Anzahl an Schritten pro Episode ist.

Algorithmus 5 Hindsight Experience Replay

Initialisiere Critic @), Actor p und Speicher R
for Episode =1, M do
Setze einen Startzustand s; und ein Ziel g
for t =1,T do
Fiihre Aktion a; = pr(s¢||g|0") aus und erhalte den Folgezustand s;4+1
end for
fort=1,T do
e = 71(8t, at, g)
Speichere Transition (s¢||g, at, ¢, St+1/|g) in R
Erstelle weitere Ziele G C G
for ¢ € G do
e = 71(8t, a1, g)
Speichere Transition (s¢||¢’, at, e, s¢41]|g’) in R
end for
for t =1,T do
Trainiere @ und g mit einem Minibatch aus R
end for
end for
end for
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3 Algorithmus

Zum Erstellen weiterer Ziele, die in die Transitionen geschrieben werden, sind vier Me-
thoden gegeben [4]. Bei jeder Methode werden k Zustidnde aus einer Episode als ein Ziel
¢ definiert und in G hinzugefiigt. Jede Transition wird somit k weitere Male mit anderen
Zielen in den Speicher geschrieben. Bei der methodischen Auswahl weiterer Ziele fiir eine
Transition ist dabei bekannt, in welcher Episode sie sich befindet und welche Transitionen

zu dieser Episode gehoren.
e final: Wihle den letzten Zustand der aktuellen Episode.
o episode: Wihle zufillig k beliebige Zustéinde aus der aktuellen Episode.

o future: Wihle zufillig k£ beliebige Zustéinde aus der aktuellen Episode, welche sich

nach dem Zustand der aktuellen Transition befinden.
e random: Wahle zufillig k beliebige Zustinde aus beliebigen Episoden.

In der Evaluierung 4.3 wird die future Methode mit k = 8 verwendet, da diese in dem

zitierten Paper die besten Ergebnisse erzielt hat.

3.2.6 Curriculum Learning

Bei Curriculum Learning wird die Aufgabe fiir den Agenten schrittweise erschwert [5].
Durch das Training von Teilaufgaben soll der Agent langsam an die komplexe Aufgabe
herangefiithrt werden. Dies kann auf verschiedene Weise geschehen. Eine Methode ist
das Erhéhen des Schwierigkeitsgrades der Startzustinde nach jeder Episode. Somit wird
der Schwierigkeitsgrad zu Trainingsbeginn auf einfach gesetzt und steigert sich auf den
schwierigsten Grad. Die Definition fiir den Schwierigkeitsgrad des Startzustandes ist in
Abschnitt 3.1.4 gegeben.

Die Erhohung des Schwierigkeitsgrades ist dabei abhéingig von der Explorationsrate e,
welche ebenfalls zur Ezploration durch Rauschen eingesetzt wird (siehe Abschnitt 3.2.4).

Zum Zeitpunkt t einer neuen Episode wird der Startzustand mit

SStart = (1 - 6t)(58chwierig - Semfach) + Seinfach (338)

gesetzt, wobel Seipnfach UNd Ssehwierig die Startzustédnde aus dem jeweiligen Schwierig-
keitsgrad sind.
Durch diese Methode erlernt der Agent zunéchst die Zustédnde im Zielbereich. Dies hat

zum Vorteil, dass bei Erhéhen des Schwierigkeitsgrades nur ein kleiner Zustandsbereich
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3 Algorithmus

neu hinzukommt und der Agent schnell die Orientierung zum Zielbereich finden kann.

Die guten Ergebnisse, die sich mit dieser Methode erzielen lassen, zeigen sich in Abschnitt

4.2.1.
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4 Evaluierung

In diesem Kapitel wird der Algorithmus evaluiert. Durch die gegebene Problembeschrei-
bung wird eine Standardsimulation erstellt. An dieser Simulation wird iiberpriift, wie
der Agent die Aufgabe 16st. In der Implementierung des Algorithmus wurden teilweise
verschiedene Varianten vorgestellt. In der Evaluierung zeigt sich, dass einige davon grofse
Auswirkungen auf das Training haben. Insbesondere wird untersucht, wie die Techniken
PER und HER das Training von Umgebungen mit sparse Reward ermd&glichen.

Um einen Vergleich zwischen verschiedenen Varianten zu ermdglichen, wird jede modi-
fizierte Simulation mehrmals durchgefiihrt. Die Simulationsergebnisse werden dann zu

einem Mittelwert zusammen gefiihrt, um das Ergebnis zu validieren.

4.1 Standardsimulation

Die Standardsimulation dient dem Vergleich fiir die Auswertung von anderen Simulatio-
nen. In den folgenden Abschnitten wird gezeigt, wie sich verschiedene Methoden auf die

Simulation auswirken.

4.1.1 Definition der Standardsimulation

Die hier definierten Einstellungen fiir die Simulation gelten als Standard:
e Simulationszeit: 10.000 Episoden

e Episodenlidnge: 10s (Das entspricht 200 Schritten pro Episode bei einer Simulati-

onsschrittgroke von 0,05s.)
e Aktionsraum: 4 Dimensionen

e Zustandsraum: 15 Dimensionen
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4 Evaluierung

e Startzustand : normaler Schwierigkeitsgrad
o kein Curriculum Learning

e Diskontierungsfaktor: v = 0,9

e Reward-Funktion: rspaped

e Rauschen: Parameter Space Noise

e Linge der Aufwirmphase: 2.000 Episoden (Das entspricht 120.000 Transitionen bei

einer Episodenlidnge von 3s wihrend der Aufwirmphase.)
e Experience Replay Speichergrofie: 320.000 Transitionen
e keine Verwendung von PER und HER
e Minibatchgrofe: 128 Transitionen
o Netzgrofenfaktor: xny =6

e Verlustfunktion fiir das Training des Critics: Huber loss

Bei Auswertungen, deren Methoden vom Standard abweichen, werden diese explizit ge-

nannt.

4.1.2 Evaluierung der Standardsimulation

Die Durchfilhrung einer Simulation betrigt circa neun Stunden. Die Rechenzeit variiert

je nach eingesetztem PC-System und dessen Auslastung durch parallele Durchfiihrungen.

Insgesamt kamen drei verschiedene PC-Systeme mit folgenden CPUs zum Einsatz:

Tabelle 4.1: CPUs der eingesetzten PC-Systeme

CPU ‘ Kerne ‘ Threads ‘ Basisgeschwindigkeit
Intel Core i7-6820HQ | 4 8 2,71 GHz

Intel Core i5-4570 4 4 3,2 GHz

AMD Ryzen 7 2700X | 8 16 3,7 GHz

Trotz Verfiigbarkeit einer leistungsstarker GPU hat sich die Simulationszeit durch diese

nicht verbessert. Der Grund dafiir ist, dass bei jedem Training die Trainingsdaten an
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4 Evaluierung

die GPU iibermittelt werden miissen. Daher lohnt sich ein GPU-Einsatz erst bei grofen
Mengen von Trainingsdaten. Diese Simulation beinhaltet nur 128 Transitionen pro Mi-

nibatch. Somit findet das gesamte Training auf der CPU statt.
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Abbildung 4.1: Ergebnis der Standardsimulation

Als Mafstab fiir die Simulationsergebnisse ist der Gesamtreward (sieche Abbildung 4.1a)
und die Durchschnittsgeschwindigkeit (sieche Abbildung 4.1b) gegeben. Der Gesamtre-
ward ergibt sich aus den summierten Rewards jeder Episode. Dadurch ergibt sich auf-
grund der Definition der shaped Reward-Funktion ein maximaler Gesamtreward von 1000.
Der minimale Wert liegt bei —250. Die Durchschnittsgeschwindigkeit berechnet sich durch
den Betrag des Geschwindigkeitsvektors wie folgt:

T
=19 |:\/¢2+y2+z2 (4.1)
Z

Fiir jede Episode ist der durchschnittliche Betrag des Geschwindigkeitsvektors eingetra-

gen. Dieser sollte idealerweise bei 0 liegen.

Die Simulationsergebnisse in Abbildung 4.1 zeigen eine schone Lernkurve. Gleich zu Be-
ginn in den ersten 100 Episoden ist ein schneller Anstieg zu sehen. In dieser Phase wird
zundchst die Orientierung nach oben erlernt. In der néchsten Phase bis circa Episode
3000 wird die Strategie optimiert. Ab dann ist keine Steigerung mehr vorhanden. Ins-
gesamt wird nur ein maximaler Gesamtreward von circa 800 erreicht. Dies liegt jedoch
an dem Rauschen, welches die Aktionswahl wihrend des Trainings beeinflusst. Bei einer
Simulation nach dem Training ohne Rauschen erlangt der Agent durch die gewonnene

Strategie auch hohere Gesamtrewards.
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In der letzten Phase kommen zusétzlich vereinzelte Ausreiffer dazu. Ein Ausreiffer ist
eine Episode, die trotz weit fortgeschrittenem Training eine Durchschnittsgeschwindig-
keit von 57 {iberschreitet. Der Grund fiir einen Ausreifser ist meist das Betreten eines
unerkundeten Zustandsbereiches.

Die finale Ausreifferquote definiert den prozentualen Anteil an Ausreifsern im letzten
Fiinftel des Trainings. Mit Hilfe dieser Quote kénnen Simulationen miteinander vergli-

chen werden. In der Standardsimulation liegt die finale Ausreifierquote bei 0,97%.

Die Abbildungen 4.2 und 4.3 zeigen einen Bereich von dem was das Critic-Netz und das
Actor-Netz nach 10.000 Episoden trainiert haben. Aufgrund der hohen Dimensionalitét
ist es nicht moglich die beiden Netze vollstdndig zu visualisieren. Daher werden jeweils nur
zwei Dimensionen aus dem Zustandsraum genommen, die iiber die Achsen des Graphen
dargestellt werden. Diese sind zum einem & und ¢ und zum anderem ¢ und 6. Alle
restlichen Elemente aus dem Zustands- und Aktionsraum sind 0. Dadurch wird fiir jeden
Graphen ein Ausschnitt aus dem Zentrum erstellt.

Die Abbildung 4.2 zeigt die Q-Werte des Critics im Zentrum. Diese weisen eine hohe
Ahnlichkeit mit den Graphen der shaped Reward-Funktion (siche Abbildung 3.6) auf,

was ein Indiz fiir ein erfolgreiches Training ist.

Q-Wert
Q-Wert

(a) Qx(s,alf?) mit allen Zustands- und (b) Qr(s,a|0%) mit allen Zustands- und
Aktionswerten gleich 0 bis auf  und y Aktionswerten gleich 0 bis auf ¢ und 6

Abbildung 4.2: Q-Werte des Critics im Zentrum
Die vier Aktionswerte des Actors im Zentrum sind in Abbildung 4.3 gezeigt. Es ist zu
erkennen, dass die Ausrichtung von den vier Aktionselementen jeweils um 90° gedreht

ist. Dies ldsst ebenfalls auf ein erfolgreiches Training des Actors vermuten, da andernfalls

die Kurvenverldufe ungeordnet wéren.
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ktionswerte

-1

gy !
(a) pr(s]0") mit allen Zustandswerten (b) pr(s|0*) mit allen Zustandswerten
gleich 0 bis auf z und y gleich 0 bis auf ¢ und 6

Abbildung 4.3: Aktionswerte des Actors im Zentrum
4.2 Evaluierung von Anpassungen des Algorithmus

Der Algorithmus bietet viele Méglichkeiten fiir Variationen, wovon einige groke Auswir-
kungen auf das Trainingsverhalten des Agenten haben. Zu den Anpassungen gehoren
Parameter des Algorithmus, Netzeigenschaften, Dimensionalitdt von Zustands- und Ak-

tionsraum, sowie verschiedene Einstellungen fiir den Experience Replay Speicher.

4.2.1 Evaluierung von Parametern und Methoden

In diesem Abschnitt werden verschiedene Parameter und Methoden miteinander vergli-
chen. Die gezeigten Lernkurven fiir den Gesamtreward und die Durchschnittsgeschwin-
digkeit sind zur Ubersichtlichkeit zu einem Mittelwert zusammengesetzt. Der Mittelwert
fiir eine Episode ist jeweils der Durchschnitt aus 100 benachbarten Episoden. Zudem

bildet jede Lernkurve ihren Mittelwert aus bis zu flinf Simulationsdurchlaufen.

Diskontierungsfaktor

Der Diskontierungsfaktor v bestimmt die Gewichtung zukiinftiger Rewards. Daher sollte
der Faktor moglichst grof gewihlt werden. Abbildung 4.4 zeigt aber auch, dass ein zu
hoher Faktor keine guten Ergebnisse bringt (schwarze Lernkurve). Die niedrigste finale

Ausreiferquote mit 0,58% ist bei v = 0,85.

54



4 Evaluierung
700 | L 30 — y=0,80
[}
g y=0,85
600
3251 — y=0,90
-g 500 1 §20~ —_—y=0,95
; 400 5 - y=0,99
€ 3001 F17
5 y=0,80 £
& 2001 y=0,85 g 10
100 | — y=0,90 2
ol — y=0,95 5 51
—_ y=0,99 o
-100 1 : . : : : 01, : . : : .
0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000
Episode Episode
(a) Gesamtreward pro Episode (b) Durchschnittsgeschwindigkeit pro Episode
Abbildung 4.4: Vergleich von verschiedenen Diskontierungsfaktoren
Rauschen

Die Aktionen fiir den Agenten sind mit einem Rauschen behaftet. In der Standardsimu-
lation wurde Parameter Space Noise eingesetzt. Die Abbildung 4.5 zeigt die Verwendung
von Action Space Noise im Vergleich. Die Beschreibung der beiden Rauschmethoden ist
in Abschnitt 3.2.4. Bei der Verwendung von Action Space Noise ist der Anstieg der Lern-
kurve zwar gleichméfsig, aber im Vergleich deutlich langsamer. Dafiir scheint es, als ob
diese Methode die besseren Ergebnisse zum Trainingsende erlangt. Jedoch entstehen die-
se hohen Gesamtrewards durch die Verwendung von e-Reduktion, was bedeutet, das bei
Action Space Noise zum Trainingsende kaum mehr Rauschen vorhanden ist. Ein Agent
der mit Parameter Space Noise trainiert wurde, erzielt nach dem Training mit seiner

Strategie gleichwertige Gesamtrewards.
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Abbildung 4.5: Vergleich von Action Space Noise und Parameter Space Noise
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Startzustand

Der Bereich fiir den Startzustand einer Episode ldsst sich in drei Schwierigkeitsgraden
definieren. Der Verlauf der Lernkurven (siehe Abbildung 4.6) ist erwartungsgeméf ent-
sprechend dem Schwierigkeitsgrad gestaffelt. Das Training der schwierigen Startzusténde

benétigt zwar ein wenig mehr Episoden, aber auch diese Zustinde werden vom Agenten

erlernt.
800
. 301 == Startzustand: einfach
g Startzustand: normal
600 2251 = Startzustand: schwierig
° g = Curriculum Learning
© Z 20
2 ]
£ 4001 2
o 15
& £
) 'c
8 200 = Startzustand: einfach S 104
Startzustand: normal 2
= Startzustand: schwierig § 57
%1 m— Curriculum Learning = o
0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000
Episode Episode
(a) Gesamtreward pro Episode (b) Durchschnittsgeschwindigkeit pro Episode

Abbildung 4.6: Vergleich von verschiedenen Startzustédnden

Besonders positiv fillt die Verwendung von Curriculum Learning auf. Da die Startzu-
stdnde langsam schwieriger werden, ist zu Trainingsbeginn eine &hnliche Lernkurve wie
bei einfachen Startzustédnden zu sehen. Dadurch hat der Agent die Zustédnde im Zielbe-
reich friih trainiert und kann so die schwierigeren Zustinde insgesamt schneller erlernen.
Dies zeigt sich auch in der finalen Ausreifserquote bei Curriculum Learning von 0,05%.

Im Gegensatz dazu hat der Agent bei den schwierigen Startzustinden eine Quote von
3,92%.

Reward-Funktion

Die zuvor gezeigten Simulationen liefen unter Verwendung der shaped Reward-Funktion.
Die Abbildung 4.7 zeigt, wie schwer es unter normalen Umsténden fiir den Agenten ist
einen sparse Reward zu entdecken. Durch Vereinfachen der Aufgabe lernt der Agent Ziel-
zustinde kennen und kann diese trainieren. Aus diesem Grund ist auch das Curriculum

Learning bei sparse Reward-Funktionen erfolgreich. Jedoch ist die finale Ausreifferquote
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hier mit 4,45% recht hoch. In Abschnitt 4.3.2 wird gezeigt, wie sich sparse Reward-

Funktionen besser erlernen lassen.

2001

w
o
L

150 A

100 4

N
v
L

501 = Sparse Reward (Startzustand: einfach)

N
o
L

= Sparse Reward (Startzustand: einfach)
sparse Reward (Startzustand: normal)
= sparse Reward (Curriclum Learning)

0 sparse Reward (Startzustand: normal)

= sparse Reward (Curriclum Learning)

-
v
L

—50

Gesamtreward

-
o
L

—100 1

O]
L

—1501

Durchschnittsgeschwindigkeit

—200 4

o
L

T T T T T T T T T T T T
0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000

Episode Episode
(a) Gesamtreward pro Episode (b) Durchschnittsgeschwindigkeit pro Episode

Abbildung 4.7: Simulationsergebnisse bei einer sparse Reward-Funktion

4.2.2 Evaluierung von Netzeigenschaften

Fiir das Training des Critic Netzes wird ein Verlust (loss) minimiert. Neben den {iblichen
Verlustfunktion MAE und MSE, wird Huber loss als alternative Verlustfunktion evaluiert.

Die Grofe des Netzes und des Minibatches kénnen ebenfalls das Training beeinflussen.

Verlustfunktion

Die Verlustfunktion wird beim Training des Critic Netzes eingesetzt. Die Abbildung 4.8
zeigt, dass die Wahl der Verlustfunktion bei der Standardsimulation keine Auswirkung auf
das Training hat. Auch die finale Ausreiferquote ist bei den drei Funktionen gleichwertig.
Eventuell bietet Huber loss einen groferen Vorteil in Kombination mit anderen Methoden

oder bei einer anderen Netzarchitektur.

Netzgrofse
Der Faktor x bestimmt die Grofe der beiden Netze von Actor und Critic. Die gesamte

Anzahl von Neuronen in beiden Netzen ist dabei: 10-2%N +5. Dies ist durch die Netzarchi-

tektur in Abschnitt 3.2.2 gegeben. Die Abbildung 4.9 zeigt, dass ein zu kleines Netz mit
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Abbildung 4.8: Vergleich von verschiedenen Verlustfunktionen

einem Faktor von zny = 4 das Training zu sehr verlangsamt. Ab einem Wert von 2y = 6
ergeben sich keine weiteren Vorteile durch das Vergrofern der Netze. Im Gegenteil steigt
die bendtigte Rechenzeit ab diesem Punkt massiv an. Die Rechenzeit, welche in Tabelle
4.2 enthalten ist, ist die Zeit, die eine CPU (hier: AMD Ryzen 7 2700X) bendétigt, um

beide Netze einmal mit einen Minibatch zu trainieren.
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Abbildung 4.9: Vergleich von verschiedenen Netzgrofsen

Des Weiteren wird mit steigender Netzgrofe die Approximation der Q-Werte durch das
Critic-Netz feinstufiger. So sind in Abbildung 4.10 die Q-Werte fiir eine Simulation mit
einem Netz der Grofe zy = 7 gezeigt. Die Approximation der Standardsimulation (siehe
Abbildung 4.2) ist im Vergleich deutlich glatter.
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Tabelle 4.2: Simulationen mit verschiedenen Netzgrofen

Netzgroke | Neuronenanzahl | Rechenzeit | finale Ausreiferquote
oy =4 165 4,0ms 4.17%
TN =5 325 4,4ms 2,08%
N =6 645 5,5ms 0,97%
N =717 1285 7,7ms 1,27%
N =8 2565 15,2ms 1,60%

' 1 P
X[,?n] 2 3 -3
(a) Qx(s,alf?) mit allen Zustands- und (b) Qr(s,a|0%) mit allen Zustands- und
Aktionswerten gleich 0 bis auf & und g Aktionswerten gleich 0 bis auf ¢ und 6

Abbildung 4.10: Q-Werte des Critics im Zentrum bei einer Netzgrofhe von xy =7

Minibatchgroéfie

Die Minibatchgrofse N bestimmt die Anzahl an Transitionen in einem Minibatch. Eine
Standardsimulation beinhaltet 128 Transitionen in einem Minibatch. In Algorithmus 1
wird festgelegt, dass in jeder Episode T-mal ein neues Minibatch erstellt und trainiert
wird. Mit T, der Anzahl an Episodenschritten, gleich 200 Schritten ergeben sich 25.600
Transitionen, die pro Episode trainiert werden. Die Abbildung 4.11 zeigt, dass ein Hal-
bieren oder Verdoppeln dieser Menge keine Auswirkung auf die Lernkurve hat. Allerdings

steigt die bendtigte Rechenzeit mit steigender Minibatchgrofe.

4.2.3 Evaluierung der Dimensionalitat

In Abschnitt 3.1 wurde der Zustands- und Aktionsraum definiert. Je nach Problem kann

dieser unterschiedlich gestaltet werden. Aber auch fiir ein konkretes Problem gibt es Ge-
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Abbildung 4.11: Vergleich von verschiedenen Minibatchgrdfen

staltungsfreiraum. Die unterschiedlichen Varianten verdndern dabei die Dimensionalitét

der Rdume, was Auswirkungen auf das Training haben kann.

Dimensionen des Zustandsraumes

Durch Entfernen der Zustandselemente, die die Beschleunigung der Position (#, § und %)
und der Rotation (qb, 6 und @ZJ) beinhalten, wird der Zustandsraum auf neun Dimensionen
reduziert. Durch den kleineren Zustandsraum ist der Verlauf Lernkurve zu Trainingsbe-
ginn steiler (siehe Abbildung 4.12). Fiir das Training der Zustdnde im Zielbereich ist
jedoch mehr Feinmotorik nétig. Deswegen ist es dort hilfreich die Beschleunigungswerte
in das Training zu integrieren. In Abbildung 4.12a ist zudem ein Spalt in der Lernkur-
ve (blau) zu erkennen. Grund dafiir konnte ebenfalls die fehlende Information iiber die

Beschleunigung sein.

Dimensionen des Aktionsraumes

Die Definition fiir die Varianten mit vier und mit fiinf Dimensionen befindet sich in
Abschnitt 3.1.2. Die Variante mit fiinf Dimensionen erzielt kein erfolgreiches Ergebnis
(sieche Abbildung 4.13). Dabei ist nicht die Anzahl an Dimensionen die Ursache, son-
dern die Funktionsweise der Variante mit fiinf Dimensionen. Diese erlaubt keine grofen
Unterschiede zwischen den einzelnen Rotorgeschwindigkeiten. Der Erkenntnisgewinn aus

diesem Vergleich ist, dass bei der Definition eines Aktionsraumes dem Agenten genug

60



4 Evaluierung
8004 = 351 | e Zustandsraum: 9 Dimensionen
g 20 i Zustandsraum: 15 Dimensionen (Mittelwert)
(o) 7 .
600 2
z S
o 0 20
5 400 4
€ 7
® £ 151
# , £
02001 G107
{ : £ .
ol ® Zustandsraum: 9 Dimensionen 5 51 N -
| Zustandsraum: 15 Dimensionen (Mittelwert) e ol RIS BRI PO TR TCTRLL S o Sy
0 2000 4000 6000 8000 10000 0 2000 4000 6000 8000 10000
Episode Episode
(a) Gesamtreward pro Episode (b) Durchschnittsgeschwindigkeit pro Episode

Abbildung 4.12: Vergleich von verschiedenen Zustandsrdumen

Freiraum gelassen werden sollte, um die Werte selbst zu wahlen und ihn nicht einzugren-

zen.
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Abbildung 4.13: Vergleich von verschiedenen Aktionsrdumen
4.2.4 Evaluierung des Experience Replay Speichers

Ohne den Speicher ist ein Training nicht méglich. Dies zeigt die Evaluierung der Simu-

lation mit sehr kleiner Speichergréfe. Die Trainingsdaten zu Simulationsstart stammen
aus der Aufwirmphase. Die Evaluierung zeigt, wie hilfreich diese Aufwirmphase fiir das

gesamte Training ist.
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Aufwirmphase

Die Lénge der Aufwérmphase bestimmt wie viele Transitionen bereits zum Simulations-
start in den Experience Replay Speicher geladen werden. Somit stehen gleich zu Trai-
ningsbheginn geniigend Transitionen zur Auswahl. Damit alle Transitionen, die durch die
Aufwirmphase in den Speicher geladen werden, in den Speicher passen, ist die Speicher-
grofe entsprechend der Aufwirmphase angepasst.

Abbildung 4.14 zeigt wie wertvoll diese Transitionen zu Beginn sind. Wird die Auf-
wirmphase weggelassen (blaue Lernkurve), so tritt ein Lernerfolg erst ein, sobald sich
der Speicher durch die Simulation langsam fiillt. Bei einer langen Aufwirmphase (griine
Lernkurve) ist der Lernerfolg zu Trainingsbeginn zwar stark, jedoch verlangsamt sich
die Lerngeschwindigkeit in der mittleren Trainingsphase. Der Grund dafiir ist, dass die
Transitionen aus der Aufwdrmphase mit zufdlligen Aktionswerten erzeugt werden und
somit wenig Transitionen aus dem Zielbereich beinhalten. Bei Betrachtung der finalen
Ausreiferquote lohnt sich jedoch eine lingere Aufwirmphase, denn die Quote von der
Aufwarmphase mit 25.000 Episoden liegt bei 0,02%. Durch die Vielzahl an Zusténden,
die durch die lange Aufwirmphase abgedeckt werden, werden potenzielle Ausreifser mit

in das Training aufgenommen und insgesamt ist die Ezploration dadurch héher.
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Abbildung 4.14: Vergleich von verschiedenen Léngen der Aufwérmphase

Die Variable o, welche beim Parameter Space Noise fiir die Rauschbestimmung genutzt
wird, steuert die Ezploration (siehe Abschnitt 3.2.4). Der Vergleich der Werte von o¢
einer Simulation mit einer langen und einer ohne Aufwirmphase ist in Abbildung 4.15
gezeigt. Ohne Aufwirmphase sinkt o zunédchst stark, wodurch die Ezploitation steigt.

Dies sorgt dafiir, dass zunichst eine Strategie entsteht, die es dem Agenten ermdoglicht
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Abbildung 4.15: Verlauf von og des Parameter Space Noise wihrend verschiedener Si-
mulationen

den Zielbereich anzusteuern. Sobald die Strategie dies gewéahrleisten kann, steigt die Fa-
ploration, um weitere Zustinde zu erkunden. Anschliefend stabilisiert sich o bei einem
Wert, der ein geeignetes Verhiltnis zwischen Fzploration und Ezploitation herstellt. Im
Vergleich dazu sind die Schwankungen der Verlaufskurve von og bei einer langen Auf-
warmphase wesentlich geringer. Die grofe Menge an bestehende Transitionen aus der
Aufwirmphase beinhaltet viele verschiedene Zustdnde. Daher braucht der Agent durch
ein Parameter Space Noise nicht mehr dazu geleitet werden weitere unbekannte Zustinde

in dem gleichen Mafse zu erkunden.

Speichergrofie

Die Grofe des Experience Replay Speicher legt fest wie viele Transitionen zur Auswahl
fiir einen Minibatch stehen. Fiir eine Simulation mit 10.000 Episoden und einer Aufwirm-
phase von 2.000 Episoden ist die maximale Anzahl von méglichen Transitionen 2.120.000.
In der Standardsimulation wurde eine Speichergrofe von 320.000 Transitionen gewéhlt.
Dies bietet genug Speicher fiir alle Transitionen aus der Aufwirmphase (120.000) und
sorgt dafiir, dass der Speicher die Transitionen aus der Simulation alle 1.000 Episoden
im Speicher iiberschreibt. Die Abbildung 4.16 zeigt, dass jede Speichergréfe zu einem
erfolgreichen Training fiihrt. Jedoch ist ohne den Speicher kein Training moglich. Eben-
falls eine geringe Speichergrofse von 10.000 Transitionen (blaue Lernkurve) bringt keine
guten Ergebnisse.

Es empfiehlt sich eine grofte Speichergrofe zu wihlen, da mit steigender Grofe die finale

Ausreifierquote sinkt. Bei der maximalen Speichergrofie betriagt diese nur noch 0,03%.
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Abbildung 4.16: Vergleich von verschiedenen Speichergréfen
4.3 Evaluierung von HER und PER

Die beiden Techniken Hindsight Exzperience Replay (HER) und Priorized Ezperience Re-
play (PER) sind mit jeder vorgestellten Methode kombinierbar, da diese ausschliefslich die
Transitionen im Speicher und deren Selektierung beeinflussen. Inshesondere eine Kombi-
nation der beiden Techniken fiihrt in der Simulation zu den besten Ergebnissen.

Es werden jeweils die Techniken einzeln und in Kombination verglichen. Bei der Evalu-
ierung wird zwischen Simulationen mit einer sparse und einer shaped Reward-Funktion
unterschieden. Insgesamt werden 16 verschiedene Simulationen mit verschiedenen Schwie-
rigkeitsgraden (einfach, mittel und Curriculum Learning) verglichen. Die Tabelle 4.3 zeigt

alle Kombinationen und deren jeweilige finale Ausreikerquote.

Tabelle 4.3: Finale Ausreiferquote von Simulationen mit kombinierten Techniken

shaped sparse

mittel | einfach ‘ mittel ‘ Curriculum
Standard 0,97% | 0,18% | 100,0% 4,45%
Standard + PER 0,62% 0,0% | 100,0% 3,13%
Standard + HER 0,18% | 99,1% | 100,0% 100,0%
Standard + HER + PER | 0,08% 0,0% | 100,0% 0,73%
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4.3.1 Kombinationen mit shaped Reward-Funktion

Obwohl die HER Technik insbesondere fiir Simulationen mit sparse Reward-Funktion
gedacht ist, kann sie auch mit einer shaped Reward-Funktion eingesetzt werden. Die Ab-
bildung 4.17 zeigt zwar, dass die Simulationen in Kombination mit HER zu Trainingsbe-
ginn einen Einbruch in der Lernkurve vorweisen, jedoch sind die finalen Ausreifserquoten

sehr gut.
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Abbildung 4.17: Vergleich von verschiedenen Kombinationen von PER und HER bei Si-
mulationen mit shaped Reward-Funktion und normalen Startzustinden

4.3.2 Kombinationen mit sparse Reward-Funktion

In Abschnitt 4.2.1 wurde bereits gezeigt, dass das Training durch eine Umgebung mit
sparse Reward erschwert wird. Die zum Vergleich stehenden Simulationen besitzen die

folgenden Eigenschaften:
e Simulation A: sparse Reward-Funktion und einfacher Startzustand
e Simulation B: sparse Reward-Funktion und mittlerer Startzustand

e Simulation C: sparse Reward-Funktion und Curriculum Learning

65



4 Evaluierung

Simulation A

In diesem Vergleich (siehe Abbildung 4.18) unter vereinfachten Umsténden erzielt bis
auf HER jede Methode gute Ergebnisse. Die Kombinationen mit PER schaffen sogar

eine finale Ausreiferquote von 0,0%.
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Abbildung 4.18: Vergleich von verschiedenen Kombinationen von PER und HER bei Si-
mulationen mit sparse Reward-Funktion und einfachen Startzustinden

Simulation B

Unter normalen Umstidnden gelingt es keiner der Techniken den Zielbereich zu erkunden
(siehe Abbildung 4.19). Die fehlenden Informationen tiber den Zielbereich sollten durch
die HER Technik mit verschiedenen Zielen ausgeglichen werden. Jedoch war dies selbst

in Kombination mit PER nicht erfolgreich.

Simulation C

In Abbildung 4.20 zeigt sich die Stérke von Curriculum Learning. Bei der Verwendung
von Curriculum Learning startet der Quadcopter episodenweise aus schwierigeren Start-
zustanden. Die HER Technik zeigt zu Trainingsbeginn zwar eine richtige Tendenz, doch
mit steigendem Schwierigkeitsgrad durch das Curriculum Learning verliert HER die
Verbindung zum Zielbereich. Eventuell konnte dies durch ein langsameres Erhohen des
Schwierigkeitsgrades verbessert werden. Jedoch erreicht die Kombination von HER und

PER eine viermal bessere finale Ausreifferquote als die anderen beiden Techniken.
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Abbildung 4.19: Vergleich von verschiedenen Kombinationen von PER und HER bei Si-
mulationen mit sparse Reward-Funktion und normalen Startzustinden
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Abbildung 4.20: Vergleich von verschiedenen Kombinationen von PER und HER bei Si-
mulationen mit sparse Reward-Funktion und Curriculum Learning

4.3.3 Betrachtung des Speichers

Die Speichergrofe der Simulationen variiert je nach angewendeter Kombination. Wah-
rend die Standardsimulationen einen Speicher mit 312.000 Transitionen besitzt, sind es
bei PER aufgrund der Baumstruktur 524.288 Transitionen. Bei HER werden pro Episo-
de neunmal so viele Transitionen durch die verschiedenen Zieldefinitionen erstellt. Somit
entstehen alleine in der Aufwirmphase mit HER 1.080.000 Transitionen und in der ge-
samten Simulation werden 18 Millionen weitere erzeugt. Daher wird der Speicher auf
eine Grofe von 2 Millionen Transitionen begrenzt. Fiir die Kombination HER und PER

ergibt sich eine Speichergrofie von 2.097.152 Transitionen.

67



4 Evaluierung

5 &8 &§ 8 8 3
e o o oo 9 a 9o

Anzahl von Trainingsaufrufen
-
[=]
[=]

=
L

0 100000 200000 300000 400000 500000
Speicherindex

Abbildung 4.21: Anzahl von Trainingsaufrufen einer Transition im Speicher

Im folgenden wird der Speicher nach Beendung von Simulation C mit PER betrach-
tet. Der Speicher ist vollstéindig mit 524.288 Transitionen gefiillt, wobei jede Transition
zahlt, wie oft sie bereits trainiert wurde. Die Abbildung 4.21 zeigt, dass jede Transition
im Laufe ihrer Existenz mindestens 50 mal trainiert wird. Zudem ist zu erkennen, wie
der FIFO-Buffer alte Transitionen 16scht und mit neuen ersetzt. Die Anzahl der neuen

Transitionen ist dementsprechend gering.
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Abbildung 4.22: Prioritdtsverteilung

Die Abbildung 4.22 zeigt die Verteilung der Prioritdten in Abhéngigkeit von der Ge-
schwindigkeit und der Orientierung. Jeder Punkt entspricht dabei einer Transition, des-
sen Prioritdtswert im Graphen eingetragen ist. Die Geschwindigkeit entspricht dabei dem
Geschwindigkeitsvektor aus Gleichung 4.1. Die Orientierung ist in Gleichung 3.20 defi-
niert und beschreibt die Ausrichtung des Quadcopters nach oben (41) oder unten (—1).

Zum einem ist bei den beiden Verteilungen zu erkennen, dass der grofte Teil der Tran-

68



4 Evaluierung

sitionen aus der Nihe des Zielbereiches stammt. Zum anderen ist zu erkennen, dass die
hochste Prioritdt Transitionen aus dem Zielbereich haben. Dies unterstiitzt den Agenten
in einer Umgebung mit sparse Reward das Ziel zu erkunden. Die meisten Transitionen
haben jedoch eine geringe Prioritdt und werden kaum mehr fiir das Training selektiert.

So haben circa 80% einen Prioritdtswert unter 0,4.

4.4 Verlauf der Flugbahn

Nach dem Training kann der Agent die beiden trainierten Netze mit einer greedy-Strategie
ausnutzen. Dazu wird eine weitere Episode gestartet, in der immer die beste Aktion ge-
wahlt wird und diese auch mit keinem Rauschen behaftet ist. Der Startzustand fiir diese
Episode entspricht dem schwersten Schwierigkeitsgrad und ist ein unkontrollierter Flug-
zustand. Somit betrigt die Geschwindigkeit @ = ¢ = 2 = 37, Die Winkel werden mit
¢ =0° 6 =—180° und ¥ = —180° so gesetzt, dass der Quadcopter nach unten gerichtet
ist. Die Flugbahn des Quadcopters ist in Abbildung 4.23 gezeigt. In der ersten Sekun-
de wird eine aufrechte Orientierung hergestellt. Wahrend dieser Phase kann noch keine
Kontrolle iiber die Geschwindigkeit des Quadcopters gewonnen werden. Nachdem eine
aufrechte Orientierung gegeben ist, wird der Quadcopter stabilisiert. Die gesamte Stabili-
sierung dauert circa drei Sekunden. Im stabilisierten Zustand rotiert der Quadcopter um
seine z’-Achse, jedoch wird dabei die Position nicht verlassen. Dieses Verhalten konnte
durch eine verinderte Reward-Funktion bestraft werden. Jedoch hat sich der Agent trotz

dem gegebenen Entscheidungsfreiraum fiir dieses Verhalten entschieden.
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Abbildung 4.23: Flugbahn
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In diesem Kapitel wird eine Zusammenfassung dieser Arbeit gegeben. Zudem wird ein
Ausblick fiir weitere Arbeiten diskutiert.

5.1 Zusammenfassung

Der in dieser Arbeit implementierte Algorithmus beinhaltet einen selbstlernenden Agen-
ten, der mit RL einen unkontrollierten Flugzustand stabilisiert. Der Algorithmus baut
auf dem DDPG-Algorithmus mit seiner Actor-Critic Architektur auf. Wéahrend der Si-
mulation werden alle Flugbahnen in Form von Transitionen in einen Experience Replay
Speicher geschrieben. Aus diesem werden die Transitionen in Minibatches selektiert und
zum Training der Netze verwendet. Durch das Abspeichern der Transitionen kénnen diese
beliebig oft fiir das Training verwendet werden. Zur Ezploration ist die Aktion mit einem
Rauschen behaftet. Dies erméglicht dem Agenten noch unbekannte Zusténde zu entde-
cken, um potenzielle Flugbahnen kennen zu lernen. Den Vorteil einer guten Ezploration
zeigt sich auch in den Evaluierungsergebnissen der Aufwérmphase. Die Transitionen der
Aufwirmphase erméglichen schon zu Trainingsbeginn Lernerfolge.

Das Ziel dieser Arbeit war es insbesondere ein Training in Umgebungen mit sparse Re-
ward zu ermdglichen. Da das Training von sparse Reward-Funktionen in der Standard-
simulation nicht erfolgreich war, wurden dafiir die Techniken PER und HER eingesetzt.
Durch PER lassen sich gezielt Transitionen selektieren, die besonders wertvoll fiir das
Training sind. Dieser Vorteil zeigt sich besonders bei Umgebungen mit sparse Reward.
Da Transitionen mit positiven Reward selten sind, kénnen diese durch PER bevorzugt in
das Training integriert werden. Der Einsatz von HER hat keinen Vorteil beim Trainieren
von sparse Reward-Funktionen erbracht. Jedoch war ein Mehrwert durch diese Technik
bei der Betracht der finalen Ausreifserquote der Standardsimulation gegeben. Durch den
Einsatz von HER wird somit das Training von shaped Reward-Funktionen verbessert.

Die Evaluierung hat weiterhin gezeigt, dass Curriculum Learning in allen Umgebungen
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einen groken Vorteil bringt. Durch das schrittweise Erhchen der Aufgabenschwierigkeit,

kann der Agent in jeder Umgebung bessere FErgebnisse erzielen.

5.2 Ausblick

Der vorgestellte Algorithmus 16st das gegebene Problem zwar sehr gut, dennoch gibt es
noch weitere Moglichkeiten die Implementierung zu erweitern und zu verbessern. Die-
se Moglichkeiten werden hier in Aussicht gestellt. Des Weiteren kann das beschriebene

Problem noch erweitert werden, wodurch die Komplexitéit der Aufgabe steigt.

5.2.1 Aerodynamische Effekte

In der Beschreibung der Umgebung (siehe Abschnitt 2.1.1) wurde festgelegt, dass einige
Sonderfille nicht betrachtet werden. Daher kann das Flugmodell fiir die erweiterte Flug-
dynamik angepasst werden. Dazu gehdren aerodynamische Effekte, die zum Beispiel in
Boden- und Deckennéhe auftreten.

In der vorgestellten Simulation sind die Rotorwinkelgeschwindigkeiten direkt verdnder-
bar. Dies kann durch die Modellierung eines Rotormotors und dessen Spannungswerte
erweitert werden.

Eine weitere Erweiterung wire die Implementierung von Luftstrémungen. Wenn diese
zufillig auftreten, verliert die Ubergangsfunktion § von einem Zustand zum Folgezu-
stand ihren Determinismus. Diese Erweiterung wiirde neue Herausforderungen mit sich

bringen.

5.2.2 Vorfiihrung

Eine Vorfithrung (demonstration) ist in diesem Fall eine Flugbahn, die von einem pro-
fessionellen Modellflieger geflogen wurde. Die Flugdaten werden vor Trainingsbeginn an-
statt der Aufwirmphase in den Experience Replay Speicher geladen [16]. Dadurch soll
ein schnelleres Training erméoglicht werden. Die Problematik ist die Erstellung solcher
Flugdaten. Fiir viele Szenarien ist es nicht mdéglich einen Experten auf dem Gebiet zu
finden. Eine Alternative ist es, Flugdaten zu nehmen, die mit einer bestehenden Strate-

gie erstellt worden sind. Dies setzt allerdings voraus, dass ein Agent das Problem bereits
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einmal gelost hat. Somit ist diese Technik nicht immer eine Option. Insbesondere fiir

neue, unerforschte Probleme kann eine Vorfiihrung nicht eingesetzt werden.

5.2.3 Parallelisierung

Mit der Parallelisierung von Programmabléufen ldsst sich die Rechenzeit der Simulati-
on verkiirzen. Jedoch bietet der Algorithmus aufgrund seines sequentiellen Ablaufs nur
wenig Moglichkeiten dazu. In dieser Implementierung sind Funktionen, wie das Erstellen
eines Minibatches und das Netztraining, parallelisiert. Die Parallelisierung des Netztrai-
nings iibernimmt dabei TensorFlow entweder auf der CPU oder GPU.

Durch eine Umstrukturierung des Algorithmus ldsst sich dieser massiv parallelisieren
[17]. Dafiir muss das Training von der Simulation entkoppelt werden. Dies ist durch den
Experience Replay Speicher gut realisierbar. Der Algorithmus wird in zwei Klassen mit
getrennten Ressourcen geteilt. Die eine Klasse simuliert die Flugbahn und benutzt dafiir
eine Kopie der Strategie, welche in regelméfigen Abstédnden aktualisiert wird. Die erstell-
ten Flugbahnen werden nach jeder Episode in Form von Transitionen in den Experience
Replay Speicher geladen. Die zweite Klasse erstellt aus dem Experience Replay Speicher
Minibatches und trainiert damit die Netze. Von jeder Klasse lassen sich beliebig viele

Instanzen erstellen, die alle parallel arbeiten kénnen.

5.2.4 Modifizierung der Netzarchitektur

In der vorgestellten Implementierung wird die Netzarchitektur aus Abschnitt 3.2.2 ver-
wendet, die in Abbildung 5.1a zusammengefasst ist. Beide Netze erhalten die Zustandsele-
mente als Eingabeschicht. Der Critic verarbeitet diese in seiner ersten verdeckten Schicht
und fiigt die Aktionswerte erst in der zweiten Schicht hinzu. Es besteht die Vermutung,
dass die Neuronen aus der ersten Schicht des Actors und des Critics dieselben Eigen-
schaften trainieren. Daher ist eine mogliche Erweiterung durch Abbildung 5.1b gegeben.
Vor das Netz des Actors und des Critics wird ein gemeinsames Vor-Netz geschaltet, dass
diese Schicht ersetzen soll. Dieses Vor-Netz erhélt als Eingabe den Zustand und reicht

seine Ausgangswerte an die beiden anderen Netze weiter.
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Abbildung 5.1: Mégliche Modifizierung der Netzarchitektur

5.2.5 Feinstellung der Parameter

Wie in der Evaluierung gezeigt, bietet der Algorithmus sehr viele Moéglichkeiten zum An-
passen von Parameter. Die Feinstellung dieser ist fiir jedes Problem unterschiedlich. Fiir
dieses Problem wurden gute Einstellungen gefunden. Jedoch 1dsst sich durch weitere Ver-
gleiche von Parametereinstellungen sicherlich eine bessere Losung finden. Da unter den
Parametern Abhéngigkeiten bestehen, die nicht offensichtlich sind, bieten die Feinstellung
viel Platz zum Testen von Einstellungen. Insbesondere die Netzarchitektur bietet viele
Méglichkeiten, wie zum Beispiel verschiedene Aktivierungsfunktionen, zur ausfithrlichen

Evaluierung.

5.2.6 Reale Welt

Nach dem Training ist der Agent durch seine Strategie in der Lage einen Quadcopter
zu stabilisieren. Diese Strategie kann anschliefiend auf einen echten Quadcopter in der
realen Welt iibertragen werden. Da das mathematische Modell der Flugdynamik auf rea-
len Quadcoptern basiert, kénnen gute Flugergebnisse erwartet werden. Jedoch muss das
Training des Agenten zuvor in der Weise angepasst werden, dass ein begrenzter Flugraum
definiert wird. Des Weiteren miissen die Male, Grofe und weitere Konstanten des Mo-
dells mit dem echten Quadcopter iibereinstimmen. Da der Agent zur Strategieverfolgung
die Zustandsinformationen bendétigt, muss diese beim Versuchsaufbau durch Kameras

und andere technische Hilfsmittel ermittelt werden.
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Glossar

CPU central processing unit.

DDPG Deep Deterministic Policy Gradient.

DQN Deep Q-Network.
GPU graphics processing unit.
HER Hindsight Experience Replay.

MAE mean absolute error.
MDP Markov decision process - Markow-Entscheidungsproblem.

MSE mean squared error.

PD proportional-derivative.

PER Prioritized Experience Replay.
RL Reinforcement Learning.
TD Temporal Difference.

UAV unmanned aerial vehicle - unbemanntes Luftfahrzeug.
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