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Kurzzusammenfassung
In der realen Computerumgebung ist es schwierig, eine Entscheidung zu treffen, die
durch Unvollstandigkeit und Ungenauigkeit charakterisiert ist. Mehrere Algorithmen
und Technologien (Fuzzy-Logik, neuronale Netze, genetische Algorithmen etc.)
wurden entwickelt, um eine akkurate Diagnose sicher zu stellen. In dieser Bachelor-
arbeit wird ein adaptiver Neuro-Fuzzy-Ansatz als Klassifikator fiir eine Diagnose
benutzt. Viele Aspekte des Adaptiven Neuro-Fuzzy-Inferenzsystems (ANFIS) wie
Architektur, Variationen der Architektur, Lernalgorithmen, Implementationen und
medizinische Anwendungen werden vorgestellt. Fir eine Realisierung an einem Fall-
beispiel wurden mehrere Modelle mit unterschiedlichen Konfigurationen entwickelt
und evaluiert. Die Leistung der Modelle sind mit der Wurzel der mittleren quadrati-
schen Fehler (RMSE) ermittelt, um das beste Modell zu erhalten. Die Analyse der
Diagnoseresultate und die Vergleiche mit MLP/RBFN demonstrieren eine vielver-
sprechende Leistung fiir eine Modellierung von Diagnosesystemen.
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Abstract
It is difficult to derive a decision in a real-world computing environment, which is
characterized by incompleteness, inaccuracy and imprecision. Several algorithms and
technologies (soft computing techniques - fuzzy logic, neural networks, genetic algo-
rithm etc.) have been constructed to ensure accurate diagnosis. In this thesis, an
adaptive neuro-fuzzy approach is used as a classifier for diagnosis. Many aspects of
the proposed adaptive neuro-fuzzy inference system (ANFIS) are introduced such as
architecture, variations, learning algorithms, implementations and medical diag-
nostic applications. For case example, several models with different configurations
are developed and evaluated. The performance of these models was measured by
root-mean-square error (RMSE) to obtain the best fit model. Analysis of the diagnosis
results and comparisons with MLP/RBFN demonstrates a promising performance for
modeling of diagnostic systems.
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1 Einleitung

Die Subjektivitat eines Spezialisten ist in vielen Situationen ein Problem fiir eine akkurate
Diagnose. Dabei beruft der Spezialist bei der Beurteilung auf sein Erfahrungswissen und kann
in einem routinierten Ablauf oder schwierigen Fallen eine falsche bzw. vorschnelle
Schlussfolgerung ziehen. Die Zeit ist ebenfalls ein ernst zu nehmendes Problem in Situatio-
nen, die eine zeitnahe Diagnose erfordern. So konnen computergestiitzte Diagnosen ein
effektives Hilfsmittel flr einen Spezialisten sein, um Diagnosen akkurat und schnell zu tref-
fen. Einer dieser Mittel sind kiinstliche neuronale Netze, die in vielen Bereichen der Wis-
senschaft und Technologie ihre Anwendung finden. Die Einsatzgebiete von neuronalen Net-
zen sind weit gefachert, wie Bildverarbeitung, Klassifikation, Klangsynthese, Zeitreihenana-
lyse etc. und ist damit ein gutes Mittel fir komplexe Anwendungen.

1.1 Zielsetzung

Das Ziel ist es, ein unterstiitzendes Diagnosemittel vorzustellen, die auch auf das Wissen des
Spezialisten zurickgreift. Die vorliegende Arbeit beschrankt sich dabei auf die Diagnose mit
einem Neuro-Fuzzy-System - im Speziellen auf das Adaptive Neuro-Fuzzy-Inferenzsystem
(ANFIS). Hierbei soll das vorgestellte System und dessen Entwicklung bis zum heutigen
Zeitpunkt beleuchtet werden. In dieser Arbeit werden dafiir die unterschiedlichen
Variationen, Lernalgorithmen, Implementationen und die medizinischen Diagnoseanwen-
dungen des adaptiven Systems betrachtet. Am Beispiel der Brustkrebsdiagnose soll ein kon-
kretes Neuro-Fuzzy-System realisiert und verschiedene Modelle untersucht und bewertet
werden.
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1.2

Struktur der Arbeit

Die Struktur der Arbeit gliedert sich, einschlielRlich der Einleitung, in sechs Kapitel.

Das zweite Kapitel widmet sich der Thematik Gber die Grundlagen von kiinstlichen
neuronalen Netzen und den Themen, die fiir das Verstandnis der Arbeit notwendig
sind.

Im Fokus des dritten Kapitels steht das Adaptive Neuro-Fuzzy-Inferenzsystem
(ANFIS), die in dieser Arbeit als Arbeitsgrundlage dient. Hierbei werden die Architek-
tur des Systems vorgestellt und eine Ubersicht iiber die Variationen der Architektur,
der Lerntechniken und Implementationen des ANFIS verschafft.

Darauf aufbauend wird im vierten Kapitel das System fiir die Diagnose vorgestellt.
Zunichst wird ein Uberblick tber die Einsatzgebiete des Systems in der medizini-
schen Diagnose verschafft und im Anschluss auf die Nutzung des Ansatzes mit der
MATLAB Software eingegangen.

Im flnften Kapitel findet eine Realisierung einer Brustkrebsdiagnose mit unter-
schiedlichen MLP-, RBF- und ANFIS-Modellen statt, die im Anschluss untersucht und
bewertet werden.

Im letzten Kapitel werden die Inhalte der Arbeit kurz zusammengefasst. Abschlie-
Rend erfolgen ein Fazit und ein Ausblick des vorgestellten Systems.
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2 Grundlagen

Im folgenden Kapitel werden die Grundlagen, die fiir die vorliegende Arbeit zum Verstandnis
des Themas erforderlich sind, erldutert. Im ersten Unterpunkt 2.1 wird die Thematik Gber
kiinstliche neuronale Netze (KNN) vorgestellt sowie ein grober Uberblick iiber KNN verschafft
und die Einteilung in deren Untergruppen kurz angeschnitten. Im Unterpunkt 2.2 werden
Fuzzy-Systeme mit dem Fokus auf die Fuzzy-Logik und im Speziellen das Fuzzy-Regelsystem
von Takagi-Sugeno-Kang behandelt. Die Kombination aus Fuzzy-Systemen und neuronalen
Netzen wird im Unterkapitel 2.3 thematisiert. Dabei werden die Vorteile eines solchen
Neuro-Fuzzy-Systems in den Vordergrund gestellt und die Abgrenzung zwischen zwei unter-
schiedlichen Modellen vorgenommen. Im letzten Unterpunkt 2.4 werden Partitionierungs-
ansatze zur Bestimmung der Regeln eines Fuzzy-Systems erklart.

2.1 Kiinstliche neuronale Netze

Klnstliche neuronale Netze bilden die Struktur und Funktionsweise der Nervensysteme von
Tieren und Menschen ab. Hierbei ist der Fokus nicht primar die Nachbildung von biologischen
neuronalen Netzen, sondern eher eine Abstraktion der Informationsverarbeitung. Die KNNs
bestehen aus einer groRen Anzahl an parallel laufenden Einheiten. Diese Einheiten sind Neu-
ronen, die Uiber gerichtete Verbindungen Signale senden.

McCulloch und Pitt [1] veroffentlichten ein Modell, dass die Charakteristiken eines biologi-
schen Neurons zur Ubertragung und zum Empfangen von Informationen modelliert. Dieses
Modell dient seither als Referenz fiir viele KNN-Modelle. Aus mathematischer Sicht ist ein
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Neuron ein Prozessor mit einer bestimmten Anzahl an Ein- und Ausgaben, die zwei Zustande
besitzt: Aktiv (d. h., das Neuron feuert) und passiv (d. h., das Neuron feuert nicht). Der
mathematische Ausdruck eines Neurons, die in der heutigen Literatur sehr haufig zu sehen
ist, kann aus der Gleichung (2.1) entnommen werden.

Yo = JZ:;WKJXJ A Y= ¢(U<k> ‘%) (2.1)

Hierbei ist Uy der Ausgang der Summenfunktion des Modells, X; ist das Eingabesignal der
Synapse j und W ist die Gewichtung von der Synapse j zum Neuron K. Der Ausgang des
Neurons wird durch y) reprasentiert, die von der Aktivierungsfunktion ¢ und dem Schwel-
lenwert O ) abhangig ist.

Die Eingabewerte eines Neurons werden mit einem Gewicht! multipliziert und gibt darauf
eine Ausgabe. Wenn die Summe Uber das Produkt aller Eingaben mit den entsprechenden
Gewichten groRer als der Schwellenwert O  ist, wird die Ausgabe auf aktiv gesetzt, sonst ist
die Ausgabe passiv. Der Schwellenwert kann auch durch einen weiteren Eingang Xo, dem
sogenannten Bias, dargestellt werden. In der Abbildung 2.1 ist ein Neuron mit seinen Ele-
menten zu sehen.

Gewichtung
Xp—> :: —
Ubertragungs- Aktivierungs-
funktion funktion
Aktivierung
N Y
P oe—— O ——
° Netzeingabe
£ U
w . . I
Schwellwert
Xn )

Abbildung 2.1: Darstellung eines Neurons (ohne Bias)

Durch die Verbindungen der Neuronen mit anderen Neuronen bildet sich die Netzarchitektur

1 Ein Gewicht kann positiv oder negativ sein, und entsprechend werden die Eingaben verstirkt bzw.
gehemmt.
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zusammen. Die zusammengesetzten Neuronen werden in ein Schichtenmodell unterteilt. So
besteht ein KNN grundsatzlich? aus drei Schichten, die die Neuronen in Eingabe-, Ausgabe-
und in versteckte Neuronen einteilt. Es wird damit festgelegt, welche Neuronen die Eingabe-
daten erhalten und welche die Ausgabe der KNN ausgeben. Die restlichen Neuronen haben
keinen Kontakt nach auBen und werden als versteckte Neuronen (Hidden-Layer) bezeichnet.
In der ersten Schicht werden die ankommenden Daten zur nachsten Schicht Gbertragen.
Diese Schicht kann mehr als ein Neuron besitzen und ist nicht an Regeln gebunden, die fest-
legt, wie viele Neuronen die Schicht haben muss. Vielmehr hangt es davon ab, wie viele Ein-
trage benutzt werden sollen.

Die zweite Schicht ist die versteckte Schicht. Diese Schicht beinhaltet Neuronen, die entwe-
der Daten oder Signale von der vorherigen Schicht (Eingangs- oder versteckte Schicht)
empfangen. In den Schichten werden die Daten bzw. Signale durch Funktionen verarbeitet.
Die versteckten Neuronen kdnnen in Vielzahl (eins oder mehr) vorhanden sein. Es hangt u. a.
von der Komplexitdt bzw. ZweckmaRigkeit des vorliegenden Falles ab. Die bearbeiteten
Resultate dieser Schicht werden zur Ausgangsschicht weitergeleitet. Die Ausgangsschicht be-
stimmt die Validitdt der Daten, die durch die Begrenzung der Aktivierungsfunktionen
analysiert sind. Die Einteilung in Schichten eines KNN ist in der Abbildung 2.2 aufgefiihrt.

Eingangsschicht Versteckte Schicht Ausgangsschicht

/. AN R )

© Neuronen : . Neuronen : . Neuronen : : Neuronen :

Abbildung 2.2: Schichten eines kiinstlichen neuronalen Netzes mit mehreren Eingangen und mehreren
Ausgdngen (MIMO)

Je nachdem wie die Neuronen miteinander verbunden sind, wird eine KNN-Architektur in
zwei Typen von Netzen unterteilt: Vorwarts gerichtete Netze (Feed-forward-Netze) und riick-
gekoppelte neuronale Netze (Rekurrente-Netze) [2]. Die Feed-forward-Netzwerke besitzen

2 Ausgenommen sind die einstufigen Netze ohne versteckte Neuronen.
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in seiner Architektur keine Riickfliihrung zu den vorherigen Schichten. Die Daten bzw. Signale
verlaufen nur in eine Richtung und haben dadurch keinen Einfluss auf die Schichten davor.
Die Netzarchitektur kann aus einem einstufigen Netz oder mehrstufigen Netz bestehen. Ein
einstufiges Netz setzt sich aus den Ein- und Ausgabeneuronen, wogegen das mehrstufige
Netz zusatzlich aus den versteckten Neuronen zusammensetzt. Zu den Feed-forward-Netzen
gehort u. a. das einlagige Perzeptron, mehrlagige Perzeptron (MLP) und die Radiale-
Basisfunktionen-Netze (RBF-Netze). Der andere Typ von Netzen ist das Rekurrente-Netz.
Dieses Netz hat ein dhnliches Design wie die Feed-forward-Netze. Jedoch ist die Architektur
mit einer zusatzlichen Riickkopplung versehen. Dies hat zufolge, dass die Daten bzw. Signale
vorwarts propagieren kénnen und der Feed-back kann fiir die Eingdnge der vorherigen
Neuronen dienen. Dieser Typ von KNN kann fiir dynamische Anwendung benutzt werden. Zu
den Rekurrenten-Netzen gehoren u. a. ElIman-Netze, Jordan-Netze und Hopfield-Netze. Eine
Ubersicht der Einteilung in Feed-forward- und Rekurrente-Netze ist anhand der Abbildung
2.3 dargestellt.

ﬁ Kinstliche neuronale Netze ‘%

Feed-forward-Netze Rekurrente-Netze

%\m

Einlagige mehrlagige Radiale-Basis- "
Perzeptron Perzeptron funktionen-Netze Hopfield Netze ART

%% G || B

Abbildung 2.3: Eine Taxonomie von Feed-forward und Rekurrenten-Netzwerken [2]

Kompetitive Netze Kohonennetze ‘

Die bekannteste Form eines KNN ist das mehrlagige (bzw. mehrschichtige) Perzeptron. Wenn
man die Ausgabeschicht als Eingabe fiir weitere Neuronenschichten benutzt und diese
mehrmals reiht, erhalt man einen MLP. Das Lernen erfolgt zumeist mit der Fehlerriickfihrung
(Backpropagation). Dabei werden die Gewichte der Verbindung veradndert, sodass das MLP
das erstrebte Ziel nach einem liberwachten Training erreicht.

Die Radiale-Basisfunktionen-Netze sind vorwiérts gerichtete Netze mit einer strengen
Schichtstruktur. Die Anzahl der Schichten ist stets in drei Stufen eingeteilt. Demnach existiert
in einem RBF-Netz nur eine versteckte Schicht. In der versteckten Schicht findet die
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Informationsverarbeitung des Netzes statt. Des Weiteren unterscheidet sich das RBF-Netz
zum MLP durch eine andere Netzeingabefunktion Uk und Aktivierungsfunktion ¢. Hier
kommt die radiale Basisfunktion zur Nutzung. Die Funktion beeinflusst primar die Ausgabe
eines Netzes, indem es jedem Neuron eine Art ,,Einzugsgebiet” zuordnet [3].

2.2  Fuzzy-Systeme

Der Mensch verwendet vorwiegend unscharfe bzw. unprazise Konzepte, um seine Umge-
bung zu beschreiben und sind durch einfache Modelle schwer zu bestimmen. So sind auch
Beschreibungen der Umgebung durch Attribute kontextabhangig und bendtigen eine ge-
nauere Betrachtung. Deshalb ist der Hauptgedanke an dieser Stelle der Umgang mit Mengen,
deren Elemente nur graduell zu einer Menge gehoren. Zu der Problematik veroffentlicht Lotfi
A. Zadeh [4] seine Arbeit iber die Fuzzy-Mengen. Die Strategie des Fuzzy-Systems ist es,
anstatt scharfe bzw. zweiwertige Unterscheidungen zu machen, einen gewissen Grad einer
Zugehorigkeit zu treffen. Mit diesem Ansatz lassen sich Entscheidungen treffen, in denen
widerspriichliche oder auch unvollstdndige Information vorhanden sind. Es ist wichtig zu
unterscheiden, dass die Graduierung nicht mit dem Konzept der Wahrscheinlichkeit gleich-
zusetzen ist [3]. Um den Unterschied klar zu machen, veranschaulicht Bezdek [5] mit einem
Beispiel in seiner Publikation Gber Fuzzy-Modelle. In seinem Beispiel soll eine Person die
Wahl zwischen zwei Flaschen (A und B) treffen. Dabei ist L die Menge der ungiftigen Fllssig-
keiten. Die Flasche A soll mit einer Wahrscheinlichkeit zu 0,91 zu der Menge L gehéren und
die Flasche B einen Zugehorigkeitsgrad von 0,91 besitzen. So kann die Wahrscheinlichkeit der
Flasche A daher beruhen, dass aus 10 Flaschen ungefahr 9 Flaschen mit Wasser gefiillt sind
und nur eine Flasche mit einer giftigen FlUssigkeit gefiillt ist. Andererseits bedeutet eine Zu-
gehorigkeit von 0,91, dass die Flasche zu einem Prozentanteil von 91 % trinkbar ist — z. B.
bedingt durch das Ablaufen des Haltbarkeitsdatums. Somit ist die Wahl zu der Flasche B eher
zu empfehlen.

2.2.1 Fuzzy-Mengen und Fuzzy-Logik

Die Fuzzy-Mengen, auch als unscharfe Mengen bezeichnet, bilden die Grundlage fiir die
Fuzzy-Logik. Bei den Fuzzy-Mengen muss die Angabe getroffen werden, inwiefern die Ele-
mente zu einem bestimmten Grad zu der Fuzzy-Menge angehéren. So ist die Definition 2.1
einer Fuzzy-Menge wie folgt [3].
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Definition 2.1:
Eine Fuzzy-Menge oder Fuzzy-Teilmenge u der Grundmenge X ist eine Abbildung

w: X — [0, 1], die jedem Element x &€ X seinen Zugehorigkeitsgrad u(x) zu u
zuordnet. Die Menge aller Fuzzy-Mengen von X wird mit F(X) bezeichnet.

In einer Fuzzy-Menge u mit endlichen, diskreten Grundmengen X = {X1, ..., xn}, kann nur
durch Angabe der Zugehorigkeitsgrade u(x) spezifiziert werden.

,ué{(Xi,,u(xl)),...,(Xn,,u(xn))} (2.2)

Die Fuzzy-Mengen werden in der Regel durch linguistische Ausdriicke umschrieben, um einen
gewissen sprachlichen Zusammenhang zu erzielen. So werden die Ausdriicke wie beispiels-

weise ,langsam®, ,,schnell” als linguistische Terme bezeichnet und der Ausdruck , Geschwin-
digkeit” ist die linguistische Variable der Fuzzy-Menge. Diese linguistischen Ausdriicke

werden letztlich benutzt, um einen unscharfen Wert/Intervall zu beschreiben.

Jedes Element X aus der Menge X wird durch eine Funktion beschrieben. Diese Funktionen
konnen in unterschiedlicher Form dargestellt werden. So kénnen Fuzzy-Mengen durch
wenige Parameter beschrieben werden. Bespiele fiir eine parametrische Fuzzy-Menge sind
die Dreiecksfunktionen, Trapezfunktionen und die Glockenkurve. In der Abbildung 2.4 sind
die drei unterschiedlichen Funktionen mit seinen jeweiligen Parametern aufgelistet.

Dreiecksfunktion Trapezfunktion Glockenkurve

0

»
»

a b c “— m —

Abbildung 2.4: Die grafische Darstellung der Dreiecksfunktion, Trapezfunktion und der Glockenkurve [3]
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Fuzzy-Logik im engeren Sinne® wird fir mengentheoretische Operationen bendtigt. Die
logischen Verkniipfungen wie Konjunktion (UND), Disjunktion (ODER) und Negation (NICHT)
bilden die Grundlage fir die Operationen einer Fuzzy-Menge wie Durchschnitt, Vereinigung
und Komplement. Um die logischen Operationen zu modellieren, werden Funktionsklassen
der T-Norm und T-Conorm benutzt. Die Operationen von Fuzzy-Mengen sind aus der
Abbildung 2.5 zu entnehmen.

Fuzzy Disjunktion (ODER) Fuzzy Konjunktion (UND)
A A
A B A B
X X
0 > 0 »
Av B :max{u, (x), g (X)X € X } AABimin{u, (X), ts (X)X X}
Fuzzy Disjunktion mit Komplement Fuzzy Konjunktion mit Komplement
A A A A A K
X X
0 > 0 >
X # Av Armax{u, (X),1- 4, (X)x € X } D= Av Armin{u, (x),1- 1, (X)x e X}

Abbildung 2.5: Logische Operationen auf Fuzzy-Mengen

2.2.2 Takagi-Sugeno-Kang Fuzzy-Regelsystem

Ein Fuzzy-Regler soll physikalische Eingangssignale eines Prozesses durch linguistische Be-
griffe iber Zugehorigkeitsfunktionen und einer Wenn-Dann-Beziehung bewerten. Dieser
Ansatz hat einen groRen Erfolg der Fuzzy-Systeme in der industriellen und kommerziellen
Anwendung nach sich gezogen [3].

3 |m weiteren Sinne bezeichnet die Fuzzy-Logik fiir alle Anwendungen und Theorien bei denen Fuzzy-
Menge vorkommt. Fuzzy-Logik im engeren Sinne befasst sich aus der Sicht der mehrwertigen Logik mit
den logischen Kalkiilen und deren Deduktionsmechanismen [3].



Grundlagen 17

Der Takagi-Sugeno-Kang-Ansatz (TSK) [6] ist auf der Fuzzy-Logik basierender Regler, dessen
Verhalten durch Regeln beschrieben werden. Eine solche Regel setzt sich aus einer Pramisse
und einer Konklusion zusammen (2.3).

Pramisse Konklusion
Regel :WENN DANN (

(Vorbedingung ) Schlussfolg. ) (2.3)

Implikation (Fuzzy-Regel)

Dabei ist die Konklusion einer einzigen Regel von den EingangsgroRen abhidngig. Die
Konklusion im TSK ist keine unscharfe Menge, sondern besteht aus einer linearen Funktion®*
der Form

f=a -x+r (2.4)

I 1 1
mit dem Vektor X aus der Menge der EingabegrofRen und den Parametern ai entsprechend
der Anzahl der Eingaben. Demnach hat jede Regel seine eigenen Parameter, und die Anzahl

der Parameter in der Konklusion entspricht der Anzahl der Eingdnge+1. Die Zugehorigkeits-
funktionen in der Pramisse sind durch eine UND-T-Norm verbunden.

Ein Beispiel mit zwei Eingdngen (x1, x2) und jeweils zwei Funktionen (A; und A; fir x1; B; und
B, fiir x,) furr jeden Eingang besteht aus maximal® vier Regeln (2" = 22 = 4), die wie folgt aus-
sieht.

9

X ist A und x, ist B, dann f, = p,x, +q,x, +1;

: % Ist A und x, ist B, dann f, = p,x, +Q,X, +1,
. X Ist A, und X, ist B, dann f, = p,x, +0,X, +1;
: % Ist A, und x, ist B, dann f, = p,x, +q,X, +1,

o 0

M

4 Ausgenommen ist ein spezieller Fall von TSK bei denen die Fuzzy-Mengen durch Konstanten ersetzt
werden [3]. Wenn die Funktion dadurch eine Konstante ist, spricht man von TSK 0. Ordnung. Dies
entspricht funktional, unter kleinen Einschrankungen, dem RBF-Netz [7].

5> Je nach Partitionierung und Typ des TSK kann es unterschiedlich sein.
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2.3 Neuro-Fuzzy-Systeme

In den vorherigen Abschnitten wurden neuronale Netze und Fuzzy-Systeme kurz vorgestellt.
Beide Systeme haben ihre Starken und ihre Schwachen in unterschiedlichen Bereichen der
Modellierung von Systemen. Demnach ist es wiinschenswert, die Starken der einen Technik
durch die Andere zu kompensieren. So kombiniert ein Neuro-Fuzzy-System beide Eigenschaf-
ten von Fuzzy-Systemen und neuronalen Netzen. In der Tabelle 2.1 ist ein Vergleich beider
Systeme aufgefihrt.

Tabelle 2.1: Vergleich von neuronalen Netzen und Fuzzy-Systemen [8]

Neuronale Netze Fuzzy-Systeme

kein mathematisches Modell  kein mathematisches Modell
notwendig notwendig

. . . A-priori (Regel-)Wissen
kein Regelwissen notwendig
nutzbar

mehrere Lernalgorithmen . i
i nicht lernfahig
stehen zur Verfligung

einfache Interpretation und
Black-Box-Verhalten )
Implementierung

Damit versucht der Neuro-Fuzzy-Ansatz, die Transparenz mit dem Regelwissen von Fuzzy-
Systemen mit der Lernfahigkeit von neuronalen Netzen zusammenzubringen. Das daraus re-
sultierende System soll die linguistischen Regeln und die Zugehdorigkeitsfunktionen erlernen
und entsprechend optimieren.

In der Literatur [3; 8] wird zwischen zwei Typen von Neuro-Fuzzy-Systemen, wie es in der
Abbildung 2.6 zu sehen ist, unterschieden: Kooperative Neuro-Fuzzy-Systeme und hybride
Neuro-Fuzzy-Systeme. In einem kooperativen Neuro-Fuzzy-System ist das neuronale Netz
sowie das Fuzzy-System unabhangig voneinander. Beide bestehen als eigenes System und
sind nicht als Ganzes zu betrachten. Die Verbindung von neuronalen Netzen und Fuzzy-
Systemen besteht in der Bestimmung und Optimierung der Parameter des Fuzzy-Systems
durch das neuronale Netz. Das daraus resultierende Fuzzy-System bendétigt nach der
Optimierung, die neuronale Komponente nicht. Ein kooperatives System kann auf
verschiedene Weisen realisiert werden.
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Neuro-Fuzzy-Systeme

Kooperative Neuro-Fuzzy-Systeme Hybride Neuro-Fuzzy-Systeme

(a)

(b)

(c)

(d)

Abbildung 2.6: Typen von Neuro-Fuzzy-Systemen

Das neuronale Netz erlernt mit den Trainingsdaten die Fuzzy-Mengen. Dies ge-
schieht in der Regel durch Anpassen der Zugehorigkeitsfunktionen mit einem
neuronalen Netz, die zur Modellierung von linguistischen Termen genutzt
werden. Die Fuzzy-Menge wird dann in Folge Off-line bestimmt. Mit den Fuzzy-
Mengen vom neuronalen Netz und den vorgegebenen Regeln setzt sich das
Fuzzy-System zusammen.

Ein weiteres Modell eines kooperativen Systems benutzt das neuronale Netz zur
Ermittlung der linguistischen Regeln. Die Regeln werden grundsatzlich durch ein
Clustering-Verfahren definiert bzw. erlernt. Wie auch in der Aufzdhlung (a) wird
zuerst das neuronale Netz verarbeitet und die Fuzzy-Regeln Off-line bestimmt.
Die Parameter der Zugehorigkeitsfunktionen werden On-line durch das neuro-
nale Netz ermittelt. Flr dieses Modell miissen daher die Zugehdorigkeitsfunktio-
nen und die entsprechenden Fuzzy-Regeln im Voraus bestimmt werden. Zudem
muss ein Fehlermal definiert werden, um den Lernvorgang eines neuronalen
Netzes verbessern zu kénnen.

Im letzten Modell bestimmt das neuronale Netz die Gewichte fiir die Fuzzy-
Regeln. Diese kann sowohl Off-line oder auch On-line erfolgen. Das Gewicht einer
Regel skaliert damit die Regelausgabe.

In einem hybriden Neuro-Fuzzy-System werden beide Systeme (neuronale Netze und Fuzzy-

Systeme) zu einem System vereint. D. h., das hybride System besteht, nicht wie in einem

kooperativen System, aus einzelnen Komponenten, sondern ist als Ganzes zu sehen. Somit

ist die Trennung in Teilsysteme nicht moglich. In diesem Kontext wird das hybride System als

eine spezielle Form des neuronalen Netzes interpretiert. Der grolRe Vorteil eines hybriden

Systems besteht darin, dass es nicht mehr, wie beim kooperativen Netz, untereinander

kommunizieren muss. Ein hybrides System kann sowohl Off-line als auch On-line lernen.

Hierbei interpretiert das neuronale Netz die Regelbasis des Fuzzy-Systems. Die Fuzzy-

Mengen kdnnen als Gewichte betrachtet werden. Die Ein- und Ausgabevariablen als auch die
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Regeln werden als Neuronen modelliert. Fir den Lernvorgang kénnen die Neuronen
eingefligt oder entfernt werden. Das ANFIS-Modell, das in die Kategorie hybrides Neuro-
Fuzzy-Systeme fallt, wird in dieser Arbeit fiir Diagnosezwecke genutzt.

2.4  Clustering — Partitionierung

Um die Fuzzy-Regeln eines Fuzzy-Systems zu modellieren, benotigt es in der Regel das Wissen
eines Experten. Demzufolge ist die Partitionierung des Eingaberaumes ein schwieriges und
zeitintensives Unterfangen. Es gibt verschiedene Partitionierungsansatze, um die Regelbasis
zu definieren. In der Abbildung 2.7 ist die generelle Einteilung von Partitionierung aufgelistet.
Fiir diese Arbeit werden drei unterschiedliche Ansdtze betrachtet, die in den folgenden
Unterkapiteln erlautert werden.

Grid Partitionierung Baum Partitionierung Scatter Partitionierung
] -
1 < T e WM
# - ~ -
E A )"// o i [ /E/.-'.-f/
v i . e (.
Y P

s
-

R T

s
; ‘ \ \
B
PRSP ffiff// - j u G;q};;/ 2
. j # : B Soememenos
s - ; R R M W
-~ - -
CART etc. C-Means Clustering

Subtractive Clustering etc.

Abbildung 2.7: Unterschiedliche Methoden zur Partitionierung des Eingaberaums

2.4.1 Grid-Partitionierung

Bei der Grid-Partitionierung werden alle moglichen Kombinationen der Zugehérigkeitsfunk-
tionen von allen Eingdngen durchgelaufen. Dieser Ansatz ist hauptsachlich fiir Modelle mit
kleinem Eingaberaum gedacht, die mit wenigen Zugehérigkeitsfunktionen (pro Eingang) aus-
kommen. Beide Aspekte, die Anzahl der Eingaben und die Anzahl der Zugehorigkeitsfunktio-
nen sind von Bedeutung fir die Dimensionierung des Fuzzy-Systems.

Die maximale Anzahl von unterschiedlichen Regeln m und n Eingdngen mit jeweils g Zugeho-
rigkeitsfunktionen ist aus der Formel (2.5) zu entnehmen.



Grundlagen 21

Maximale Anzahl von Regeln: m=q" (2.5)

Eine groRe Anzahl an Eingaben, wie beispielsweise zehn Eingaben mit zwei
Zugehorigkeitsfunktionen, fiihrt zu 1024 Regeln. Man spricht an dieser Stelle auch von ,,Fluch
der Dimensionalitat”. Fir ein Modell mit groBem Eingaberaum muss folglich ein anderes
Verfahren gewahlt oder der Eingaberaum entsprechend dezimiert werden. Die folgenden
Unterpunkte bieten in dieser Hinsicht eine Alternative zur Grid-Partitionierung an.

2.4.2 Subtractive-Clustering

Das Subtractive-Clustering ist eine weitere Methode, um Regeln aus den Eingabe- und
Ausgabedaten zu generieren. Die Methode hilft bei der Suche von Clusterzentren mittels Ein-
und Ausgabepaare. Damit lassen sich die Regeln ermitteln, da jedes Cluster®, ein Hinweis fiir
eine Regel ist. Mit dem Wissen wird die Anzahl der linguistischen Variablen ermittelt.
Zusatzlich liefert die Methode die Initialwerte der Pramissenparameter. Dies kann zu einer
schnelleren Konvergenz beim Training fiihren, da die Werte durch das Verfahren schon gut
optimiert sind [9].

Gegeben sei eine Menge von n Datenpunkten {x/, x2, ..., xn} in einem M dimensionalen
Raum. Jeder Datenpunkt ist ein mogliches Clusterzentrum. Die Nachbarn-Dichte Dj in einem
Datenpunkt X; in Abhdngigkeit der Abstande zu allen benachbarten Punkten ¥; ist durch die
Gleichung (2.6) definiert.

2
s—xil

D, - Z”:e (n/2) (2.6)

=t

Dabei definiert der Radius ra den Umkreis der Nachbarn. Das bedeutet, je héher die Anzahl
der benachbarten Punkte X; im festgelegten Radius ra und je kleiner die Distanzen’ zwischen
Xi und X; ist, desto hoher wird die Dichte Di. Nachdem alle Werte D; fiir alle Punkte X; ermittelt
sind, wird der Datenpunkt Xc; mit der hochsten Dichte Dg; als Clusterzentrum gewahlt. Damit

6 gefundenen Gruppen von , dhnlichen” Objekten

7 die Euklid’sche Distanz ""
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ist der erste Datenpunkt X1 mit seiner Dichte D¢ initialisiert. Fir die verbleibenden Punkte
Xk im Radius r, werden die Dichte Dx mit der Formel (2.7) neu berechnet. Wobei sich der
Radius I, aus dem Produkt von ra und einem sogenannten ,,squash” Faktor n zusammensetzt.

,HXk_XCZHZ (2 7)
_ (/2 -
Dk - Dk - Dcz e
Durch dieses Update wird verhindert, dass die Zentren zu dicht beieinanderliegen. Da die
Dichte eines Punktes X« reduziert wird, je ndher es am ermittelten Clusterzentrum liegt. Der
Prozess mit den Gleichungen (2.6) und (2.7) wird so lange wiederholt, bis das vorher
festgelegte Abbruchkriterium erfillt ist. Das Abbruchkriterium kann beispielsweise die

Bedingung Diz <S- chzsein, worin chz die aktuelle Dichte, Diz die anfanglich gefundene

Dichte und s der vorher definierte Schwellwert ist.
2.4.3 Fuzzy C-Means Clustering

Fuzzy C-Means (FCM) ist eine Methode, die es erlaubt, ein Objekt mithilfe von Zugehorig-
keitsgraden auf mehrere Cluster zuzuordnen. Die Methode basiert darauf, die Funktion (2.8)
Zu minimieren.

n C

JUV)=2">(44) (4, )2 (2.8)

i=L j=1

Dabei sind (dij)? die Euklid’sche Distanzen zwischen den Punkten x; und den Clusterzentren
aus der Matrix V = vy, Vo, ..., Vc. Hierbei gibt ¢ die Anzahl der Cluster und n die Anzahl der
Datenpunkte an. Die Matrix U beinhaltet die Zugehorigkeitsgrade ujj. Der unscharfe Index m
gibt an, wie scharf ein Objekt den Clustern zugeordnet ist. Die Funktion J wird durch die
Minimierung der Werte vj und wij mit der Formel aus (2.9) und (2.10) bestimmt.

Z(luij )m X
v, =1t ——— (2.9)

| Z(/‘ij )m

i=1
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Z
c,(d, | (2.10)
k=1 djk

Die Anordnung der Objekte zu einem Cluster wird so vorgenommen, dass der Abstand (dj)?
minimal ist. Die Formel (2.9) und (2.10) werden solange iteriert, bis die Abbruchbedingung

HU U '_1H < s erfllt ist. Dabei ist r der aktuelle Iterationsschritt und s der vordefinierte

Schwellwert.
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3 Adaptives Neuro-Fuzzy-
Inferenzsystem

Das folgende Kapitel befasst sich mit einer Klasse aus der Kategorie Neuro-Fuzzy-Netze.
Dabei werden die Architektur und der Lernprozess eines adaptiven Netzes beleuchtet. Die
zugrunde liegende Netzwerkstruktur ist eine Obermenge von neuronalen Netzen mit tber-
wachter Lernfahigkeit.

Jyh-Shing Roger Jang [7] veroffentlichte eine Architektur und einen Lernalgorithmus, welcher
neuronale Netze mit Fuzzy-Logik verbindet. Es ist ein Modell, welches die Starken dieser
Methoden in sich vereint. Das ANFIS bedient sich der neuronalen Lernregel zur Identifizie-
rung und Anpassung der Parameter bzw. der Struktur eines Fuzzy-Inferenzsystems (FIS). Das
ANFIS-Modell beseitigt durch die Kombination die Grundproblematik in Fuzzy-Systemen: Die
Frage nach der Bestimmung der Parameter einer Zugehorigkeitsfunktion (MF) und der Ent-
wurf einer Fuzzy-Regelbasis. Des Weiteren bietet das Modell folgende Vorteile:

e schnelles und akkurates Lernen,

e einfache Implementierung des Modells,

e keine bedingte Notwendigkeit von Expertenwissen,

e linguistische Transparenz und Interpretierbarkeit mittels Fuzzy-Logik,
e keine Black-Box,

e ermdglicht das Einbringen von linguistischem/numerischem Wissen.
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Durch diese Besonderheiten erméglicht das ANFIS-Modell eine grolRe Breite an Anwendun-
gen [10].

Das Modell basiert auf einer Fuzzy-Regelbasis wie sie in Takagi-Sugeno-Kang-Reglern (TSK) in
der Form

Regel,: Wenn (x1 ist Al(‘)) ..und ... (xn ist AE‘)) dann f =a' -x+r, (3.1)

verwendet wird. Der Vektor X € R" sind die Eingabewerte der ANFIS-Struktur und (aj, i) die
Koeffizienten der Konklusion des TSK-Reglers.

3.1 Architektur von ANFIS

Ein adaptives Netzwerk ist ein mehrschichtiges Feed-forward-Netzwerk, dessen Knoten-
punkte durch Kanten verbunden sind. Jeder Knoten erfiillt seine spezielle Aufgabe, die bei
entsprechenden Eingabesignalen ein einziges Ausgabesignal liefert. Die Kanten der Struktur
sind nicht gewichtet, d. h., die Konfiguration des adaptiven Netzwerks erfolgt durch die
parametrisierten Funktionen der jeweiligen Knoten. Durch die Modifikation der Parameter
der einzelnen Knoten andert sich die Funktion und damit auch das gesamte Verhalten des
adaptiven Netzes.

In der Abbildung 3.1 ist die komplette Systemarchitektur von ANFIS mit zwei Eingabevariab-
len und einer Ausgabe aufgefiihrt.



Adaptives Neuro-Fuzzy-Inferenzsystem 26

Schicht 1 Schicht 2 Schicht 3 Schicht 4 Schicht 5
o= _ W X1 X2
=, (%) W= s (%) 15, (%) & 2

Of =& =& (P +0%+1)

Eingabevariablen

\‘ Parameter-
is is ! optimierun
fwenn X, ist A und X, ist B, ! P i
i

dann f=pX 4 g% +h

Primissenparameter Anpassung

Abbildung 3.1: Architektur von ANFIS mit zwei Eingabewerten (x3, X;) und einer Ausgabe. Die gestrichelten
Linien zeigen eine Anpassung der Parameter entsprechend der Fehlerrate zwischen der Ausgabe und der
Trainingsdaten.

Die rechteckigen Knoten sind adaptive Knoten mit Parameter, die beim Lernen bzw. Trainie-
ren angepasst werden. Runde Knoten sind feste Knoten ohne Parameter.

Die Knotenfunktion® erhilt die Notation Oik . Der Index i bezeichnet die Position in der k-ten

Schicht einer ANFIS-Architektur. Damit ldsst sich die Funktion wie folgt beschreiben.
k .k k k-1
O’ : G, (O1 ,...O#(i_l),a,b,c,...) (3.2)

Der Knotenausgang hangt stark von den Eingangswerten der vorherigen Knoten und deren
Parameter @, b, ¢ usw. ab. Der Index #(i-1) gibt die Anzahl der Knoten der jeweiligen Schicht
an.

8 Im Folgenden wird die Notation fiir die Knotenfunktion auch als Knotenausgang benutzt.
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3.1.1 Schichten von ANFIS

Die gesamte Systemarchitektur besteht aus finf, nicht homogen aufgebauten Schichten:
Fuzzy-Schicht, Regelschicht/T-Norm-Schicht, normierte Schicht, Defuzzifizierungsschicht und
der 5. Schicht als Ausgabeschicht (siehe Abbildung 3.1).

Die erste Schicht von ANFIS ist ein adaptiver Knoten. Jede EingabegrofSe der Schicht hat seine
eigene Zugehorigkeitsfunktion,

O =, (%) (3.3)
Oil = Hg (Xz) (3.4)

die Ublicherweise durch eine gauBsche Glockenkurve dargestellt wird. Die Indizes Ai und B;
koénnen als linguistische Variablen definiert werden. Mdégliche Auspragungen der Variablen
sind etwa linguistische Terme wie beispielsweise ,klein”, ,mittel”, ,,groR“, ,sehr groR“ und
bieten damit die Moglichkeit, Expertenwissen einzubringen, wodurch die Entwicklung der
Regelbasis stark vereinfacht wird. Es ist wichtig, die richtige Wahl der Form und die Anzahl
einer Zugehorigkeitsfunktion zu bestimmen, da es einen wesentlichen Einfluss auf das
Verhalten des adaptiven Netzes hat. Letzten Endes bestimmt der Modellierungserfolg Giber
die Wahl einer konkreten Funktion und ist dadurch eine Design-Frage. In der Literatur u. a.
wird daher geraten, von einer Form auszugehen, die man flr passend erachtet und dann zu
variieren, bis das System akzeptabel ist [11].

In der Gleichung (3.5) und (3.6) ist eine generalisierte gauRsche Glockenkurve aufgefiihrt, die
in MATLAB die Bezeichnung ,,gbellmf” tragt (siehe Abbildung 3.2).

1
Ha (X1)= e
s (xi—ciJ (3.5)
a'i
1
’uBi(Xz): f

1+ X, —d, o (3.6)
e
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Die Parameter der Funktionen [a;, bi, ¢i] und [d;, €;, fi] der ersten Schicht werden als Pramis-

senparameter bezeichnet. Die Veranderung der Parameter fihrt zu unterschiedlich

geformten GauRfunktionen und somit zu einem andersgearteten Systemmodell. MATLAB

bietet unterschiedliche Typen von Zugehdorigkeitsfunktionen an, die in Abbildung 3.2 darge-

stellt sind.

trapmf gbellmf trimf gaussmf gauss2mf smf
R //—
/ |
/
/ —
/
/
/ _
./
S
dsigmf pimf sigmf
, —
/ .
/
A 7
| i
Lo
L) |

Abbildung 3.2: Verfiigbare Zugehorigkeitsfunktionen (MF) in der MATLAB Fuzzy-Toolbox [12]

Die zweite Schicht besteht aus einem festen Knoten, die durch eine beliebige T-Norm (UND
Operatoren) gebildet werden kann. Diese Schicht ist eine simple Operation zwischen Einga-
bewerten der Ergebnisse von den Zugehdrigkeitsfunktionen. In der Abbildung 3.3 werden

zwei mogliche T-Norm Operatoren fiir eine ANFIS-Architektur aufgezeigt.
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min” Operator prod” Operator
min (2, (%), 4 (%)) tg, (%)45, (%)
1 1
(X,xX,) > [0.1] (XxX;)~[0.1]

Grad der
Zugehorigkeitsfunktion
Grad der
Zugehorigkeitsfunktion

g (% 1%%)

Grad der
Zugehorigkeitsfunktion
Grad der
Zugehorigkeitsfunktion

© .

Hp, (X1) ﬂa‘(xz)

Grad der
Zugehorigkeitsfunktion
Grad der
Zugehorigkeitsfunktion

0

©

Abbildung 3.3: Drei unterschiedliche Darstellungen der Fuzzy-Implikationen fiir zwei weitverbreitete
Operatoren.

|
|
|
|
|
X

Die Abbildung 3.3 zeigt drei mogliche Darstellungen einer Fuzzy-Implikation fir den
Minimum-Operator (min) und fir das algebraische Produkt (prod) von Fuzzy-Mengen. Ab-
schnitt 3.3 (a) und (b) bilden die gesamte Implikation durch die Operatoren min und prod
Uber den kompletten Definitionsbereich X und Y. Abschnitt 3.3 (c) und (d) zeigen eine ein-
dimensionale Schnittflache der Implikation fiir x = x*, d. h., es wird nicht der komplette
Definitionsbereich R: (X x Y) aufgefiihrt, sondern nur ein Ausschnitt des momentanen
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Wertes x*. Die beiden letzten Abschnitte (e) und (f) veranschaulichen dieselbe eindimensio-
nale Implikation, wie die zwei vorherigen Darstellungen, durch zwei unabhangige Graphen
fiir X1 und Xo. Die schraffierten Flachen bilden die resultierenden Zugehorigkeitsfunktionen,
hervorgerufen durch die Implikation.

In der Abbildung 3.1 ist der Knoten der 2. Schicht durch ein Produkt reprasentiert. Infolge-
dessen werden die Eingangsgroffen miteinander multipliziert. Der Ausgang der Knoten ist das
Produkt aller EingangsgrofRen und jede Ausgangsgrofe steht fiir eine Feuerungsstarke einer
Regel. Die Feuerungsstarke wird durch die Gleichung (3.7) ausgedriickt.

OF =W = g1 (X ot (%) miti=1,2,....,10. (3.7)

In der dritten Schicht werden die Feuerungsstarken der vorherigen Knoten normiert. Der i-te
Knoten berechnet den Anteil der i-ten Regel an der Feuerungsstarke. Diese Schicht wird als
normierte Schicht bezeichnet und die Ausgange der Schicht werden auch als normierte Feu-
erungsstarke genannt. Genauso wie in der zweiten Schicht, ist jeder Knoten dieser Schicht
ein fester Knoten. Die normierte Funktion flr die dritte Schicht ist durch die Gleichung (3.8)
beschrieben.

3__ W T
o._gi_—w miti=1,2,....,10. (3.8)

Die vierte Schicht ist ein adaptiver Knoten, der die normierte Feuerungsstarke & mit der Kon-
klusion der zugehérigen, parametrisierten Regel fi multipliziert. Diese Regel stammt vom
Takagi-Sugeno-Modell ab. Die Parameter [pi, qi, I']] dieser Schicht werden als Konklusionen-
bzw. Konsequenzparameter bezeichnet. Die Takagi-Sugeno-Regelbasis ist in den Punkten
(3.9) bis (3.11) aufgefihrt.

Regel 1:Wenn x, ist A und X, ist B,
’ 3.9
dann f, = p,x, +0p;+n -

Regel 2 :Wenn x, ist A, und X, ist B,

(3.10)
dann f, = p,x, +0,%, +,
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Regel 10 :Wenn x, ist A, und X, ist B,

(3.11)
dann flO = p10X1 +q10X2 +r10
Die vierte Schicht ist durch die Gleichung
O =& =& (pXx +0X, +T) (3.12)

beschrieben.

Die flinfte und letzte Schicht der ANFIS-Struktur summiert alle eingegangenen GrolRen. Die
Schicht besteht aus einem festen Knoten. Der Ausgang des Knoten Y ist aus der Gleichung
(3.13) zu entnehmen.

Zi Wi fi
Zi W,

y=0; :Zégi fi = (3.13)

3.1.2 Variation der ANFIS-Architektur

Eine Erweiterung der ANFIS-Architektur bildet das CANFIS [13]. Im Vergleich zum ANFIS kann
die Architektur mehrere Ausgaben mit nicht-linearen Fuzzy-Regeln besitzen. Ein weiterer
Ansatz fir ein MIMO-System ist MANFIS [14]. Hierbei werden so viele ANFIS-Netze
nebeneinander aufgestellt, wie Eingange erforderlich sind. Der Nachteil des Ansatzes ist es,
dass die modifizierbaren ANFIS-Parameter nicht untereinander geteilt werden und die Re-
geln unabhangig voneinander sind. Beim CANFIS hingegen werden die Pramissenparameter
untereinander geteilt. Eine andere Architektur mit mehreren Ausgdngen sind von den
Autoren Tomar, Qureshi et al. [15] vorgestellt. Das MIMO-ANFIS unterscheidet sich von der
ANFIS-Architektur in der vierten Schicht mit zusatzlichem Konklusionsparameter fiir die Aus-
ginge.

Eine Rekurrente ANFIS-Architektur in Kombination mit einem lokalen Suchalgorithmus sind
von den Autoren Tamura, Tanno et al. [16] publiziert. Dabei besteht das Rekurrente ANFIS-
Netz aus zwei Riickkopplungen: Ausgangs- und Fehlerriickkopplung. Die Ausgangsriickkopp-
lung wird als zusatzlicher Eingang ins ANFIS-System zurlickgefiihrt und die Fehlerriickkopp-
lung nach dem Fuzzifizierungsprozess in die vierte Schicht umgeleitet.
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3.2 Lernalgorithmus von ANFIS

In ANFIS ist der Lernalgorithmus vorwiegend® zur Anpassung der Parameter der adaptiven
Knoten ausgelegt. Der Algorithmus bestimmt die Parameter durch die Minimierung der
Fehlerrate zwischen dem ANFIS-Ausgang und der erwarteten Ausgabe.

Nach der Veroffentlichung von ANFIS durch Jang [7] wurden Ansatze zur Optimierung der
Parameter vorgestellt. In diesem Zusammenhang haben Jang und Mizutani [19] eine
Anwendung mit dem Levenberg-Marquardt-Algorithmus vorgelegt. Hierbei handelt es sich
um ein Verfahren zum Losen nicht-linearer Ausgleichs-Probleme mithilfe der Methode der
kleinsten Quadrate (KQ-Methode/LSE). In einer anderen wissenschaftlichen Publikation
haben Frattale Mascioli, Varazi et al. [20] vorgeschlagen das ANFIS-Modell und MIN-MAX-
Algorithmus zusammenzufiihren, um das optimale Neuro-Fuzzy-Netzwerk zu bestimmen.
Loganathan und Girija [21] benutzen das Runge-Kutta-Verfahren zum Trainieren der
Parameter.

Die meisten Implementierungsansatze haben die Partikelschwarmoptimierung (PSO) in
Kombination mit anderen Algorithmen zum Trainieren angewandt. In diesem Kontext
existieren einige Verfahren, die das PSO mit LSE kombinieren, um die Pramissenparameter
durch PSO und die Konsequenzparameter durch das LSE-Verfahren zu optimieren [22—-24].
Die PSO in Kombination mit GD wurde durch Shoorehdeli et al. [25] vorgestellt. Diese Ver-
fahren legen den Fokus auf Parameteroptimierung und trainieren nicht die Fuzzy-Regelbasis.
Lernverfahren, die ausschlieRlich den PSO-Algorithmus benutzen, um sowohl Pramissen- als
auch Konsequenzparameter zu trainieren, wurden von Rini et al. [17] und Turki et al. [26]
eingesetzt.

Variationen des PSO sind vielseitig in der Literatur vorzufinden. Shoorehdeli et al. [27]
prasentieren ein Verfahren, das PSO mit einer rekursiven KQ-Methode (RLS) vereint. Eine
weitere Form des PSO-RLS bieten Shooredeli et al. [28] in ihrer Arbeit mit dem Algorithmus
Adaptiv-Weighted-PSO (AWPSO) in Kombination mit Forgetting-Factor-RLS (FFRLS). Ebenfalls
von Shoorehdeli et al. [29] stammt die Implementation mit einer erweiterten Variation des
LSE. Hierbei benutzen die Autoren einen erweiterten Kalman-Filter (EKF) mit dem AWPSO-

° Die Optimierung der TSK-Fuzzy-Regelbasis ausgenommen; wie bspw. durch die Begrenzung der
Werte der Feuerungsstarke [17] oder Minimierung der redundanten Regeln [18].
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Verfahren. Weitere Variationen wie das QPSO werden von Bagheri et al. [30] verwendet, um
die Pramissenparameter anzupassen.

Einen ebenfalls grolen Anteil der Lernalgorithmen in ANFIS bildet das GA-Verfahren, das in
die Kategorie Evolutiondren Algorithmen (EF) fallt. Eine Kombination mit LSE ver&ffentlichten
Soto et al. [31] in ihrer Arbeit Uber die Vorhersage von Mackey-Glass-Zeitreihenanalyse.
Bagheri et al. [32] benutzen die Singuldarwertzerlegung (SWZ), um die Konklusion zu bestim-
men. Cardenas et al. [33], Lutfy et al. [34] und Haznedar et al. [35] verwenden GA zum
Trainieren der Parameter der einzelnen Zugehorigkeitsfunktionen als auch der linearen
Koeffizienten der TSK-Regelbasis.

Weitere Lernalgorithmen zum Trainieren von ANFIS-Strukturen wurden erforscht und verof-
fentlicht. Dazu gehoren Resilient-Backpropagation (Rprop), Quickprop (QP) und Levenberg-
Marquardt (LM) [36]. Andere Algorithmen, die auf metaheuristische Verfahren basieren, sind
Firefly-Algorithmus (FA) [37], Differential Evolution mit dem Ameisenalgorithmus (DEACS)
[18], Cat Swarm Optimization (CSO) [38] und Artificial Bee Colony (ABC) [39].

Eine Ubersicht der Algorithmen zur Anpassung der ANFIS-Parameter ist in der Tabelle 3.1 zu
finden.

Tabelle 3.1: Lernansdtze zum Trainieren der ANFIS-Parameter [40] (Schicht 1 und 4)

ALG. Forschungsarbeit Pramissenparameter Konsequenzparameter
Catalao et al. [22] PSO LSE
Jiang, Kwong et al. [24] PSO LSE
Pousinho et al. [23] PSO LSE
Shoorehdeli et al. [25] PSO GD

o Rini et al. [17] PSO PSO

& Turki etal. [26] PSO PSO
Shoorehdeli et al. [27] PSO RLS
Shoorehdeli et al. [28] AWPSO FFRLS
Shoorehdeli et al. [29] AWPSO EKF
Bagheri et al. [30] QPSO LSE
Soto et al. [31] GA LSE

& Bagherietal. [32] GA SWz

Cardenas et al. [33] GA GA
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Lutfy et al. [34] GA GA
Haznedar; Kalinli [35] GA GA
Karaboga et al. [39] ABC ABC
Orouskhani et al. [38] CAT GD
.gﬂ Wang et al. [18] DEACS DEACS
§ Kamarian et al. [37] FA FA
2 Frattale Mascioli et al. [20] MIN-MAX GD
Mu-Song Chen [19; 36] Rprop/QP/LM RLS

Jang [7] nennt in seiner Publikation vier Methoden, um die Parameter eines ANFIS-Netzes zu

aktualisieren:

Nur Gradientenverfahren: Alle Parameter werden durch das Gradientenverfahren
aktualisiert.

Gradientenverfahren und LSE (ein Durchlauf): Das LSE-Verfahren wird nur zu Beginn
einmal eingesetzt, um die Anfangswerte von den Konsequenzparametern zu bestim-
men. Im Anschluss ibernimmt das Gradientenverfahren die Aktualisierung aller Pa-
rameter.

Gradientenverfahren und LSE: Diese Methode ist der hybride Lernalgorithmus. Die
Vorwartsrechnung tGibernimmt das LSE und bei der Riickwartsrechnung wird das Gra-
dientenverfahren angewandt.

Sequenzielles LSE: Benutzt einen erweiterten Kalman-Filter fir das Aktualisieren der
Parameter.

Der Lernalgorithmus, der fiir die Implementierung von ANFIS benutzt wird, ist ein hybrider

Lernalgorithmus von Jang [7]. Der groflte Nutzen eines solchen hybriden Ansatzes ist die

schnellere Konvergenzgeschwindigkeit. Da hierbei die Dimension des Suchraums beim Riick-

propagieren wesentlich reduziert wird [41].

Der hybride Algorithmus setzt sich aus der Vorwartsrechnung und der Rickwartsrechnung

zusammen. In der Vorwartsrechnung werden die Parameter der Konklusionen [p;, g, Ii], d. h.

die Koeffizienten der linearen Ausgabefunktionen fiaus der Takagi-Sugeno-Regelbasis, durch
die Methode der kleinsten Quadrate reguliert (siehe Abbildung 3.4).
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Bei der Rickwartsrechnung propagiert die Fehlerrate riickwarts und die Parameter der
Pramisse [ai, bi, Ci, d;, €, fi] werden durch das Gradientenverfahren angepasst.

—f\ﬁ
‘% Riickwértsrechnung ‘ ‘ Vorwiértsrechnung ‘4—
A A
‘ Fehlersignale ‘ ‘ Knotenausgaben ‘
Nein Nein
v v
‘ Gradientenverfahren ‘ ‘ KQ-Methode ‘
A A
‘ Pramissenparameter ‘ Konsequenzparameter

Abbildung 3.4: Flussdiagramm des hybriden Lernalgorithmus zur Bestimmung der ANFIS-Parameter
3.2.1 Off-line-Lernen

Die Methode des Off-line-Lernens beinhaltet beide Algorithmen (Gradientenverfahren und
Methode der kleinsten Quadrate), um die Parameter der ANFIS-Struktur zu bestimmen.
Dadurch wird das Lernen verbessert!®, statt nur das Gradientenverfahren anzuwenden [7].
Um die Basis der Methode erklaren zu kénnen, wird zuerst die Beziehung zwischen der
Eingabe und der Ausgabe betrachtet. Das adaptive Netz besitzt nur eine Ausgabe, wobei |
die Menge der Eingabewerte bildet und S die Menge der Parameter.

Ausgabe = F(1,S) (3.14)

Es wird angenommen, dass eine Funktion H existiert, die die Komposition H o F mit einigen
Elementen von S linear abbildet. Dann ist es moglich, die KQ-Methode zur Identifizierung der

10 Nachteil des GD-Verfahren sind die langsame Konvergenzgeschwindigkeit und das Hangenbleiben
im lokalen Minimum [7; 41].
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Parameter anzuwenden. D. h. wenn gezeigt werden kann, dass die Menge der Parameter S
in zwei Mengen zerlegen werden??,

S=5,@5, (3.15)
mit den Elementen,

S = Menge der gesamten Parameter
S, = Menge der Pramissenparameter
S, = Menge der Konsequenzparameter

sodass die Komposition H o F mit den Elementen S; linear ist. Jetzt ist es moglich, die Funk-
tion H zu der Gleichung (3.14) anzuwenden. Dadurch resultiert die Gleichung (3.16).

H(Ausgabe) =H - F(1,S) (3.16)

Es sei angenommen, dass die Trainingsdaten P gegeben sind, welche mit der Gleichung (3.16)
verbunden werden. Daraus wird eine allgemeine Gleichung (3.17) erhalten.

AX =B (3.17)

In der allgemeinen Gleichung bildet X den Vektor mit den Elementen der unbekannten Para-
meter in S;. Wenn |S;| = M ist, dann hat A die Dimension PxM, X die Dimension Mx1 und B
die Dimension Px1. Da gewdhnlich die Anzahl der Trainingsdaten P groRer ist als die linearen
Parameter M, besteht die Problematik der Uberbestimmung und damit gibt es keine akku-
rate Losung fur die Gleichung (3.17). Anstatt eine genaue Losung zu finden, ist es moglich,
eine Pseudo-Lésung anzubieten. Hierbei hilft die Methode der kleinsten Quadrate bei der
Lésungsfindung. Die folgende Gleichung (3.18) liefert die Losung des Problems.

X" =(ATA)'A'B (3.18)

11 Das Zeichen @ entspricht der direkten Summe; Das Zeichen © ist die Verkettung von Funktionen.
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In dieser Gleichung ist der Term (ATA)*AT die Pseudo-Inverse von A. Die Lésung fiir die Glei-
chung ist wegen seiner Inverse relativ rechenintensiv. Um das Problem zu l6sen, wird ein
sequenzieller Ansatz (LSE) zur Berechnung benutzt.

Xin =X+ Si+lai+1(biT+1 _aiT+1Xi)
a,+al s, (3.19)
Si+l = Si _M
1+a.,Sa,

Dabei ist S; die Kovarianzmatrix und der Index i hat die Wertemenge zwischen 0 und P-1. Die
Startkondition der Formel sind Xo = 0 und So = yI, wobei y eine grofRe positive Zahl ist und |
ist die Einheitsmatrix der Dimension MxM. An dieser Stelle konnen das Gradientenverfahren
und die Methode der kleinsten Quadrate kombiniert werden, um die Parameter mit dem
gewonnenen hybriden Lernverfahren anzupassen. Ein Trainingszyklus (eine Epoche) des hyb-
riden Lernalgorithmus besteht aus der Vorwartsrechnung und der Riickwartsrechnung
(Tabelle 3.2).

Tabelle 3.2: Rechnungsdurchlauf des hybriden Lernalgorithmus [41]

Vorwartsrechnung Riickwartsrechnung
Pramissenparameter Fest Gradientenverfahren
Konsequenzparameter KQ-Methode Fest
Signale Knotenausgaben Fehlersignale

Bei der Vorwaértsrechnung werden die Eingangsdaten ins System initiiert und jeder Ausgangs-
knoten des Systems berechnet. Dies geschieht, bis die Matrizen A und B aus der Matrixglei-
chung (3.17) ausgerechnet und die Konsequenzparameter S; mit der KQ-Methode (3.19)
identifiziert sind. Die Vorwartsrechnung dauert solange, bis das Fehlermal}

HH*
==

L)

(Tm,p -0, )2 (3.20)

Url'l
I
0 M

1

3

erreicht wird. Hierbei ist #(L) die Anzahl der Schichten im ANFIS. Die Ausgabe wird mit den
Trainingsdaten verglichen, um das FehlermaR zu berechnen. Das Element T, beschreibt die
Trainingsdaten der m-ten Komponente von dem p-ten Ausgangsvektor und das Element O,
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ist die momentane Ausgabe der m-ten Komponente von dem p-ten Vektor. Durch das Sum-
mieren der Fehlermalie fiir jedes Trainingsdaten p wird das GesamtfehlermaR E aus der Glei-
chung (3.21) erhalten.

P
E=>E, (3.21)

p=1

Bei der Rickwartsrechnung propagiert die Fehlerrate

oE
P =-2(T,,-0},) (3.22)
oo}, Pl

rickwarts. Jeder interne i-te Knoten der k-ten Schicht hat seine eigene Fehlerrate, die durch
das Anwenden der Kettenregel wie folgt lautet

+ k+1
0E, :#&” OE, Oy
aoiifp m=1 aorl::;aoilfp

(3.23)

Mit den Formeln aus (3.22) und (3.23) kann jede Fehlerrate fir alle Knoten berechnet wer-
den.

Die Pramissenparameter werden durch das Gradientenverfahren angepasst. Um dies zu be-
schreiben, wird das Symbol « fiir die Parameter des adaptiven Netzes eingefiihrt. Der Aus-
gang ist abhangig von dem Parameter a. Im Folgenden ist S die Menge der Knoten, die von
dem Parameter a abhangig sind.

oE, = oE 00"
oa St 000«

(3.24)

Die Formel fiir die Parameter a kann durch die Gleichung (3.25) des Gradientenverfahrens
aktualisiert werden.

A0 =—1]— (3.25)
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In der obigen Formel gibt # die Lerngeschwindigkeit an. Die Geschwindigkeit kann durch die
SchrittgréRe k, wie aus der Formel (3.26) zu entnehmen, manipuliert werden.

k.
OE Y’ (3.26)
5[

Die Konvergenzgeschwindigkeit hangt ebenfalls von der Lange jeder Gradienten-Transition
im Parameterraum ab [7].

3.2.2 On-line-Lernen

On-line-Lernenist fiir Systeme geeignet, die anfanglich nicht alle Eingabedaten zur Verfligung
haben. D. h., die Daten sind zu Beginn des Systems nicht vorhanden und werden zur Ausfiih-
rung erganzt. Um diese zu gewahrleisten, muss der Algorithmus aus der Formel (3.19) ent-
sprechend angepasst werden [7]. Dieser Algorithmus berlicksichtigt veraltete Parameter mit
der Einflihrung des Vergessensfaktors A.

Xin =X+ S48, (biT+1 - aiT+lXi )
a g (3.27)
Si+l — i Si _ S|a|+1T+ a|+lS|
A A+a,,58,

Der Lambdawert 1 liegt zwischen 0 und 1. Ein kleiner Lambdawert bedeutet ein schnelles
Veralten der Daten. Jedoch kann dies eine Instabilitdt des Systems hervorbringen und sollte
deshalb vermieden werden [7].

3.3 Implementation von ANFIS

Das ANFIS-Modell wurde in unterschiedliche Programmiersprachen umgesetzt. Der Autor
Jang selbst hat eine Implementierung als C-Code mit vier Simulationsbeispielen veroffentlicht
[42]. Der C-Code und die Beispiele basieren auf seiner Originalpublikation tGber ANFIS [7]. Das
Training der ANFIS-Parameter lauft Gber den hybriden Lernansatz. Die Zugehorigkeitsfunk-
tion ist fest implementiert und entspricht der Gleichung (3.5).
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Eine Implementierung fur die R-Bibliothek haben die Autoren Fresno und Fernandez verof-
fentlicht [43]. Die Bibliothek ermdglicht die freie Wahl von Zugehorigkeitsfunktionen, sowie
Bestimmung der Anzahl von Funktionen flr jeden Eingang. Die Regeln der ANFIS-Struktur
kénnen ebenfalls in jeglicher Kombination definiert werden. Zum Lernen der ANFIS-
Parameter kann der Anwender zwischen hybriden On-line- oder Off-line-Verfahren ent-
scheiden. Die Implementierung bietet zusatzlich die Moglichkeit, die Ergebnisse grafisch zu
veranschaulichen. Die Besonderheit der Bibliothek liegt darin, dass es mehrere Ausgaben
ermoglicht.

Eine Umsetzung in der Programmiersprache Python bietet der Autor Meggs an [44]. Als
Grundlage fir die Implementierung in Python dient die R-Bibliothek (Version 1.01). In seiner
Version 0.3.0 ist die Implementierung noch in der Beta-Phase und ist bedingt nutzbar. So
kann der Nutzer zwischen drei unterschiedlichen Zugehorigkeitsfunktionen wahlen und die
Eingange auch mit beliebigen Funktionen belegen. Eine grafische Darstellung ist ebenfalls
moglich.

Weitere Implementierungen sind in den Programmiersprachen C# und Java umgesetzt [45;
46]. Die Umsetzung fir C# ermoglicht drei Zugehorigkeitsfunktionen und fiinf verschiedene
Lerntechniken, wie Backpropagation, QPROP etc. Dabei ist der hybride Lernalgorithmus nicht
inbegriffen. Die Java-Implementierung ist in seiner Funktion schlicht gehalten und ebenfalls
begrenzt nutzbar. Als Zugehorigkeitsfunktion ist die Sigmoidfunktion implementiert.

Die Anwendung MATLAB bietet in seiner Fuzzy-Logic-Toolbox eine Schnittstelle fiir ANFIS.
Der Anwender kann entweder lber die Kommandozeile oder die GUI-Schnittstelle ein System
modellieren. Als Optimierungsmethoden fiir die ANFIS-Parameter dienen der hybride Lern-
algorithmus oder die Backpropagation. Zusatzlich stehen dem Nutzer, eine Vielzahl an Zuge-
horigkeitsfunktionen, die in der Abbildung 3.2 aufgefiihrt sind, zur Verfligung. Die Anzahl von
Funktionen flr jeden Eingang kdnnen je nach Wunsch definiert werden. Wie bei vielen
MATLAB-Anwendungen ist ANFIS? als eigenstdndige Anwendung kompilierbar und auch als
Bibliothek fiir andere Programmiersprachen wie C/C++, Java, Python etc. anwendbar.

In der vorliegenden Arbeit soll MATLAB R2016b als Arbeitsumgebung fungieren. Die zur Ver-
wendung kommende Fuzzy-Logic-Toolbox wird im Kapitel 4 eingefiihrt.

12 3b der MATLAB-Version R2016b
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4 ANFIS zur Diagnose

In diesem Teil der Arbeit wird die Diagnose durch neuronale Netze naher betrachtet. Der
Schwerpunkt liegt dabei auf der Nutzung des Adaptiven Neuro-Fuzzy-Inferenzsystem. Zu
Beginn wird dafir eine Einfihrung in die Einsatzgebiete von Diagnosen mit ANFIS gegeben.
Es ist wichtig zu erwahnen, dass die Diagnose im Zuge des medizinischen Rahmens durchge-
fihrt wird. Trotz dessen ist die Anwendung auf andere Diagnose-Begrifflichkeiten
Ubertragbar. Im zweiten Abschnitt wird die Fuzzy-Logic-Toolbox, die in dieser Arbeit verwen-
det wird, thematisiert. Die Wahl des Eingaberaumes fiir eine ANFIS-Struktur wird im
Anschluss erklart.

4.1 Medizinische Diagnose in der Literatur

In der Literatur sind viele Diagnoseansatze mithilfe von KNN fiir diverse Zwecke publiziert
worden. So besteht eine Vielzahl an medizinischen Diagnoseanwendungen flir ANFIS, die
ausgesuchte Merkmale einer Krankheit klassifizieren. Ziel ist es, eine Zuordnung fiir zwei oder
wenige Klassen zu treffen. Die Merkmale einer Diagnose kdnnen auf unterschiedliche Mittel
gewonnen werden. Hierbei kann das Wissen auf Beobachtungen bzw. Symptome (korperli-
che Untersuchung), Proben oder medizinische Aufnahmen (apparative Untersuchungen) des
Patienten basieren.

Sridevi und Nirmala [47] veroffentlichten eine Methode, um eine Herzfehlbildung (Truncus
arteriosus communis) mit ANFIS als Klassifikator zu diagnostizieren. Die Merkmale werden
aus 2-D-Bildern mit einem PPB-Filter extrahiert und im Anschluss die Parameter mit der
Fisher’sche Diskriminanzfunktion selektiert. Eine weitere Methode zur Bestimmung, ob eine
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Herzkrankheit vorliegt oder nicht, haben die Autoren Abushariah, Alqudah et al. [48] und die
Autorin Amma [49] veroffentlicht. Die Merkmale basieren auf einer aufbereiteten Datenbasis
der University of California mit 13 Attributen. Diese werden durch die Methode der Singular-
wertzerlegung (SWZ) verringert.

Einen groRen Bereich der Anwendung findet in Krebsdiagnosen. Obayya und Areed [50]
publizierten einen Ansatz zur Diagnose von Leberkrebs. Die Daten stammen von Bildern aus
Computertomografien und sind mit der morphologischen Bildverarbeitung und dem Schwel-
lenwertverfahren aufbereitet. Der Tumor ist durch den FCM-Algorithmus extrahiert und die
Merkmale mit der diskreten Wavelet-Transformation ermittelt. Eine Arbeit zur Ermittlung
von Hautkrebs findet sich in der Arbeit von Odeh [51]. Dabei werden alle Eigenschaften von
Aufnahmen extrahiert und der Parameterraum durch den Algorithmus G-flip verkleinert.
Weiterhin sind Diagnosen flir Brustkrebs publiziert [52; 53]. Hierbei benutzen die Autoren
Bilder von Mammografien. Aus den vorbearbeiteten Daten werden die Eigenschaften
(Entropie, Energie, Homogenitat) der Bilder selektiert. Ein Diagnosesystem fir Darmkrebs
wurde von den Autoren Lim, Maguib et al. [54] vorgestellt. Die Bilder sind von einer virtuellen
Koloskopie entnommen und durch die Grauwertematrix die Eigenschaften ermittelt. Flr die
Selektion der Eigenschaften haben die Autoren einen Kohonennetz mit Genetischem-
Algorithmus (GA-SOM) genutzt und mit ANFIS, die Klassifikation durchgefiihrt. Loganathan
und Girija [55] behandeln inihrer Arbeit den Lymphdrisenkrebs und die Leukdmie. Eine Kom-
bination aus ANFIS und Runge-Kutta-Verfahren dient als Klassifikator. Publikationen zu Diag-
nosen von Gehirntumoren auf Basis von MRT-Bildern sind ebenfalls in der Literatur
vorzufinden [56; 57]. Andererseits wird in einer anderen Veroffentlichung ein ANFIS-System
vorgestellt, die ausschlieBlich auf Symptome des Patienten aufbaut [58].

Andere Diagnosegebiet wie Alzheimer werden von den Autoren Al-Naami, Mallouh et al. [59]
vorgestellt. Die Datenbasis setzt sich aus MRT-Bildern von Alzheimerpatienten und von
gesunden Patienten. Die Merkmale werden aus dem vorbearbeiteten Bildern mit der
diskreten Wavelet-Transformation extrahiert.
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Weiterhin besteht eine Vielzahl von ANFIS-Systemen, die nicht auf bildgebende Diagnostik
basiert. So benutzen die Autoren Ansari, Gupta et al. [60] ANFIS fiir die Diagnose von Asthma.
Ubeyli und Karahoca [61; 62] prasentieren in ihren Publikationen ein Verfahren, um Diabetes
zu diagnostizieren. Eine Variation mit Genetischem-Algorithmus und ANFIS zur Bestimmung
von Hepatitis ist in der Arbeit von Adeli, Bigdeli et al. [63] aufgefiihrt. Andere Diagnose-
gebiete sind Malaria [64], Influenza [65] oder auch Sprach- [66] und Schlafstérung [67].

4.2 MATLAB Fuzzy-Logic-Toolbox

Die Fuzzy-Logic-Toolbox bietet eine Vielzahl an Méglichkeiten, um ein FIS zu gestalten und in
unterschiedliche Systeme auf Basis von Fuzzy-Logik einzubinden. Zu den Hauptmerkmalen
gehoren die

e Erstellung von Mamdani und Sugeno-Fuzzy-Regler,

e Erzeugung von Zugehorigkeitsfunktionen und

e die Adaptierung der Funktionen durch neuro-adaptive und Fuzzy-Clustering-Lern-
techniken.

In MATLAB ist eine Modellierung von Systemen durch Eingabe von Kommandozeilen oder
mit grafischer Oberflache maoglich. Hierbei wird fiir die Arbeit die MATLAB-Version R2016b
(9.1.0.441655) 64-Bit mit dem Betriebssystem Microsoft Windows 10 Professionell genutzt.
Die Fuzzy-Logic-Toolbox hat die Version 2.2.24. In folgenden Unterpunkten erfolgt eine Ein-
flhrung in die Struktur des Tools.

4.2.1 FIS-Editor

Der FIS-Editor besteht aus fiinf zusammenhangenden GUI-Schnittstellen, welche in der
Abbildung 4.1 dargestellt sind. Als Beispiel wird eine Demo?® aus MATLAB zur Beschreibung
der einzelnen Funktionen des Editors benutzt.

13 fuzzylogicDesigner tipper” — angepasst auf TSK-System.
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Abbildung 4.1: Grafische Oberfliche des Fuzzy-Logic Designers zum Erstellen/Bearbeiten/Betrachten eines FIS

(a) Definieren des FIS — Bei der Erstellung/Aufruf eines FIS durch die Kommandozeile
fuzzylogicDesigner erfolgt die Sicht auf die Grundstruktur des FIS. Im oberen Bereich
befindet sich die FIS-Architektur. In der Abbildung 4.1 (a) sind zwei Eingdnge mit ent-
sprechenden Zugehdrigkeitsfunktionen (links), der Takagi-Sugeno-Regelbasis (mitte)
und dem Ausgang (rechts) abgebildet. Im unteren Bereich wird festgelegt, welche
Operatoren und Defuzzifizierungsmethode benutzt werden sollen.

(b) Zugehorigkeitsfunktion — Jeder Eingang kann durch eine oder mehrere Zugehorig-
keitsfunktionen dargestellt werden. Diese Oberflache zeigt drei ,gbellmf” (siehe
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(c)

Abbildung 3.2), die mit linguistischen Termen versehen sind. Ferner sind die Parame-
ter im unteren Bereich aufgelistet. Die ANFIS-Parameter werden im Zuge des Lern-
vorgangs trainiert.

Regel-Editor — Die Regelbasis kann auf Mamdani oder Takagi-Sugeno-Kang-Logik*
basieren. Die Beschriftungen der Regeln entsprechen den in Abschnitt (b) definierten
linguistischen Termen. Im unteren Bereich konnen Regeln hinzugefiigt, bearbeitet
oder nicht erwiinschte Regeln entfernt werden. Die Regeln der ANFIS-Struktur wer-
den durch die Partitionierungsalgorithmen generiert.

(d) Regelanzeige — Die Regeln kdnnen interaktiv analysiert werden. Die horizontale Linie

gibt den Eingabewert an. Die Aktivierung der Zugehorigkeitsfunktionen wird schraf-
fiert angezeigt. Durch Anderung dieser Werte l3sst sich in der dritten Spalte das Er-
gebnis ablesen, um so ein gewisses Verstandnis aufzubauen.

(e) Oberflachenbetrachter — Im Gegensatz zu der Regelanzeige kann in diesem Bereich

4.2.2

ein gesamtes Bild des Systems angezeigt werden. Hier ist eine dreidimensionale An-
zeige der Struktur definiert, da zwei Eingabewerte vorhanden sind. Bei mehr als zwei
Eingaben kann die Auswahl zwischen zwei erwiinschten Eingaben gewahlt werden.

Struktur vom FIS

Im folgenden Listing 4.1 ist eine detaillierte FIS-Struktur mit dem Typ Takagi-Sugeno-Kang

aufgelistet. In den ersten zwolf Zeilen ist die Grundstruktur eines FIS definiert. Dabei wird der

Name,

der Typ, die Anzahl der Ein- und Ausgabe sowie die Inferenzmethoden festgelegt.

1 [System]

2 Name = 'Musterbeispiel S'
3 Type = 'sugeno'

4 Version = 2.0

5 NumInputs = 2

6 NumOutputs = 1

7 NumRules = 3

8 AndMethod = 'prod'

9 OrMethod = 'probor'
10 ImpMethod = 'prod'
11 AggMethod = 'sum'
12 DefuzzMethod = 'wtaver'
13
14 [Inputl]
15 Name = 'service'
16 Range = [0 1]
17 NumMFs = 3
18 MF1l = 'poor':'gbellmf',[0.2 2.5 6.939%9e-18]

14 ANFIS benutzt ausschlieBlich TSK-Regler [7].
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19 MF2 = 'good':'gbellmf', [0.2 2.5 0.5]

20 MF3 = 'excellent':'gbellmf',[0.2 2.5 1]
21

22 [Input2]

23 Name = 'food'

24 Range = [0 1]

25 NumMFs = 2

26 MFl = 'rancid':'trapmf', [-0.36 -0.04 0.04 0.36]
27 MF2 = 'delicious':'trapmf',6 [0.64 0.96 1.04 1.36]
28

29 [Outputl]

30 Name = 'tip'

31 Range = [0 1]

32 NumMFs = 3

33 MFl1 = 'generous':'constant', [0]

34 MF2 = 'average':'constant',6 [0.5]

35 MF3 = 'cheap':'linear', [0 0 1]

36

37 [Rules]

3811, 3 (1) : 2

39 2 0, 2 (1) 1

40 32, 1 (1) : 2

Listing 4.1: Komplette Struktur des FIS — Systemaufbau, zwei Eingange, ein Ausgang und den Regeln

In den Zeilen 14 — 35 werden genauere Angaben Uber die Eingdnge und Ausgang der FIS-

Struktur aufgefihrt. In diesem Beispiel sind zwei Eingdnge und ein Ausgang vorzufinden, die
in MATLAB als input:[1x2 struct] und output:[1x1 struct] definiert sind. Der Aufbau um-
schlieRt den Namen, die Grenzen und die Zugehorigkeitsfunktionen mit den entsprechenden

linguistischen Termen. Im letzten Abschnitt werden Regeln festgesetzt. Die Nummerierung

vor dem Komma gibt den Index!® der Zugehdrigkeitsfunktion von den Eingidngen an und die

Nummerierung nach dem Komma definiert die Ausgangsfunktion. In den Klammern wird das

Gewicht der Regel festgelegt, die hauptsachlich eins ist. Die letzte Ziffer gibt den Operator®®

zwischen den Zugehdorigkeitsfunktionen an. Damit ldsst sich die erste Regel

Regel,: Wenn 'service' ist 'poor’ oder 'food’ ist 'rancid’ dann 'tip" ist ‘cheap’ (1) (4.1)

ableiten.

4.2.3 ANFIS-Editor

In der Abbildung 4.2 ist die grafische Oberflache des ANFIS-Editors zu sehen, die im Wesent-

lichen die einzelnen Arbeitsschritte zeigt.

5 Index startet bei 1; 0 entspricht keine Zugehérigkeitsfunktion
16 1 fir Und-Verkniipfung, 2 fiir Oder-Verkniipfung
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Abbildung 4.2: Grafische Oberfliche des ANFIS-Editors

(a) ANFIS-Editor — Der ANFIS-Editor ist in vier Schritte aufgeteilt: Dem Laden der Daten,
die Generierung der ANFIS-Struktur, dem Training und dem Testen der Ergebnisse.
Zum Laden der Daten bendtigt ANFIS eine Matrix, dessen erste Spalte jeweils die
Eingange und die letzte Spalte den Ausgang reprasentiert. Jede Reihe ist eine Daten-
einheit. Der obere Bereich der Oberflache dient der Visualisierung der Daten.

(b) FIS-Generator/Clustering — Eine FIS-Struktur kann auf unterschiedliche Form ge-
neriert werden. Der ANFIS-Editor bietet zwei Clustering-Methoden!” an: Grid-
Partitionierung und Subtractive-Clustering. Hier werden der Typ und die Anzahl der
Zugehorigkeitsfunktionen festgelegt.

(c) ANFIS-Strukturbetrachter — Die Grafik zeigt eine gesamte Ubersicht der ANFIS-
Struktur mit zwei Eingdngen und jeweils drei bzw. vier Zugehdorigkeitsfunktionen. Aus
der Grid-Partitionierung der FIS-Struktur entstehen zwolf Regeln.

7 Uber die Kommandozeile (genfis3) ist das Clustering-Verfahren Fuzzy C-Means (FCM) méglich.
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4.3 Auswahl der Eingabedaten

Die Auswahl der Eingabedaten spielt eine wichtige Rolle bei der Modellierung eines ANFIS-
Systems. Bei einem Problem in der Realitat ist es nicht uniblich, dass die mogliche Daten-
menge in einer groRBen Vielzahl vorhanden ist. Eine derart exzessive Anzahl an Eingabedaten
flihrt zwar zur besseren Darstellung des Systems, allerdings erhoht sich die Komplexitat zum
Aufbau der Modellierung und damit auch die Rechenzeit. Dementsprechend ist es notwen-
dig, eine akkurate Methode zur Bestimmung der Eingabedaten zu definieren. Insbesondere
um eine angemessene Darstellung mit den begrenzten Eingabedaten zu erreichen. Durch die
Begrenzung ist das System auch entsprechend praktikabel in der Implementierung, die das
Modell einfacher und zuverlassiger gestalten lasst.

Die optimale Methode, um entsprechende Resultate zu erzielen, wére alle moglichen Kom-
binationen der Eingabedaten zu vergleichen und nach den Ergebnissen zu urteilen. Folglich
ist dieser Ansatz suboptimal, da durch eine Eingabe von N Daten, die moégliche Kombination
um 2N steigt. Nur bei geringer Anzahl an Parametern kommt diese Methode infrage. In der
Literatur werden Ansatze zur Bestimmung der Eingabe vorgeschlagen. Verfahren wie ARD,
CART und &-test prasentieren eine Selektion der Eingabewerte durch Bestimmung der Ab-
hangigkeit der Daten [68]. Jang veroffentlicht eine Publikation, die sich mit der Problematik
auseinandersetzt [69; 70]. In dieser Arbeit prasentiert der Autor einige praktische Uberlegun-
gen:

e Entferne nicht relevante Eingaben. Dieses Wissen kann nur durch einen Experten in
dem Gebiet des modellierten Systems durchgefiihrt werden.

e Entferne Eingabedaten, die von anderen Daten abgeleitet werden kénnen.

e Erstelle das Modell knapp und transparent.

e Verringere die Zeit zur Konstruktion des Modells. Die Einschrankung der Anzahl der
Parameter fiihrt zu einer Reduktion der Zeit zur Modellierung der Konstruktion.

e Die ausgewahlten Parameter sollten einen Einfluss auf den Ausgang des Systems
haben. Eine starke Verbindung zwischen den Parametern der Eingabe und dem Ziel
des Systems bzw. Ausgangsvariablen muss bestehen.

e Die ausgewahlten Parameter und deren korrespondierenden Daten miissen rein von
Stoérungen sein.

In der Publikation von Jang werden zwei Ansatze aufgefiihrt, die die Modelle gemaR dem
kleinsten Fehler auswahlt [70].



ANFIS zur Diagnose 49

Die erste Methode bestimmt die Eingabedaten durch den sequenziellen Suchalgorithmus.
Fiir diesen Algorithmus existieren zwei Varianten:

e sequenzielle Rickwartssuche (SFS) und
e sequenzielle Vorwartssuche (SBS).

Bei der Rickwartssuche werden nach und nach die Eingabewerte aus der Pramisse der
Regeln entfernt und nach der Fehlerberechnung die Performance des Modells evaluiert.
Wenn der Fehler des Modells sich verringert, wird die nachste Variable aus den Eingabepa-
rametern entfernt. Sofern der Fehler sich erhdht, wird die vorher entfernte Variable behalten
und eine andere Variable aus der Datenmenge rausgenommen. Dieser Prozess wird solange
durchgefihrt, bis der Fehler durch die Eliminierung der Eingabevariablen sich nicht mehr ver-
ringert.

Zur Bestimmung des Fehlers wird die Wurzel der mittleren quadratischen Abweichung
(RMSE) benutzt.

. 2
zpzl(Yp _yp) (4.2)

n

RMSE =

Dabei ist Y der erwartete Wert und y der vorausgesagte Wert. An dieser Stelle wird
angenommen, dass bei der ersten Epoche des Trainings, der kleinste RMSE Wert auch bei
weiteren Epochen klein bleibt [69]. Diese Annahme trifft nicht immer zu, ist aber heuristisch
vertretbar. Hier sei noch einmal hervorgehoben, dass das Trainieren von einer groBen Anzahl
an unterschiedlichen ANFIS-Modellen mit nur einer Epoche weniger Rechenzeit in Anspruch
nimmt, als wenn man ein ANFIS-Modell mit mehreren Epochen trainiert [69]. Ferner gilt
RMSE als ein guter Ansatz zur Beurteilung der Prognosegiite, wie Chai und Draxler in ihrer
Arbeit nachweisen [71].

Als Beispiel firr die sequenzielle Riickwartssuche soll ein Modell mit vier Eingdngen dienen.
So hat das Modell gemaR der TSK-Regelbasis die Form (4.3).
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Regel. :
Wenn (xl ist Ai(i)) und (x2 ist Al ) ..und ... (x4 ist Af,i)) (4.3)
dann f, =a -x+r
Durch die Eliminierung einer Variable aus der Regel kann Uberpriift werden, ob die Variable
einen Einfluss auf das Modell hat. An dieser Stelle ist die Variable X3 ausgewahlt, die aus dem
Modell temporar ausgeschlossen wird. Demnach entsteht die Regelbasis der Form (4.4).
Regel, :
Wenn (x1 ist Al(i)) und (x2 ist Al )und (x4 ist Aﬁi)) (4.4)
dann f =a' -x+r,
Falls dieses Modell einen minimalen RMSE-Wert hat, d. h. ein geringerer Verlust der Leistung

gegenlber dem erwarteten Wert erzielt, kann die Variable X3 entfernt werden. In der
Abbildung 4.3 ist der mogliche Ablauf eines Modells mit vier Eingabedaten zu sehen.

x x x x Modell mit insgesamt vier
b 2 3, 4 Eingabedaten

Modell mit drei
X2 X3  Xa X1, X3,  Xa X1, X2 X Xy, X X3 Eingabedaten
Modell mit zwei
X2  Xa X1,  Xa X, X2 Eingabedaten
Modell mit einem
X2 Xg Eingabewert

{ } Modell mit keiner Eingabe

Abbildung 4.3: Auswahl der Eingabedaten mit der sequenziellen Riickwartssuche

Bei der sequenziellen Vorwartssuche wird jeder Eingang einzeln betrachtet und die Auswahl
nach dem kleinsten RMSE-Wert getroffen. Ist die Auswahl fiir eine Variable bestimmt,
kénnen mit dieser Variable weitere Modellvariationen getestet werden. Dieser Vorgang
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wiederholt sich bis die optimalen Variablen, gemafld des RMSE-Kriteriums, definiert sind. Ein
moglicher Ablauf ist in der Abbildung 4.4 dargestellt.

{ } Modell mit keiner Eingabe
M X X M Modell mit einem
1 2 3 4 Eingabewert
M X M X Modell mit zwe
2 1 2 3 X Xa Eingabedaten
Modell mit drei
X1, X4, X2 X1, Xa, X3 Eingabedaten

Modell mit insgesamt vier
X1, X2, X3, Xa Eingabedaten

Abbildung 4.4: Auswahl der Eingabedaten mit der sequenziellen Vorwartssuche

MATLAB bietet in diesem Kontext die Methode ,segsrch” an, um die Variablen mithilfe der
Vorwartsrechnung zu finden. Die Ausgabe der Methode zum obigen Beispiel, kann aus dem
Listing 4.2 entnommen werden.

Selecting input 1 ...

ANFIS model 1: x1 --> trn=4.6400, chk=4.7255
ANFIS model 2: x2 --> trn=4.2577, chk=4.0863
ANFIS model 3: x3 --> trn=4.5399, chk=4.1713
ANFIS model 4: x4 --> trn=4.3106, chk=4.4316
Currently selected inputs: x2

@ U W N

9
10 Selecting input 2
11 ANFIS model 5: x2 x1 --> trn=3.8741, chk=4.6763
12 ANFIS model 6: x2 x3 --> trn=4.0271, chk=4.6345
15 ANFIS model 7: x2 x4 --> trn=2.7657, chk=2.9953
16 Currently selected inputs: x2 x4
17
18 Selecting input 3 .
19 ANFIS model 8: x2 x4 x1 --> trn=2.4951, chk=4.0435
22 ANFIS model 9: x2 x4 x3 --> trn=2.3603, chk=2.9152
23 Currently selected inputs: x2 x4 x3

Listing 4.2: Ausgabe der MATLAB-Funktion ,,seqsrch” fiir vier Eingabedaten
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An dieser Stelle soll erwdahnt werden, dass die ,,segsrch“-Methode zwei Datenbasen benutzt.
Die erste Datenbasis dient dem Training des ANFIS-Modells und die zweite Datenbasis zur
Uberpriifung. Das aus dem Training gewonnene System wird in zweiter Instanz mit den
Trainingsdaten Gberprift und der RMSE-Wert (trn) ermittelt. Im Anschluss wird das System
mit der zweiten Datenbasis validiert und der RMSE-Wert (chk) berechnet. Um eine gute
Generalisierung zu erreichen, ist es wichtig, dass die Trainingsdaten um ein mehrfaches
grofSer sind, als die Testdaten.

Neben der sequenziellen Suche veroffentlicht der Autor Jang einen zweiten Ansatz zur Selek-
tierung der Eingabedaten [70]. Bei diesem Algorithmus handelt es sich um die erschopfende
Suche. Diese Methode unterscheidet sich von der vorherigen Methode maRgebend darin,
dass es zu jeder Kombination ein ANFIS-Modell erstellt. An dieser Stelle ist zu betonen, dass
diese Methode sehr aufwendig ist und deshalb eher fiir kleine Anzahl an Eingabeselektion
erfolgen sollte.

Es sei angenommen, dass in einem System sechs Eingabevariablen vorhanden sind und
daraus nur drei Variablen selektiert werden. Damit entstehen mit der Kombination®® C (6, 3)

n n!
C s :Cn: = X
(nr)=C r r!(n—r)! (4:5)

zwanzig Testmodelle, die durch RMSE bewertet werden. Die Methode ,exhsrch” liefert
entsprechend die Ausgabe aus Listing 4.3.

Train 20 ANFIS models, each with 3 inputs selected from 6 candidates...

ANFIS model
ANFIS model
ANFIS model
ANFIS model
ANFIS model
ANFIS model
ANFIS model

x1 x2 x3 --> trn=0.3752, chk=0.3041
xl x2 x4 --> trn=0.3916, chk=0.2465
x1 x2 x5 --> trn=0.3896, chk=0.2823
x1 x2 x6 --> trn=0.3136, chk=0.2908
x1 x3 x4 --> trn=0.3696, chk=0.2972
x1 x3 x5 --> trn=0.3918, chk=0.3289
x1 x3 x6 --> trn=0.3354, chk=0.3127
10 ANFIS model x1l x4 x5 --> trn=0.4045, chk=0.3589
11 ANFIS model 9: x1 x4 x6 --> trn=0.3412, chk=0.3919
12 ANFIS model 10: x1 x5 x6 --> trn=0.3255, chk=0.3983
13 ANFIS model 11: x2 x3 x4 --> trn=0.4084, chk=0.3070
14 ANFIS model 12: x2 x3 x5 --> trn=0.4056, chk=0.3048
15 ANFIS model 13: x2 x3 x6 --> trn=0.3558, chk=0.2250
16 ANFIS model 14: x2 x4 x5 --> trn=0.4208, chk=0.3183

W Jo U b W

e}
WoJdJoUulbd WNR

18 Ohne Wiederholung mit ungeordneter Stichprobe
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17 ANFIS model 15: x2 x4 x6 --> trn=0.3668, chk=0.1777
18 ANFIS model 16: x2 x5 x6 --> trn=0.3640, chk=0.2670
19 ANFIS model 17: x3 x4 x5 --> trn=0.4117, chk=0.3462
20 ANFIS model 18: x3 x4 x6 --> trn=0.3601, chk=0.2866
21 ANFIS model 19: x3 x5 x6 --> trn=0.3628, chk=0.3047
22 ANFIS model 20: x4 x5 x6 --> trn=0.4128, chk=0.3030

0
0

0
0

Listing 4.3: Ausgabe der MATLAB-Funktion ,,exhsrch” fiir drei Eingaben aus sechs Eingabedaten

Aus dem Listing 4.3 kann entnommen werden, dass das ANFIS-Modell Nr. 4 mit seinen
Variablen {x1, x2, X6} den besten RMSE-Wert liefert. Diese Modellierung wurde mit einer
Epoche trainiert. Soll eine genauere Vorhersage getroffen werden, kénnen weitere Epochen
in das Training einflieBen. Als negativen Effekt ist mit einer weitaus ldngeren
Bearbeitungsdauer zu erwarten.

Ein weiterer Ansatz zur Ermittlung von den relevanten Eingabedaten bietet die Anwendung
WEKA [72]. WEKA eroffnet dem Anwender eine Vielzahl an Techniken aus maschinellen
Lernen und Data-Mining. Zu denen gehoéren Klassifikatoren wie beispielsweise KNN, Bayes-
Klassifikatoren, Support-Vector-Maschinen oder auch Clusteranalysen wie EM-Clustering, k-
Means-Clustering, Cobweb. Zudem kann eine Visualisierung der Analysen ausgegeben
werden, die dem Anwender eine bessere Sicht auf die Daten verschaffen kann. Die Software
ist in der Sprache Java geschrieben und von der Universitat Waikato unter der GNU General
Public License frei zur Verfligung gestellt. Durch die modulare Architektur von WEKA und
dem Paket-Manager lassen sich weitere Verfahren in die Software einbinden. Damit ist stets
ein passendes Verfahren vorhanden, um die Umsetzung zu realisieren.

Die aufgefiihrten Methoden werden im Kapitel 5 fir die Auswahl der Eingabeparameter an
einer Brustkrebsdiagnose angewandt und die Ergebnisse verglichen.
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5 Realisierung und Test

In diesem Kapitel wird ein konkretes ANFIS-System an einem Fallbeispiel in der Brustkrebs-
diagnose realisiert. Hierbei wird auf unterschiedliche neuronale Ansatze im Vergleich zum
ANFIS aufgezeigt und bewertet.

Zunachst findet eine Analyse der Brustkrebsdaten statt. Im Anschluss darauf wird der Einga-
beraum selektiert und mit unterschiedlichen Modellen umgesetzt. Dabei werden folgende
neuronale Netze verwendet.

e mebhrlagiges Perzeptron,
e Radiale-Basisfunktionen-Netze und
e Adaptives Neuro-Fuzzy-Inferenzsystem.

5.1 Fallbeispiel — Brustkrebs

Krebs ist mit 8,8 Millionen einer der groRten Ursachen von Todesféllen weltweit [73]. Dazu
zahlt der Brustkrebs zu den haufigsten Krebserkrankungen bei Frauen. Im Jahre 2013 er-
krankten allein schon in Deutschland 71 640 Frauen und 682 Manner an Brustkrebs. Der
Krankheitsverlauf eines Krebspatienten erstreckt sich Giber mehrere Jahre. So ist die Zahl der
Frauen wesentlich héher, die in Behandlung oder Nachsorge befinden [73; 74]. In den letzten
Jahrzehnten ist die Brustkrebsinzidenz in Deutschland angestiegen. Allein schon in 2013 lag
die Mortalitat der Frauen bei 17 853 Todesféllen durch Brustkrebs. Der Anstieg der Inzidenz
ist auf unterschiedliche Ursachen, wie die Zunahme von kinderlosen Frauen bzw. Zunahme
des Alters bei der ersten Geburt oder auch die vermehrte Einnahme von Arzneimittel
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(Hormonersatztherapie, Schwangerschaftsverhitung) zurlickzufiihren. Ebenso sind die Ver-
anderungen von Ernahrungs- und Bewegungsgewohnheiten ein Faktor, der zu einem Anstieg
an Erkrankungen beigetragen hat. Zusatzlich ist noch die Erhéhung der Entdeckungsrate
durch organisierte oder nicht-organisierte FritherkennungsmaBnahmen zu nennen [74].

Bei einem Verdacht einer Krebserkrankung ist es wichtig, eine akkurate Diagnose zu fallen.
Dabei kann es bei einem Geschwulst, um einen gutartigen oder bdsartigen Brusttumor
handeln. Eine richtige Diagnose zwischen den beiden Fallen zu treffen, kann in manchen
Situationen ein schwieriges Unterfangen sein. Dementsprechend soll der Ansatz mit ANFIS
bei der Diagnosefindung eine unterstiitzende Rolle spielen. Im Folgenden wird die Anwen-
dung des Ansatzes auf Grundlage einer frei zuganglichen Datenbasis betrachtet. Hierzu wird
ein Vergleich zum MLP- und RBF-Netzen durchgefihrt.

5.2 Datenanalyse

Fiir das Fallbeispiel wird die Datenbasis von University of Wisconsin Hospitals (Madison)
benutzt. Die Daten stammen von Proben, die mithilfe einer Feinnadelbiopsie!® (FNB)
entnommen wurden. Die Diagnoseergebnisse wurden der University of California Irvine
gespendet und sind auf deren Archiv fir maschinelles Lernen (UCI machine learning
repository) [75] 6ffentlich verfligbar. Die Datenbasis setzt sich aus 699 Proben mit jeweils elf
Attributen zusammen. Die Eingabeparameter sind auf einen Wertebereich von [1;10]
normalisiert. Eine Ubersicht der Attribute ist in der Tabelle 5.1 zu sehen.

Tabelle 5.1: UCI-Datenbasis fiir Brustkrebs (Wisconsin) aus 699 Proben [75]

Nr. Attribute Attributwerte Mittelwert  Varianz
1 Probecode-Nummer ID Nummer - -

2 Gruppendichte (Gdi) 1-10 4,4422 7,9567
3 GleichmaRigkeit der ZellengroRe (GZg) 1-10 3,1508 9,3951
4 GleichméRigkeit der Zellenformen (GZf) 1-10 3,2152 8,9316
5 marginale Adhéasion (MAdh) 1-10 2,8302 8,2057
6 Epithelial-ZellengroRe (EZ) 1-10 3,2343 4,9421
7 zythoplasmaarme Zellen (ZP) 1-10 3,5447 13,277
8 Bland-Chromatin (BChr) 1-10 3,4451 6,0010
9 Normal-Nucleolus (NNcl) 1-10 2,8697 9,3188

1% Verfahren zur Gewinnung von Zellen aus einem Tumor oder Organ.
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10

11

Mitose (M) 1-10 1,6032 3,0022

2 flr gutartig
Klasse L . 2,6999 0,9112
4 fur bosartig

In der Datenbasis existieren 241 bosartige Falle (34,48 %) und 458 gutartige Félle (65,52 %).
Die bosartigen Datensatze sind durch eine Biopsie der Brustgewebe ermittelt und die

Gutartigkeit der Falle sind entweder mithilfe einer Biopsie oder periodische Untersuchungen

bestatigt. Aus den 699 Proben sind 16 Datensatze nicht vollstandig angegeben. Fiir diese

Arbeit werden diese Datensatze aus der Datenbasis entfernt. Davon sind 14 gutartige

Datensatze und zwei bosartige Datensatze. Damit wird eine Datenbasis von 683 Proben mit
einem Bestandteil aus 239 bosartigen Fallen (34,99 %) und 444 gutartigen Fallen (65,01 %)
erhalten.

Eine kurze Beschreibung der Begrifflichkeiten aus der Tabelle 5.1 ist folgend aufgefiihrt.

Gruppendichte: Krebszellen sind oft als mehrschichtig gruppiert, wogegen Gutartige
einschichtig sind.

GleichmaRigkeit der ZellengroRe: Bewertet die Konsistenz in Bezug auf die Zellen-
groRe der Probe.

GleichmaRigkeit der Zellenformen: Bewertet die Qualitat der Zellenform und iden-
tifiziert die marginale Varianz.

marginale Adhasion: Normale Zellen tendieren dazu, zusammenzukleben. Kranke
Zellen verlieren diese Eigenschaft. Der Verlust der Adhdsion ist ein Indiz fiir Krebszel-
len.

Epithelial-ZellengréBe: Bezieht sich auf die Zellen-GleichmaRigkeit, um zu ermitteln,
ob sich die Zelle signifikant vergréBert hat.

zythoplasmaarme Zellen: Berechnet die Proportion von der Anzahl der Zellkerne, die
nicht von einem Zytoplasma umschlossen sind und denen die mit Zytoplasma um-
schlossen sind.

Bland-Chromatin: Beschreibt die einheitliche Struktur der Zellkerne (fein bis grob).
Normal-Nucleolus: Kernkorperchen (Nucleolus) sind kleine Strukturen in einem Zell-
kern. In normalen Zellen sind die Kernkérperchen sehr klein (sogar nicht sichtbar).
Bei einem Krebs ist die Kernzelle hervorgehoben oder auch mehrfach vorhanden.
Mitose: Beschreibt die Stufe der Aktivitat einer Zellproduktion.
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Die Datenbasis wird in zwei Datenbereiche aufgeteilt: Einmal die Trainingsdaten und als
zweite Instanz die Daten zur Uberpriifung des trainierten Systems. Diese Aufteilung ist not-
wendig, um zu Uberpriifen, ob festgelegte Nutzungsziele erfillt sind und somit die Anforde-
rungen an das System gerechtfertigt sind. Bezliglich der GroRRe der Aufteilung wird in der
Literatur empfohlen, dass die Trainingsdaten den wesentlichen Anteil ausmachen bzw. die
Eigenschaften des Modells gut erfassen. Das Minimum der Trainingsdaten sollte nicht kleiner
als die Anzahl der modifizierbaren ANFIS-Parameter sein [76]. Damit die Trainingsdaten alle
Eigenschaften des Modells einschlieRen, ist es wichtig, die Eigenschaften der Daten zu ken-
nen. Falls die Eigenschaften nicht bekannt sein sollten, kann eine Analyse der Fehler von den
Priifdaten Aufschluss geben, ob diese mit den Trainingsdaten gut libereinstimmt. Ist der Feh-
ler der Priifdaten viel zu grof3, ist es notig, die Trainingsdaten grofSer zu wahlen oder die Zu-
gehorigkeitsfunktionen dem System entsprechend anzupassen. Dabei kdnnen der Typ der
Zugehorigkeitsfunktion und die Anzahl der Funktionen verdandert werden. Ein kompletter
Ausschluss der Priifdaten kann stattfinden, falls die Trainingsdaten alle Eigenschaften geni-
gend umfassen.

Fiir dieses Beispiel sind die Daten in 400 Trainings- und 283 Priifdaten eingeteilt. Die Trai-
ningsdaten haben 228 gutartige und 172 bosartige Falle. Die Prifdaten hingegen bestehen
aus 216 gutartigen und 67 bosartigen Fallen. Die Ausgabewerte sind auf einen Wertebereich
[0,1] angepasst.

5.3 Wahl der Eingabeparameter

Wie auch in Kapitel 4.3 betont, ist die Wahl der Eingabeparameter ein wichtiger Prozess, um
eine gute Modellierung eines Systems zu gewahrleisten. Im Folgenden werden unterschied-
liche Modellierungen vorgenommen. Das erste Attribut aus der Tabelle 5.1 wird entfernt, da
es keine Relevanz fir die Aussagekraft der Diagnose darstellt. Fiir die anderen Eingabepara-
meter werden die Methoden der MATLAB-Funktionen ,,exhsrch” und ,,seqsrch” (jeweils mit
einer Epoche Training) benutzt, um die relevantesten Eingaben aus den neun moglichen Pa-
rametern zu bestimmen. Des Weiteren wird ein Ranking der Parameter mit der Anwendung
WEKA erstellt. Damit ist eine weitere Instanz zur Einstufung der Parameter im vorgegebenen
Modell gegeben.

Als Erstes kommt der Ansatz mit der sequenziellen Suche fiir maximal vier Parametern tber
neun Eingangsdaten zur Verwendung. Bei der Auswertung wird ein guter RMSE-Wert mit
einer Kombination aus drei Parametern erhalten. Die Ausgabe der Ergebnisse ist aus dem
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Listing 4.1 zu entnehmen. Demnach bietet das Modell mit der Nummer 18 den besten RMSE-
Wert.

21 ANFIS model 16: in2 in8 --> trn=0.2236, chk=0.1749
22 ANFIS model 17: in2 in9 --> trn=0.2427, chk=0.1771
23 Currently selected inputs: in2 iné6
24
25 Selecting input 3
. 26 ANFIS model 18: in2 in6 inl --> trn=0.1651, chk=0.1269
27 ANFIS model 19: in2 in6é in3 --> trn=0.1859, chk=0.1300
28 ANFIS model 20: in2 in6é in4 --> trn=0.1878, chk=0.2445
29 ANFIS model 21: in2 in6 in5 --> trn=0.1917, chk=0.1439
30 ANFIS model 22: in2 in6é in7 --> trn=0.1898, chk=0.1323
31 ANFIS model 23: in2 in6é in8 --> trn=0.1778, chk=0.1215
32 ANFIS model 24: in2 in6 in9 --> trn=0.1910, chk=0.1406
33 Currently selected inputs: inl in2 iné6
34
35 Selecting input 4
36 ANFIS model 25: inl in2 in6 in3 --> trn=0.1406, chk=0.4101
37 ANFIS model 26: inl in2 in6 in4 --> trn=0.1315, chk=0.2904

Listing 5.1: Ausgabe der ,,seqsrch“-Methode von vier Parametern aus neun Eingangsdaten.

Mit der sequenziellen Suche ergeben sich daraus die Eingabeparameter:

e Gruppendichte (Gdi),
e GleichmaRigkeit der ZellengroRe (GZg) und
e zythoplasmaarme Zellen (ZZ).

Eine Kombination aus vier Parametern verschlechtert den RMSE-Wert als auch die Testre-
sultate und wird deshalb nicht beriicksichtigt. Dies ldsst sich aus der Abbildung 5.1%
entnehmen. Ebenso schneidet eine Kombination aus zwei Parametern im Durchschnitt
schlechter ab.

2 Dje Einginge in den Abbildungen, wie in der Abbildung 5.1 vorzufinden, werden aus
Platzgriinden und zur besseren Ubersicht die Bezeichnung ,inX“ erhalten, wobei X der Index
des jeweiligen Eingangs ist.
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Abbildung 5.1: Grafische Darstellung der RMSE-Ausgabe mit der sequenziellen Methode fiir 1 — 4 Eingénge

Die Methode der erschopfenden Suche fir drei Parameter liefert in diesem Fall auch das
gleiche Endergebnis, wie in der Abbildung 5.2 zu erkennen ist. Eine Modellierung mit vier
Parametern liefert einen hoheren RMSE als mit drei Parametern.

Training (Kreis) und Priifdaten (Stern) Fehler
1 \ \ \ \

o |k
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Abbildung 5.2: Grafische Darstellung der RMSE-Ausgabe mit der erschépfenden Suche fiir drei Eingange

An dieser Stelle sei noch mal betont, dass alle Berechnungen mit der ,seqgsrch”- und
»exhsrch“-Methode nur mit einer Epoche trainiert sind und damit kein genaues Indiz fiir ein
optimales Modell darstellen. Dies hat sich jedoch in der Regel als guter Wegweiser heraus-

gestellt. Mit diesem Wissen ausgehend, werden die Eingabeparameter Gdi, GZg und ZZ fir
unsere Modellierung verwendet.
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Als dritte Instanz wird die Anwendung WEKA (Version 3.8.1) benutzt, um weitere Eingabe-
moglichkeiten zu ermitteln. Als Erstes missen die Daten entsprechend vorbereitet werden,
um das Ranking zu ermdoglichen. Daflir werden die fehlenden Parameter mit der Filtereingabe
aus Listing 5.2 bereinigt und die Merkmale nominal skaliert.

> Breast cancer-
weka.filters.unsupervised.attribute.ReplaceMissingWithUserConstant-
Afirst-last-R600-Fyyyy-MM-dd\ 'T\ 'HH:mm:ss-
weka.filters.unsupervised. instance.RemoveWithValues-S599.0-C6-Lfirst-
last-v

Listing 5.2: Filterung der Brustkrebs-Datensdtze mit WEKA

Um die Auswahl der Parameter zu treffen, wurde das Algorithmus ,,GainRatioAttributeEval”
mit der Option ,,Ranker -T -1.7976931348623157E308 -N -1“ verwendet. Dabei bewertet der
Algorithmus den Wert der Attribute hinsichtlich des Gewinn-Verhaltnisses zum Ausgangspa-
rameter. Auch bei einer Option ,,-N -3“ flihrt der Algorithmus fiir drei Eingabeparameter zum
gleichen Ergebnis. Eine Auflistung des Rankings ist aus dem Listing 5.3 zu entnehmen.

22 === Attribute Selection on all input data ===

23

24 Search Method:

25 Attribute ranking.

26

27 Attribute Evaluator (supervised, Class (nominal): 10 Klasse):
28 Gain Ratio feature evaluator

29

30 Ranked attributes:

31 0.303 6 Zythoplasmaarme Zellen

32 0.3 2 Gleichmaessigkeit der Zellengroesse
33 0.272 3 Gleichmoessigkeit der Zellenformen
34 0.237 a

35 0.233 engroesse

36 0.21 2sion

37 0.201 I

38 0.188 9 Mitose

39 0.152 I Gruppendichte

40

Listing 5.3: Ausgabe des WEKA-Rankings mit der Option ,,GainRatioAttributeEval“

Die Attribute, welche weniger als 25 % bewertet wurden, sind aus der Eingabeliste heraus-
genommen. Damit kommen folgende Parameter zustande.
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e GleichmaRigkeit der ZellengroRe (GZg),
e GleichmaRigkeit der Zellenformen (GZf) und
e zythoplasmaarme Zellen (2Z).

Zusatzlich soll ein Diagnosesystem mit flinf Eingaben modelliert werden. Da die sequenzielle-
und erschopfende Suche, wie in Kapitel 4.3 besprochen, ab einer Anzahl von vier Parametern
und seinen Zugehorigkeitsfunktionen sehr schnell dimensioniert, wird die Anwendung WEKA
benutzt. Hierfiir wird aus dem Listing 5.3 die ersten fiinf Parameter entnommen und noch
einen weiteren Algorithmus ,InfoGainAttributeEval® mit der Option ,Ranker -T -
1.7976931348623157E308 -N -1“ verwendet. Eine Ubersicht tiber alle Modelle und die ent-
sprechenden Parameter ist in der Tabelle 5.2 aufgelistet.

Tabelle 5.2: Zusammenfassung der Parameterselektion mit jeweils unterschiedlichen Algorithmen

Eingabeparameter

1 2 3 4 5 6 7 8 9

Modell Gdi GZg GZf MAdh EZ P BChr NNcl M

Seqsrch/Exhsrch X X - - - X - - -

WEKA-Gain 1 - X X - - X - - -

WEKA-Gain 2 - X X - X X - X -

WEKA-InfoGain - X X - X X X - -
5.4 Mehrlagiges Perzeptron

Fiir das erste MLP-Netz werden drei Eingange fiir die erste Schicht, eine Schicht fiir den Aus-
gang und eine Schicht mit zehn versteckten Neuronen benutzt. Damit besteht das Netz aus
drei Schichten. Aus dem Listing 5.4 kénnen die Angaben zum Netz enthommen werden.

>
Algorithms

Data Division: dividerand
Training: scaled conjugate gradient
Performance: cross-entropy

‘weJded €

‘weded
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Calculations: MEX

Listing 5.4: Algorithmen fiir das MLP-Netz

Die Ergebnisse der sequenziellen/erschépfenden Suche werden benutzt, um die Eingdnge
mit Daten zu beliefern. Damit schlie8t das erste MLP-Netz sein Training nach 22 Iterationen
ab. Mit diesem Netz ist ein RMSE-Wert von 0,1472 erreicht.

Fur das zweite MLP-Netz werden die Daten aus dem Modell ,, WEKA-Gain 1“ benutzt. Die
Struktur bleibt dieselbe wie beim ersten Netz. Nach 15 Iterationen wird das Training des
Netzes beendet. Dieses Netz zeigt eine leichte Verbesserung beziiglich des RMSE mit einem
Wert von 0,1422.

Das dritte Netz fir die finf Parameter GZg, GZf, EZ, ZP und NNcl besteht ebenfalls aus drei
Schichten und schlieRt sein Training nach 36 Iterationen ab. Die Performanz des Netzes mit
drei Eingangen fallt etwas geringer aus, aber das Netz liefert einen besseren RMSE-Wert von
0,1318.

Fir die vierte Variante werden die Eingdange aus ,Weka-InfoGain® mit den Parametern GZg,
GZf, EZ, ZP und BChr verwendet. Das Netz setzt sich, wie bei den Vorgangern auch, aus drei
Schichten zusammen. Das Training des MLP mit fiinf Eingdngen dauert 22 Iterationen. Der
RMSE-Wert mit diesem Modell ist angestiegen auf den Wert 0,1351.

Die Treffsicherheit?! der Diagnosen variieren zwischen 94,7 % (mit 15 Fehldiagnosen) und
96,5 % (mit zehn Fehldiagnosen). Eine Ubersicht von allen Ergebnissen ist aus der Tabelle 5.3
zu entnehmen.

Tabelle 5.3: Ergebnisse der Brustkrebsdiagnosen fiir unterschiedliche Modelle mit einem MLP-Netz

Seqsrch/

MLP-Modell WEKA-Gain 1 WEKA-Gain 2 WEKA-InfoGain
Exhsrch
Iterationen 22 15 36 14
RMSE 0,1472 0,1422 0,1318 0,1351
nicht erkannter Krebs 4 2 2 0
félschlicherweise erkannter Krebs 2 2 2 2

2 Treffsicherheit (oder auch Treffgenauigkeit) ist der Quotient von allen richtigen Diagnosen (richtig
positiv + richtig negativ) und von allen Diagnoseféllen (richtig positiv + richtig negativ + falsch positiv +
falsch negativ + unklare Fille).
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unklare Diagnose 5 9 6 13
Diagnosefehler insgesamt 11 13 10 15
5.5 Radiale-Basisfunktionen-Netz

Aus den Eingabe- und Ausgabedaten wird ein RBF-Netz erzeugt, dass das Diagnose-Modell
bestmoglich reprasentiert. Das Netz setzt sich aus dem Eingangsvektor, der Radialbasis-
Schicht und der Ausgangsschicht zusammen. Dafiir soll das RBF-Netz schrittweise generiert
werden. D. h. dem Netz wird bei jedem Schritt ein neues Neuron hinzugefigt, bis die Summe
der quadratischen Fehler unter dem gewtlinschten Fehlerwert liegt oder die maximale Anzahl
an Neuronen erreicht ist. Der Nachteil gegeniiber einem normalen neuronalen Netz wie MLP
ist, dass es im Vergleich viele Neuronen erzeugt.

Fir das erste Modell mit den Parametern Gdi, GZg und ZP wird ein Netz mit 170 Neuronen
erzeugt. Das Netz liefert einen RMSE-Wert von 0,1465. Das zweite Modell mit ,, WEKA-Gain
1" setzt sich aus 200 Neuronen mit einem RMSE-Wert von 0,1769. Das RBF-Netz mit den
Parametern aus dem Modell ,, WEKA-Gain 2 hat einen RMSE von 0,1809 und besteht aus 246
Neuronen. Das letzte Modell hat den hochsten RMSE von 0,1898 mit einer Anzahl an Neuro-
nen von 265.

Die fehlerhaften Diagnosen liegen zwischen neun und 18. Demnach ist eine prozentuale
Treffsicherheit zwischen 93,64 % und 96,11 % gegeben. Wobei das vierte Modell das schlech-
teste Ergebnis und das erste Modell das beste Ergebnis liefert. In der Tabelle 5.4 sind alle
Ergebnisse fiir das RBF-Netz aufgelistet.

Tabelle 5.4: Ergebnisse der Brustkrebsdiagnosen fiir unterschiedliche Modelle mit einem RBF-Netz

Seqsrch/ . . .
RBF-Modell WEKA-Gain 1 WEKA-Gain 2 WEKA-InfoGain
Exhsrch
Anzahl der Neuronen 230 200 246 265
RMSE 0,1465 0,1769 0,1809 0,1898
nicht erkannter Krebs 0 0 0 0
félschlicherweise erkannter Krebs 4 6 8 8
unklare Diagnose 5 6 7 10
Diagnosefehler insgesamt 9 12 15 18
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5.6 ANFIS

In diesem Kapitel werden unterschiedliche ANFIS-Modelle betrachtet. Wie in Kapitel 5.4 und
5.5 werden die Parameter aus der Tabelle 5.2, die im Zuge der Auswahlverfahren definiert
sind, als Eingdange gewahlt. Zusatzlich werden die Partitionierungsansatze aus dem Kapitel
2.4 fiir jedes Modell benutzt. Dabei wird die optimale Anzahl von Epochen fiir das jeweilige
System bestimmt und mit dieser trainiert.

Das erste ANFIS-Netz benutzt die Eingange Gdi, GZg und ZP, die mit dem Verfahren der
sequenziellen- und erschopfenden Suche ermittelt wurden. Die FIS-Struktur wird mit der
Grid-Partitionierung erstellt. Jeder der drei Eingange hat jeweils zwei Zugehorigkeitsfunktio-
nen der Form

R 2l (5.1)
a.

Dies entspricht in MATLAB der speziellen Glockenkurve ,,gbellmf”. Damit entsteht ein FIS mit
der Struktur input:[1x2 struct], output:[1x1 struct] und rule: [1x8 struct]. Das System setzt
sich aus insgesamt, wie im Listing 5.5 aufgefiihrt, aus flinfzig Parametern, die durch den hyb-
riden Lernalgorithmus trainiert werden. Nach einem Training von 112 Epochen resultiert ein
RMSE-Wert von 0,2014.

ANFIS info:
Number of nodes: 34
Number of linear parameters: 32
Number of nonlinear parameters: 18
Total number of parameters: 50
Number of training data pairs: 400
Number of checking data pairs: 283
Number of fuzzy rules: 8

O W o Jo Ul W

Jy

388 RMSE_ANFIS -
389
390 0.2014

Listing 5.5: Information iiber das ANFIS-Modell ,,Seqsrch/Exhsrch” mit drei Eingangsparametern und jeweils
zwei Zugehorigkeitsfunktionen (Grid-Partitionierung)
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Erhoht sich die Anzahl der Zugehorigkeitsfunktionen fiir jeden Eingang auf drei, kommen ge-
malR der Partitionierung 27 Regeln zustande und die Parameteranzahl steigt auf 135. Dieses
Netz erreicht einen RMSE von 1,5278 mit 58 Epochen. Weitere Epochen verschlechtern das
Ergebnis des Modells.

Im dritten Modell wird das Subtractive-Clustering verwendet, um das FIS zu generieren. Wie
zu erwarten, bringt das Netz eine geringe Anzahl an Fuzzy-Regeln hervor. Fir das Clustering
werden ein ,,squash“-Faktor von 17 = 1,25 und ein Radius von r = 0,7 konfiguriert. Die Zuge-
horigkeitsfunktionen haben die Form einer Glockenkurve aus der Gleichung (5.2), welche in
MATLAB der ,gaussmf“-Funktion entspricht.

(X)) = g )/t (5.2)

Durch die minimale Parameteranzahl der Zugehorigkeitsfunktion und der wenigen Regeln
mussen nur zwanzig Parameter fiir das ANFIS-Modell angepasst werden. Das Training er-
reicht in 51 Epochen den minimalen RMSE von 0,1156.

Im nachsten Modell kommt das Fuzzy C-Means-Clustering zum Einsatz. Mit den Parametern
aus dem ,,Seqsrch/Exhsrch“-Modell wird das Netz in siebzig Epochen trainiert und ein RMSE-
Wert von 0,1127 erhalten. Die Optionen fiir das Clustering setzen sich aus dem Exponenten
m = 2 und der maximalen Iterationsschritte r = 100 zusammen?2. Durch das Clustering erhélt
jeder Eingang drei Zugehorigkeitsfunktionen. Die Funktionen entsprechen der Gleichung
(5.2).

Im Folgenden sind die Eingangsparameter GZg, GZf und ZP aus dem Modell ,WEKA Gain 1“
zu betrachten. Als erstes Netz soll ein ANFIS dienen, dass auf einer Grid-Partitionierung ba-
siert. Alle Eingange werden mit zwei Zugehorigkeitsfunktionen versehen, die der Gleichung
(5.1) entsprechen. Das Netz wird in 58 Epochen trainiert und liefert einen RMSE von 0,1293.
Ein Netz mit drei Zugehorigkeitsfunktionen liefert bei 36 Epochen Training einen schlechten
RMSE von 0,7873. Eine weitere Erhéhung der Zugehorigkeitsfunktionen ist ebenfalls nicht
hilfreich, sondern verschlechtert den Fehlerwert.

22 Djese Optionen werden fiir alle folgenden ANFIS-Netze verwendet.
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Die mit dem Subtractive-Clustering erzeugte FIS-Struktur besteht aus zwei Clustern. Das Clus-
tering wird wie beim Vorganger mit dem ,squash“-Faktor von 17 = 1,25 und dem Radius von
r = 1,0 erzeugt. Daraus erhalt jeder Eingang zwei ,gaussmf“-Zugehorigkeitsfunktionen. Mit
der Struktur trainiert das ANFIS in sechs Epochen und erhalt einen RMSE von 0,1338.

Das Fuzzy C-Means-Clustering erzeugt eine FIS-Struktur mit zwei Regeln. Dabei entstehen
zwei Zugehorigkeitsfunktionen pro Eingang. Das Training liefert bei 102 Epochen den besten
RMSE-Wert von 0,1265.

Die Parameter GZg, GZf, EZ, ZP und NNcl aus dem Modell ,, WEKA-Gain 2" soll als Nachstes
behandelt werden. Bei einer Grid-Partitionierung des Eingangsraums ist das Netz mit je zwei
»gbellmf“-Zugehorigkeitsfunktionen trainiert. Den optimalsten RMSE von 1,3077 ist bei
einem Training von 117 Epochen erreicht. Eine hohere Zugehdrigkeitsfunktion fiihrt zur
Uberschreitung der modifizierbaren ANFIS-Parameter zum Verhiltnis der vorhandenen Trai-
ningsdaten. Bei drei Funktionen kommt damit Gber 1500 modifizierbare Parameter zustande,
welche die Trainingsdaten deutlich iberschreitet. Deshalb wird in diesem Kontext auf die
Modellierung mit mehr als zwei Parametern verzichtet.

Mit dem Subtractive-Clustering wird ein Netz mit zwei Regeln erzeugt. Jeder Eingang hat zwei
»gaussmf“-Funktionen. Der ,squash”-Faktor liegt bei 7 =1,25 und der Radius bei r=1,0.
Dieses Modell hat nach 79 Epochen einen RMSE-Wert von 0,1197.

Das Fuzzy C-Means-Clustering liefert bei acht Clustern das beste Ergebnis. Damit entsteht ein
FIS mit acht Regeln. Nach siebzig Epochen ist ein RMSE-Wert von 0,1155 erreicht. Eine grafi-
sche Darstellung der RMSE-Kurve fiir siebzig Epochen ist in der Abbildung 5.3 zu sehen.
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Abbildung 5.3: RMSE-Kurve der Trainings- und Prifdaten fiir das , WEKA Gain 2“-Modell mit der Fuzzy C-
Means-Clustering

Als Letztes sollen die funf Eingdnge GZg, GZf, EZ, ZP und BChr aus dem ,, WEKA-InfoGain“-
Modell betrachtet werden. Das erste ANFIS-Netz liefert einen hohen RMSE-Wert von 0,7383
bei einem Training von 117 Epochen. Das Netz ist mit der Grid-Partitionierung konfiguriert
und hat jeweils zwei ,gbellmf“-Funktionen pro Eingang. Damit werden 32 Regeln mit insge-
samt 222 anpassbaren ANFIS-Parametern erzeugt. Wie auch schon bei der Modellierung von
»WEKA-Gain 2" erwahnt, kdnnen die Zugehorigkeitsfunktionen beschrankt erhoht werden,
da die ANFIS-Parameter groRer ausfallen als die Trainingsdaten.

Im nachsten Modell soll das Substractive-Clustering genutzt werden, um die Regeln und die
Struktur des ANFIS-Netzes zu bestimmen. Das Clustering wird mit einem ,squash“-Faktor von
1 =1,25 und einem Radius von r = 1,0 eingestellt. Mit der Einstellung ist ein guter RMSE-Wert
von 0,1170 erzielt. Das Training der ANFIS-Parameter endet nach 84 Epochen.

Mit dem Fuzzy C-Means-Clustering wird ein dhnliches ANFIS-Netz wie beim Subtractive-
Clustering erzeugt. Dieser erreicht ebenfalls nach 95 Epochen einen RMSE-Wert von 0,1170.
Die Fehldiagnose erhdht sich um einen Fehler gegeniiber dem Subtractive-Clustering.

Eine Ubersicht der ANFIS-Modelle ist in der Tabelle 5.5 vorzufinden. Wie schon erwihnt,
werden die Modelle, mit mehr als 400 modifizierbaren Parametern nicht betrachtet.
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Tabelle 5.5: Ergebnisse der Brustkrebsdiagnosen fiir unterschiedliche Modelle mit einem ANFIS-Netz

ANFIS-Modell Seqsrch/Exhsrch | WEKA-Gain 1 WEKA-Gain 2 | WEKA-InfoGain
Anzahl von Eingdngen 3 5
Anzahl an Trainingsdaten 400
Anzahl an Priifdaten 283
Zugehorigkeitsfunktion gbellmf gaussmf gbellmf gaussmf gbellmf gaussmf gbellmf gaussmf
Partitionierungstyp Grid Sub Cc-M Grid Sub C-M Grid Sub Cc-M Grid Sub Cc-M
Anzahl der Zugehérigkeitsfunktionen  2+2+2 | 3+3+3 | 24242 | 34343 [ 24242 | 3+3+3 | 24242 | 24242 | 10 15 10 40 10 15 10 10
Epochen 112 58 51 70 54 36 6 102 117 79 70 119 84 95
Anzahl der Neuronen 34 78 22 30 34 78 22 22 92 32 104 92 32 32
Anzahl der linearen Parameter 32 108 8 12 32 108 8 8 192 12 48 192 12 12
Anzahl der nichtlinearen Parameter 18 27 12 18 18 27 12 12 30 - 20 80 30 - 20 20
gesamte Anzahl der Parameter 50 135 20 30 50 135 20 20 222 | 1503 32 128 222 | 1503 32 32
Anzahl der Fuzzy-Regeln 8 27 2 3 8 27 2 2 32 2 8 32 2 2
RMSE 0,2014[1,5278]0,1156]0,1127]0,1293[0,7873]0,1338[0,1265[1,3077 0,1197(0,1155[0,6824 0,1170[0,1170
nicht erkannter Krebs 0 9 0 0 0 10 0 0 13 1 1 8 0 0
félschlicherweise erkannter Krebs 3 3 1 2 1 5 1 2 2 2 1 4 2 2
unklare Diagnose 10 15 9 5 11 22 13 10 33 5 5 17 5 5
Diagnosefehler insgesamt 13 27 10 7 12 37 14 12 48 8 7 29 7 7
.
5.7 Auswertung/Fazit

In den vorherigen Kapiteln wurden Brustkrebsdiagnosen mithilfe von neuronalen Netzen
getroffen. Die Tabelle 5.6 zeigt die besten Resultate mit vier verschiedenen Modellen als
Ausgangsbasis. Durch die Selektion der Eingabedaten von neun Parametern auf drei und flinf
Parametern hat dazu beigetragen, dass die Klassifizierung gute Ergebnisse fir die
Bestimmung von gutartigen oder bdsartigen Tumoren geliefert hat.

Tabelle 5.6: Zusammenfassung der besten Diagnoseergebnisse gemaB der Treffsicherheit

MLP RBF-Netz ANFIS
Anzahl der Parameter 5 3 5
Modell WEKA-Gain 2 Seqsrch/Exhsrch WEKA-Gain 2 WEKA-InfoGain
Typ - - C-M Sub Cc-M Sub C-M
RMSE 0,1318 0,1465 0,1127 0,1197 0,1155 0,1170 0,1170
nicht erkannter Krebs 2 0 0 1 1 0 0
félschlicherweise erkannter Krebs 2 4 2 2 1 2 2
unklare Diagnose 6 5 5 5 5 5 5
Diagnosefehler insgesamt 10 9 7 8 7 7 7
Klassifizierungsrate (Treffsicherh.) 0,9646 0,9682 0,9752 0,9717 0,9752 0,9752 0,9752

Die Modelle fiir das MLP-Netz schneiden im Vergleich zu den anderen Netzen im
Testdurchgang am schlechtesten ab. Aus den Ergebnissen ist zu erkennen, dass die nicht
erkannten Krebsfalle beim MLP-Netz im Durchschnitt sehr hoch ausfallen. D. h., Patienten
werden als gesund diagnostiziert, obwohl die tatsachlich krank sind. Deshalb miissen
derartige Diagnosen hoch angerechnet werden. Das RBF-Netz hingegen liefert eine
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Sensitivitdt?®* von 100 %. Dagegen ist die Ausfallrate?* héher angesiedelt als bei MLP- und
ANFIS-Netzen. Im besten Fall sind es vier Falle, wo ein gesunder Patient zu Unrecht als krank
diagnostiziert ist. Bei dem Grof3teil der Diagnosen handelt es sich um unklare Diagnosen. Das
sind Diagnosen, welche nicht eindeutig zu einer der Kategorien klassifiziert werden kénnen.

Das MLP-Netz hat mit sechs unklaren Diagnosen die hochste Fehlerrate. Alle anderen
Modelle liegen bei finf nicht klassifizierbaren Diagnosen. Obwohl das RBF-Modell einen
héheren RMSE-Wert als das MLP-Modell hervorbringt, liefert das RBF-Modell eine minimal
hohere Treffgenauigkeit. Ausschlaggebend fiir die Klassifizierungsrate sind hierbei die nicht
eindeutig identifizierbaren Diagnosen.

Bei den ANFIS-Modellen wird eine hdhere Treffgenauigkeit erreicht. Dabei liegen die
fehlerhaften Diagnosen der Patienten zwischen sieben und acht Fehlern. Die Modelle
»WEKA-Gain 2“ mit Subtractive-Clustering und Fuzzy C-Means-Clustering haben jeweils einen
nicht erkannten Krebsfall als Ergebnis. Das ist eine Sensitivitdt von 98,5 % (ohne unklare
Diagnosen) mit jeweils 65 kranken Patienten (richtig positiv). Bei den drei Eingabedaten aus
dem Modell ,WEKA-Gain 1 ist das Resultat nicht optimal und entfallt als Systemmodell fur
alle Netze. Weiterhin ist bei diesem Fallbeispiel die Erweiterung der Zugehorigkeitsfunktio-
nen keine Konklusion fiir einen Anstieg an Genauigkeit. Eine hohe Anzahl an Regeln fiir die
ANFIS-Modelle hat einen negativen Effekt auf das Diagnoseresultat. Dies trifft vorwiegend
fiir die Netze mit der Grid-Partitionierung zu. Ein Netz mit einer kleineren Regelbasis model-
liert die Krebsdiagnose angemessener.

Das ,Seqgrch/Exhsrch“-Modell in Verbindung mit dem Fuzzy C-Means Clustering flr das
ANFIS-Netz — ebenfalls mit drei Eingabedaten — liefert den besten RMSE-Wert. Zum Vergleich
mit dem Modell ,WEKA-InfoGain“ mit finf Eingangsdaten ist die Klassifizierungsrate bei
Subtractive-Clustering und Fuzzy C-Means-Clustering identisch. Die unterschiedlichen Parti-
tionierungen fiihren bei diesen Modellen zu einer dhnlichen Netzstruktur, die als Folge einen
gleichen RMSE-Wert haben.

2 Anteil der korrekt als positiv klassifizierten Fille (richtig positiv) an der Gesamtheit der tatsichlich
positiven Falle (richtig positiv + falsch negativ)

24 Anteil der falschlich als positiv klassifizierten Fille (falsch positiv) an der Gesamtheit der in Wirklich-
keit negativen Fille (richtig negativ + falsch positiv)
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In der Abbildung 5.4 ist die Haufigkeit der vier moglichen Kombinationen von Test-
ergebnissen und Gesundheitszustand von Patienten fiir das ANFIS-Modell ,,WEKA-InfoGain“
mit Subtractive-Clustering zu sehen.

Patient
ist krank ist gesund
richtig positiv falsch positiv
> =TT |
3 | Relevanz |
@ [ |
3 65 2 1 —P__og701 |
Q. | rp+fp |
a unklare
2 2 Diagnose 3
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Abbildung 5.4: Konfusionsmatrix fiir das ANFIS-Modell ,,WEKA-InfoGain“ mit Subtractive-Clustering

Bei diesem Modell sind keine Krebsfalle falschlich als negativ klassifiziert. Damit liegt die Sen-
sitivitat bei 100 %. Ausgenommen sind die zwei nicht klassifizierbaren Diagnosen, welche in
die Beurteilung nicht einflieRt. Die Spezifitdt?® des Modells ist mit nur zwei falschen Diagno-
sen bei 99,06 %. Bei einer Ausfallrate von 0,0094 wird ein gutes Modell fiir ein Diagnose-
system erhalten. Der tatsdchliche Anteil an Kranken, die auch als krank diagnostiziert
wurden, ist mit einer Rate von 0,9701 festgelegt. Dies entspricht einer positiven Vorhersage
von 97,01 %.

Die ANFIS-Modelle aus der Tabelle 5.6 mit Subtractive- und Fuzzy C-Means-Clustering mit
jeweils drei und finf Parametern sind gute Ansatze fiir ein Diagnosesystem mit den gegebe-
nen Daten. Um die Praxistauglichkeit des Systems auch fir zukiinftige Diagnosen zu bestati-
gen und auch die Genauigkeit zu verbessern, sollte eine groRRer angelegte Datenbasis unter
standiger Beobachtung eines Experten getestet werden.

% Anteil der korrekt als negativ klassifizierten Falle (richtig negativ) an der Gesamtheit der in
Wirklichkeit negativen Falle (richtig negativ + falsch positiv)
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6 Schlussbetrachtung

In diesem Kapitel werden die Inhalte der Arbeit zusammengefasst und ein Ausblick der
Diagnoseanwendung mit ANFIS gegeben.

6.1 Zusammenfassung

Das Ziel dieser Arbeit war es einen Uberblick iiber die Anwendung von ANFIS in der Diagnose
zu erstellen. Fir diesen Zweck wurden die Architektur und die unterschiedlichen Varianten
des adaptiven Systems naher erlautert. Ebenfalls wurden die verfiigbaren Implementierun-
gen und Anwendungsprogramme, welche die ANFIS-Architektur umsetzt, erlautert. Darliber
hinaus wurde eine umfangreiche Ubersicht von Lernalgorithmen fiir die Optimierung der
ANFIS-Parameter und die Anwendungsgebiete fiir medizinische Diagnostik aufgefiihrt. Des
Weiteren wurden die Auswahlkriterien des Eingaberaumes eines Modells naher erldutert
und die Methoden fiir die Bestimmung der Eingaben prasentiert. Die daflir genutzte Pro-
gramme MATLAB und WEKA wurden im Zuge der Arbeit eingefiihrt und darauf ein Fallbei-
spiel in der Brustkrebsdiagnose realisiert. Zum Vergleich der Ergebnisse aus den ANFIS-
Modellen wurden die neuronalen Netzwerke MLP und RBF mit gleichen Eingangskonfigura-
tionen untersucht und bewertet.

6.2 Fazit und Ausblick

Zusammenendfassend lasst sich sagen, dass ANFIS ein erfolgversprechendes Mittel ist, um
Diagnosen mit einer guten Trefferrate zu bestimmen. Diese Erkenntnis wird auch durch
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andere Studien untermauert. Ebenso wurde an einem konkreten Fallbeispiel in der
Brustkrebsdiagnose gezeigt, dass das ANFIS eine hohe Klassifizierungsrate erzielt und auch
besser abschneidet als MLP und RBF-Netz. Jedoch ist bei dem Fallbeispiel mit einer anderen
Datenbasis oder mit einem anderen Eingaberaum eine bessere Klassifikation fiir ein ANFIS-
Modell moéglich und ist auch nicht auszuschlieRen. Das adaptive System bietet damit fiir den
Nutzer eine gute unterstitzende Rolle in der Diagnose. Allerdings ist in einem riskanten Fall
bzw. System eine Kontrolle durch einen Spezialisten zu raten. Ein solches System kann nicht
das Wissen und die Fahigkeiten eines Spezialisten ersetzen. Vor allem in der Medizin trifft
dies zu.

Ein ANFIS-System ist in der Implementierung leicht umzusetzen und damit fiir viele Bereiche,
wie mobile Anwendung oder als Webdienst vorstellbar. Offene Quelldaten stehen dafiir im
Internet frei zur Verfliigung. Damit kann ein globales Netzwerk fiir Diagnosesysteme aufge-
stellt und in Kooperation mit Spezialisten, ein praxistaugliches Diagnosesystem aufgebaut
werden. In der medizinischen Diagnose sind nicht nur Anwendungen beim Arzt, sondern auch
beim Patienten zu Hause (z. B. durch Pflegebetreuung) denkbar. So kann beispielsweise
mithilfe eines ANFIS-Diagnosesystems unter standiger Beobachtung der essenzielle Zustand
des Beddrftigen kontrolliert werden. Damit sind durch die Architektur von ANFIS und dessen
Transparenz weitere Moglichkeiten fiir zukiinftige Projekte geboten.
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